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Abstrakt

Tato bakalářská práce se zabývá rozpoznáváńım vzor̊u ve finančńıch časových řadách meto-
dami rule-based, fuzzy a pomoćı klasifikátoru založeného na podobnosti s pr̊uměrem korektně
určených vzor̊u. Součást́ı práce je popis, návrh a implementace těchto metod v jazyce Java. Ja-
ko podkladová data pro vyhledáváńı vzor̊u byly vybrány finančńı řady z trhu Forex. Výstupem
této práce je jak prokazatelná schopnost vzory těmito metodami detekovat, tak srovnáńı těchto
metod.
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Abstract

This bachelor thesis deals with the pattern recognition in financial time-series using rule-based
method, fuzzy method and classification method, which is based on similiarity to an average
of correctly specified patterns. This thesis consists of method description, design and imple-
mentation in Java language. As underlying data for pattern recognition were chosen time-series
from Forex market. The outcome of this thesis is both a demonstrable ability to recognize
patterns with these methods and an evaluation of these methods.
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2 Současný stav 2

3 Teoretická část 3
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C Matice pr̊uměrných vzor̊u 48
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clustering; shlukováńı · · · clustering
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holá data · · · raw data
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trénovaćı množina · · · training set
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CSV · · · Comma-Separated Values či též Character-Separated Values
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1. Úvod

Mezi hlavńı ćıle této bakalářské práce patř́ı v prvé části vypracováńı rešerše pro zadané téma
vyhledáváńı neurčitých vzor̊u ve špatně predikovatelných časových řadách. T́ım źıskám základńı
přehled o dostupných metodách, technikách a vhodnosti jejich implementace pro dané prostřed́ı.

V části druhé je ćılem se již prakticky zaměřit na volbu a vlastńı teoretický a programový
návrh konkrétńıch metod pro konkrétńı časové řady z oblasti finančńıch trh̊u, v nichž budu
detekovat konkrétńı, obecně uznávané vzory. Výstupem bude demonstrace, že mnou vybrané a
implementované metody jsou schopny detekovat tyto vzory. Třet́ım ćılovým bodem je, že tyto
metody a výstupy vhodně zvolenými metodami porovnám. Tomu bude odpov́ıdat i struktura
práce.

Protože se jedná o specifické téma, ve kterém jsou anglické termı́ny ustálené, české překlady
jsou mı́sty i ke škodě. Budu se tedy držet sṕı̌se anglických termı́n̊u, jelikož překlad některých
termı́n̊u de facto ani neexistuje nebo neńı zcela adekvátńı a zavád́ı akorát nejasnosti. Jsem
si vědom toho, že tento zp̊usob prezentace neńı zcela ideálńı, nicméně s ohledem na to, že je
práce psána česky, se t́ımto budu snažit vyhnout vytvářeńı nevhodných česko-anglických no-
votvar̊u. Uvád́ım též přehledový slovńık, kde lze nalézt překlady vybraných termı́n̊u s ohledem
na použitý kontext.

Jsem si též vědom faktu, že diskutované teoretické téma nemuśı být běžnému čtenáři známo,
jako mu nemuśı být známa i oblast vyb́ıraných dat – specifických finančńıch trh̊u. V některých
sekćıch této práce proto budu volit bližš́ı popis či názorný př́ıklad než uvedeńı pouhé definice.

Pojmy z mého pohledu odborné, př́ıpadně výrazy z ciźıho prostřed́ı budu při prvńım výskytu
uvádět v uvozovkách. Při daľśıch výskytech těchto pojmů a výraz̊u už uvozovky vynechám.
Pokud použiji nadnesené či nepřesné výrazy, vždy je uvedu v uvozovkách.
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2. Současný stav

V současné době, která je též přezd́ıvaná
”
informačńım věkem“, se č́ım dál častěji setkáváme

s množstv́ım oblast́ı, ve kterých je potřeba zpracovávat enormńı množstv́ı r̊uznorodých dat. At’

už se jedná o data v podobě záznamů z pr̊umyslových senzor̊u, lékařských př́ıstroj̊u, klinických
databáźı nebo o data kosmologická, finančńı, seismická, meteorologická či data z webových
server̊u společnost́ı jako je např́ıklad Google, vždy je potřeba tato data vhodnými zp̊usoby
uchovávat, tř́ıdit a analyzovat.

Zaměř́ıme-li se na aktuálńı trendy a směr budoućıho vývoje, bez újmy na obecnosti se dá ho-
vořit o pojmu

”
big data“. Ten lze chápat jako

”
termı́n aplikovaný na soubory dat, jejichž velikost

je mimo schopnosti zachycovat, spravovat a zpracovávat data běžně použ́ıvanými softwarovými
nástroji v rozumném čase“ [1]. O vzr̊ustaj́ıćı popularitě tohoto pojmu svědč́ı mimojiné fakta,
že za posledńı rok vzrostla v USA poptávka po datových analytićıch se specializaćı na big data
téměř o 100 % [6], dále vzniká velké množstv́ı kurz̊u zaměřených na big data [7] a ostatně
minulý rok byl i na Fakultě elektrotechnické ČVUT otevřen volitelný předmět Technologie pro
velká data [4].

Pro představu, např́ıklad v roce 2008 servery společnosti Google zpracovaly požadavky
č́ıtaj́ıćı v pr̊uměru přes 20 petabajt̊u dat denně. [2] Jako daľśı př́ıklad můžeme uvést, že každou
hodinu je uživateli nahráno na servery společnosti Facebook přes 10 milion̊u fotografíı [5, s. 16].
Nebo také data z měřeńı ve velkém hadronovém urychlovači částic (LHC) č́ıtaj́ı přibližně 30
petabajt̊u za rok [3]. Je zřejmé, že při takových objemech dat je nutné se zabývat metodami,
které umožňuj́ı s daty efektivně pracovat jak po stránce výpočetńı, tak po stránce interpretačńı.

Svědč́ı o tom např́ıklad i fakt, že ačkoliv má být společnost Google schopna mapovat výskyt
chřipky d́ıky vyhledávaćım požadavk̊um uživatel̊u z celého světa stejně dobře, jako jej mapuj́ı
data z lékařských ordinaćı [5, s. 19][8], ukazuje se, že to nemuśı být úplně pravda, jak rozeb́ırá
Steven Salzberg [9]. Problémem je totiž špatné pochopeńı lidského chováńı v tomto kontextu a
s t́ım dále spojená interpretace dat jako i jejich vytěžováńı. V odkazovaném zdroji se k tomuto
váže vhodná věta:

”
The folks at Google figured that, with all their massive data, they could

outsmart anyone.“ Považuji tedy za vhodné zaměřit se na metody vytěžováńı klasických dat
z časových řad.
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3. Teoretická část

3.1 Prostředky pro zpracováńı dat

Jelikož se budu zabývat oblastmi jako je rozpoznáváńı vzor̊u, strojové učeńı či vytěžováńı dat
a autoři se ne vždy v definici těchto pojmu shoduj́ı, je vhodné tyto základńı pojmy nejdř́ıve
objasnit pro lepš́ı zasazeńı do našeho kontextu.

3.1.1 Vytěžováńı dat

Někteř́ı autoři [10, s. 5–6] se pouštěj́ı do polemiky o definici tohoto pojmu a tvrd́ı, že by se měl
jmenovat sṕı̌se

”
knowledge mining from data“. Na což plynule navazuj́ı tvrzeńım, že je tento

pojem na jednu stranu chápán jako synonymum pro pojem
”
knowledge discovery from data“

(KDD), na stranu druhou uváděj́ı, že může být též chápán jako pouhý jeden krok v komplexńım
procesu extrakce vědomost́ı z dat. Později však docháźı ke konsensu s jinými autory [11, s. 5]
v tom, že vytěžováńı dat lze popsat jako automatizovaný či částečně automatizovaný proces
objevováńı vzor̊u ve zpravidla větš́ım množstv́ı dat, nalezené vzory muśı mı́t smysluplný význam
dle požadovaného zadáńı a obecně se jedná o řešeńı problémů analýzou dat, která již existuj́ı
v databázi. Přičemž databáźı je zde myšlen v podstatě libovolný, avšak dostatečně objemný
informačńı zdroj.

3.1.2 Strojové učeńı

Bez újmy na obecnosti lze vyj́ıt z tvrzeńı, že strojové učeńı se zabývá metodami, jak se
poč́ıtačové programy mohou učit automatickému rozpoznáváńı komplexńıch vzor̊u, př́ıpadně
jak se mohou inteligentně rozhodovat na základě vstupńıch dat. Např́ıklad klasickou úlohou,
která bývá často v tomto kontextu uváděna, je schopnost programu korektně určit ručně psané
poštovńı směrovaćı č́ıslo na základě předložených, správně určených vzor̊u – trénovaćı množiny,
viz dále. [10, s. 24]

3.1.3 Rozpoznáváńı vzor̊u

Rozpoznáváńı vzor̊u je obecně chápáno jako podmnožina strojového učeńı, respektive jeho
konkrétńı aplikace, ačkoliv v některých př́ıpadech je kladeno do stejné roviny jako samotné
strojové učeńı [12, s. vii]. Rozpoznávańı vzor̊u je možno uplatnit na rozličná vstupńı data,
textem nebo zvukem poč́ınaje a symboly na dopravńıch značkách konče. V př́ıpadě této práce
se jedná o časové řady, respektive data, kterými jsou tyto řady reprezentovány.
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Kapitola 3. Teoretická část 4

3.2 Časové řady

Časovou řadu je možné obecně chápat jako soubor hodnot źıskaný sekvenčńımi měřeńımi za
určitý časový úsek. Formálńı definici je možné zapsat následovně.

Definice 1. Časová řada T délky n je taková posloupnost dvojic

T = [(p1, t1), (p2, t2), ..., (pi, ti), ..., (pn, tn)], (3.1)

kde t1 < t2 < ... < ti < ... < tn a kde každé pi představuje datový bod v d-dimenzionálńım
prostoru a každé ti představuje čas, kdy byl pi změřen. [14, s. 11]

Je zřejmé, že se vzr̊ustaj́ıćım počtem dat a dimenźı prostoru se dá očekávat větš́ı náročnost
at’ už co se týče výpočt̊u či definováńı podobnosti časových řad. Vyvstávaj́ı poté základńı otázky
a problémy. [13, s. 12:2]

• Reprezentace dat
Jak je možné reprezentovat základńı tvarovou charakteristiku časové řady, jaké by měla
mı́t vlastnosti? Reprezentace by měla ideálně redukovat dimenzi dat se zachováńım pod-
statných charakteristik datové řady.

• Měřeńı podobnosti
Jak může být mezi dvěma libovolnými časovými řadami nalezena shoda či jak mohou být
odlǐseny? Jak je možné formalizovat vzdálenost těchto dvou řad, př́ıpadně jak je možné
rozpoznat intuitivńı podobnost řad, ačkoliv nejsou po matematické stránce identické?

• Indexovaćı metoda
Jak by měly být organizovány velké objemy dat, které časové řady reprezentuj́ı, aby
bylo možné v nich rychle vyhledávat? S přihlédnut́ım k minimálńı výpočetńı a datovému
objemu?

Výčet však neńı konečný, jde jen o jádro problematiky vytěžováńı dat z časových řad.

3.2.1 Reprezentace časové řady

Jelikož výpočetńı operace na holých datech by byly náročné, zavád́ı se pojem reprezentace.
Vedleǰśım jevem zavedeńı reprezentace bývá též sńıžeńı šumu, jako i sńıžeńı datového objemu
uložených dat. [13, s. 12:13]

Definice 2. Reprezentaćı časové řady T délky n nazveme takový model T̄ s redukovanými
dimenzemi, pro který plat́ı, že T̄ aproximuje T . [14, s. 11]

Mezi obecné požadavky na optimálńı reprezentaci dat, která představuj́ı časové řady, patř́ı
zejména následuj́ıćı body. [13, s. 12:13]

• významná redukce dimenze dat

• zachováńı tvarových charakteristik časové řady v lokálńım i globálńım měř́ıtku

• rekonstrukce p̊uvodńıch dat z redukované reprezentace je kvalitńı

• necitlivost v̊uči šumu nebo implicitńı potlačeńı šumu
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Mezi základńı metody a techniky reprezentace dat, respektive časových řad patř́ı zejména
následuj́ıćı. [13, s. 12:13]

• Non-data adaptive
Parametry transformace respektive redukce dimenze jsou stejné pro jakoukoliv časovou
řadu nehledě na podstatu dat, která řadu tvoř́ı. Patř́ı zde zejména diskrétńı Fourierova
transformace (DFT), diskrétńı kosinová transformace (DCT) nebo např́ıklad piecewise
aggregate approximation (PAA). Ta je unikátńı v tom, že časovou řadu rozděĺı na N
segment̊u stejné délky, pro které spočte středńı hodnotu, č́ımž vzniká nová řada o N
bodech. Dle některých studíı [15] však poskytuje nepřesné výsledky vlivem velké ztráty
informace.

• Data adaptive
Na rozd́ıl od předchoźı metody tato metoda již podkladová data zohledňuje a téměř
každý non-data adaptive postup se stává data adaptive t́ım, že přidáme do metody krok,
který vyb́ırá konkrétńı parametry metod. V př́ıpadě diskrétńı Fourierovy transformace
je to např́ıklad vhodná selekce koeficient̊u, v př́ıpadě PAA je to volba dynamické [16]
délky segment̊u. Unikátńı metodou je též symbolic aggregate approximation (SAX), která
vycháźı z PAA, nicméně źıskané segmenty na stejných či bĺızkých úrovńıch označuje
ṕısmeny, č́ımž źıskáváme posloupnosti ṕısmen. Dle druhu aplikace dosahuje též lepš́ıch
výsledk̊u než např́ıklad DFT a daľśı [17].

• Model based
U této metody se předpokládá, že data reprezentuj́ıćı časovou řadu byla generována
nějakým implicitńım modelem. Ćılem je tedy naj́ıt parametry daného modelu, č́ımž je
nalezena i reprezentaci dat. Zde se nejv́ıce uplatňuj́ı např́ıklad Markovovy řetězce (MC),
autoregressive moving average (ARMA) modely, autoregressive integrated moving average
(ARIMA) modely či Hidden Markov Models (HMM).

Nakonec uvád́ım na obr. 3.1 pro přehlednost detailněǰśı rozděleńı reprezentace. Kvalitněǰśı
obrázek je možné nalézt v př́ıloze B.

Obrázek 3.1: Detailńı rozděleńı reprezentace časových řad (převzato z [18])
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3.3 Klasifikace

S analýzou časových řad souviśı některé základńı úlohy, jmenovitě např́ıklad:
”
query by con-

tent“,
”
anomaly detection“,

”
motif discovery“,

”
prediction“,

”
clustering“,

”
classification“,

”
seg-

mentation“ [13, s. 12:1]. Pro potřeby této práce se zaměř́ım pouze na klasifikaci. V kontextu
časových řad se klasifikace dá popsat jednoduše podle následuj́ıćı definice:

Definice 3. Mějme neklasifikovanou časovou řadu T . Klasifikaćı časové řady nazveme takový
proces přǐrazeńı časové řady do jedné z tř́ıd ci z množiny C = {ci}, kde C reprezentuje množinu
předdefinovaných tř́ıd [13, s. 12:7].

Tato definice plat́ı analogicky jak pro podposloupnosti časové řady, tak pro jednotlivé vzory,
které se v ńı vyskytuj́ı. Klasifikace v obecném kontextu je tedy proces, který vybraným vstup̊um
přǐrazuje vybrané výstupy.

3.3.1 Děleńı dle supervize

Prvńı metodou je
”
učeńı s učitelem“. Jedná se o dvoukrokový proces [10, s. 328], kdy prvńım

krokem je krok uč́ıćı, ve kterém docháźı ke konstrukci klasifikačńıho modelu na základě trénovaćı
množiny. Ta obsahuje vybraná data – vstupy – pro která jsou již známy korektńı klasifikačńı
tř́ıdy – výstupy. Výstupy jsou známy nejčastěji na základě manuálńıho označeńı. Druhým kro-
kem je krok klasifikačńı, ve kterém již docháźı ke klasifikaci konkrétńıch tř́ıd pro data z množiny
testovaćı, pro která neńı klasifikačńı tř́ıda známa.

Problémem při tomto postupu bývá přeučeńı, což představuje stav, kdy je výběr testovaćı
množiny př́ılǐs úzce zaměřen, množina neńı dostatečně obecná [10, s. 330]. Pro účely ověřeńı
správnosti klasifikátoru je možno použ́ıt validačńı množinu, přičemž plat́ı obecné pravidlo, že
by trénovaćı, testovaćı a validačńı množina měly být navzájem disjunktńı [19].

Opačnou metodou je
”
učeńı bez učitele“, kdy nejsou známy požadované výstupy. Jsou

k dispozici jen data, na která jsou aplikovány metody, které vycháźı zejména z podobnost́ı
ve vstupńıch parametrech dat. Jedná se zejména o metodu shlukováńı. [10, s. 330]

Existuje minimálně ještě 1 daľśı metoda –
”
částečné učeńı s učitelem“, která stoj́ı na pomeźı

dvou výše uvedených. Dle některých autor̊u je však obecné zavedeńı nové metody diskutabilńı
a dle d́ılč́ı konfigurace ji zařazuj́ı pod metodu učeńı s učitelem. [19, s. 15–16].

3.3.2 Děleńı dle klasifikačńıho modelu

Existuj́ı v zásadě 2 př́ıstupy.
”
Lazy learning“ a

”
eager learning“.

Prvńı jmenovaný je založen na pouhém uložeńı trénovaćı množiny. Ke klasifikaci docháźı
až po kontaktu s testovaćı množinou na základě podobnosti s trénovaćı množinou, respek-
tive nějakým jej́ım prvkem. Mezi typické zástupce lazy learning metody patř́ı metoda

”
nej-

bližš́ıch soused̊u“ či metoda
”
case-based reasoning“ (CBR) [10, s. 422–423]. Metoda CBR se

však uplatňuje hlavně ve znalostńıch databáźıch, pro časové řady existuj́ı daleko vhodněǰśı me-
tody, jak ukáži záhy.

Naproti tomu př́ıstup eager learning spoč́ıvá v tom, že na základě trénovaćı množiny je př́ımo
vytvořen klasifikačńı model již před kontaktem s testovaćı množinou. Tento model je poté apli-
kován na samotnou testovaćı množinu. Mezi zástupce této metody patř́ı de facto všechny zbylé
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metody mimo CBR a nearest neighbors [10, s. 422–423].

V následuj́ıćıch sekćıch stručně poṕı̌su některé základńı metody klasifikace, z nichž vycházej́ı
daľśı, pokročileǰśı metody klasifikace [10, s. 393]. Z těchto metod budu také dále vycházet v této
práci.

3.3.3 Rule-based klasifikace

Jedná se o triviálńı IF-THEN př́ıstup, kdy je možné klasifikačńı pravidla zapisovat ve tvaru

IF rule antecedent THEN rule consequent,

přičemž
”
rule antecedent“ má význam podmı́nky,

”
rule consequent“ má význam úsudku [10,

s. 355]. Je zřejmé, že podmı́nek může být v́ıce. Ty jsou poté dávány do vztah̊u logickými spoj-
kami AND či OR. Jedná se o metodu, kdy je nutné, aby rozhodovaćı pravidla byla přesně spe-
cifikována, nejčastěji ve spolupráci s doménovým expertem [23, s. 11]. Ten má hlubš́ı náhled do
problematiky, př́ıpadně se též může jednat o komunitńı znalosti, k čemuž se dostanu v praktické
části. Tyto metody obecně bývaj́ı též označovány jako

”
hard computing“ metody.

3.3.4 Rozhodovaćı stromy

Pojem
”
strom“ je zde chápán v kontextu teorie graf̊u, přičemž klasifikace atribut̊u pomoćı

rozhodovaćıch stromů spoč́ıvá ve vytvořeńı hierarchické stromové struktury tak, že každý uzel
(větveńı) reprezentuje test daného atributu a každá větev směřuj́ıćı z tohoto uzlu reprezentuje
rozhodnut́ı. Je-li větev zakončena listem, pak se jedná př́ımo o zařazeńı do klasifikačńı tř́ıdy.
[19, s. 52–53] Rozhodovaćı stromy je možné převést do klasického IF-THEN př́ıstupu, aniž by
docházelo ke koliźım; klasifikačńı pravidla se tedy budou navzájem vylučovat. De facto tedy
spadaj́ı pod rule-based metody, kam se též někdy zařazuj́ı [10, s. 358].

3.3.5 Soft computing

Jedná se o množinu v́ıce metod, které však na rozd́ıl od rule-based metod včetně rozhodovaćıch
stromů nepotřebuj́ı detailńı rozhodovaćı pravidla, ale při těchto metodách postačuje základńı
nutné minimum rozhodovaćıch pravidel či požadovaný výsledek klasifikace. Daná metoda se
již samostatně snaž́ı dosáhnout požadovaných výsledk̊u. Absence doménového experta v těchto
př́ıpadech tedy bývá daleko méně citelněǰśı než v př́ıpadě rule-based metod. [23, s. 12]
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3.4 Metody rozpoznáváńı vzor̊u v časových řadách

V této části již stručně shrnu vybrané metody respektive techniky rozpoznáváńı (detekce) a
klasifikace vzor̊u v časových řadách. Při sestavováńı seznamu metod jsem vycházel z v́ıce zdroj̊u,
které se však v mnoha bodech shoduj́ı [20][21][22][24].

3.4.1 Nejbližš́ı soused

Metoda nejbližš́ıho souseda, 1-NN respektive k -NN, kde k představuje počet soused̊u, je rela-
tivně stará metoda, která byla popsána již v 50. letech 20. stolet́ı. Jedná se o metodu z množiny
učeńı s učitelem. Klasifikace prob́ıhá ve 2 fáźıch. Trénovaćı fáze spoč́ıvá v pouhém uložeńı ob-
jekt̊u z trénovaćı množiny společně s klasifikovanou tř́ıdou. V klasifikačńı fázi je klasifikovanému
objektu přǐrazena stejná tř́ıda, jakou má k objekt̊u z trénovaćı množiny, které jsou klasifiko-
vanému objektu nejbĺıže. Pojem

”
nejbĺıže“ zahrnuje r̊uzné druhy metrik, např́ıklad euklidovská

či manhattanská a daľśı. [10, s. 423]

Metoda nejbližš́ıch soused̊u obecně je pro klasifikaci časových řad dle dostupných zdroj̊u
[26] úspěšně použitelná. Konkrétně metoda 1-NN je udávána [26][27] ve spolupráci s kř́ıžovou
validaćı jak standardńı metoda pro měřeńı a vyhodnocováńı př́ınosnosti r̊uzných reprezen-
taćı časových řad, tak jako i standardńı metoda pro měřeńı jejich podobnost́ı. Jej́ı značnou
nevýhodou je však špatná odolnost v̊uči šumu.

3.4.2 Umělé neuronové śıtě

Jedná se o metodu, jej́ıž kořeny sahaj́ı až do roku 1942 [30][31], která, dle konkrétńıho typu
neuronové śıtě, umožňuje všechny možnosti supervize. Základem umělé neuronové śıtě je ma-
tematický model biologického neuronu, respektive spojeńı v́ıce těchto neuron̊u. Neuronová śıt’

je v čase proměnlivá, je možné [23, s. 19] rozlǐsit 3 stavy této śıtě.

• Organizačńı stav, ve kterém docháźı ke změně topologie (architektury) śıtě. V základě
existuj́ı dva typy architektur a to rekurentńı śıt’ a dopředná śıt’.

• Aktivńı stav, ve kterém se specifikuj́ı inicializačńı stavy śıtě a který definuje zp̊usob změny
stavu śıtě při pevně dané architektuře a konfiguraci.

• Adaptivńı stav, ve kterém docháźı ke změnám vah d́ılč́ıch neuronových spojeńı. Ćılem
adaptace je nalézt takovou konfiguraci, aby śıt’ v aktivńım režimu realizovala požadovanou
funkci.

Problematika a děleńı neuronových śıt́ı je značně hluboké téma, nicméně ve zkratce je možné
ř́ıci, že je tato metoda pro naše účely použitelná [10, s. 398–408][28]. V tomto kontextu maj́ı též
úspěchy samoorganizačńı mapy [38]. Často zmiňovanou komplikaćı však bývá netransparent-
nost metody, relativně komplexńı implementace r̊uzných metod, na druhou stranu jsou však
neuronové śıtě značně flexibilńı, odolné v̊uči šumu a jsou obecně robustńı [26] [10, s. 398] [29,
s. 333–353].

3.4.3 Rozhodovaćı stromy

Jak jsem již uváděl v sekci 3.3.4, jedná se o vytvořeńı hierarchické rozhodovaćı struktury.
Pro klasifikaci časových řad a vyhledáváńı vzor̊u v těchto řadách je však tato metoda značně
nevhodná. A to hlavně z d̊uvod̊u v́ıcedimenzionality časových řad či z neodolnosti v̊uči šumu.
Vzniklé stromy jsou udávány jako př́ılǐs hluboké a husté. [32] Což znamená výpočetńı náročnost
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a v kombinaci s udávanou nepřesnost́ı je čińı nevhodnou volbou.

Tento problém zčásti řeš́ı zavedeńı metody regresńıch stromů [33]. Narozd́ıl od klasifikačńıch
nejsou přǐrazovány objekt̊um konkrétńı tř́ıdy, ale jsou pro ně odhadovány numerické atribu-
ty. Obě tyto metody zastřešuje metoda

”
classification and regression tree“ (CART). Daľśı

zlepšováńı výsledk̊u poté už zálež́ı jen na konkrétńıch použitých algoritmech. [34]

Často uváděnou nevýhodou u metody CART je fakt, že tato metoda neńı založena na
pravděpodobnostńım modelu při vyvozováńı predikćı, ale spoléhá se pouze na splněńı požadované
predikce za určených podmı́nek. Na druhou stranu mezi jej́ı výhody patř́ı mimo jiné schopnost
vypořádat se s vyšš́ı dimenzionalitou analyzovaných dat [35].

3.4.4 Clustering

Metody shlukováńı nevyžaduj́ı supervizi a reprezentuj́ı techniky, kdy jsou datové objekty shlu-
kovány do shluk̊u neboli cluster̊u, přičemž objekty v clusteru jsou si podobné a zároveň jsou
nepodobné objekt̊um v jiných clusterech [10, s. 108]. Jedńım z hlavńıch problémů při identifi-
kováńı cluster̊u v datech je specifikace podobnosti objekt̊u a zp̊usob, jak tuto podobnost měřit
[36, s. 3].

Časové řady je možné shlukovat dle tř́ı základńıch př́ıstup̊u. V prvńım se uvažuje časová řada
jako celek, dále je možné uvažovat d́ılč́ı podposloupnosti této časové řady a nakonec samotné
d́ılč́ı body v časové řadě. [37] Při těchto postupech je možné už́ıvat následuj́ıćıch základńıch
metod clusteringu [37] [10, s. 448–451, 491].

• Partitioning method – nejprve je vytvořena množina k segment̊u, kde k představuje
počet těchto segment̊u. Poté je použita

”
iterative relocation technique“, která se pokouš́ı

o zlepšeńı segmentace přesouváńım d́ılč́ıch objekt̊u mezi segmenty. Mezi nejznáměǰśı me-
tody patř́ı zejména

”
k-means“.

• Hierarchical method – spoč́ıvá ve vytvořeńı hierarchické struktury. Existuj́ı dva př́ıstupy.
Prvńım je

”
bottom-up“, kdy docháźı ke shlukováńı menš́ıch cluster̊u do větš́ıch, druhým

je
”
top-down“, kdy se jeden velký cluster rozpadá na v́ıce menš́ıch. Výhodou je přehledná

vizualizace, nevýhodou uplatnitelnost sṕı̌se na menš́ı datové sady, nebot’ tato metoda má
kvadratickou složitost.

• Density-based method – objekty jsou shlukovány bud’ na základě hustoty sousedńıch
objekt̊u nebo na základě hustotńı funkce.

• Grid-based method – v prvńı fázi jsou objekty uspořádány do mř́ıžkového prostoru a ve
druhé fázi je clustering prováděn v rámci tohoto prostoru. Jednou z metod je např́ıklad
STING (z angl.

”
STatistical INformation Grid“).

Jak se ukazuje, je metoda shlukováńı úspěšně aplikovatelná např́ıklad v situaci, kdy je časová
řada rozdělena na segmenty, které jsou následně hierarchicky shlukovány metodou bottom-
up [39]. Je též uplatnitelná pro hierarchickou top-down metodu [41]. Rozděleńım časové řady
na podposloupnosti, které jsou poté r̊uznými metodami shlukovány, se obecně zabývalo větš́ı
množstv́ı studíı. Výsledky jejich bádáńı však byly často nejasné a ukazuje se též, že efektivita
bývá sporná s ohledem na potřebné pamět’ové zdroje [37]. Některé zdroje dokonce tvrd́ı, že
shlukováńı podposloupnost́ı je bezvýznamné [40].
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3.4.5 Fuzzy logika

Fuzzy logika, respektive fuzzy množiny zjemňuj́ı striktńı binárńı klasifikaci, černob́ılý pohled
na věc. Jsou tedy daleko bĺıže intuitivńımu lidskému uvažováńı. Pro lepš́ı pochopeńı uvád́ım
ilustrativńı obr. 3.2. Jedná se o klasifikaci platových tř́ıd v závislosti na výši př́ıjmu.

Obrázek 3.2: Př́ıklad fuzzy množin při klasifikaci platových tř́ıd (převzato z [10])

Je zřejmé, že pokud by se klasifikovalo binárně, výsledkem by byly 3 ostré, neprot́ınaj́ıćı
se množiny. Jelikož ale je uvažován fuzzy př́ıstup, je výsledkem věrohodněǰśı popis, kdy každé
hodnotě income z osy x odpov́ıdá stupeň př́ıslušnosti na ose y z intervalu [0,1].

V kontextu detekce vzor̊u v časových řadách bývá tato metoda použ́ıvána nejčastěji ve
spolupráci s neuronovými śıtěmi [41], př́ıpadně existuj́ı aplikace ve spolupráci se shlukovaćımi
metodami [42]. Zahrnut́ı fuzzy elementu je též velice populárńı i ve finančńı sféře [43, s. 279].
Dále existuj́ı i samotné modely fuzzy časových řad, které najdou uplatněńı jak v detekci vzor̊u
v nejistém (ve smyslu nepřesném) prostřed́ı, tak v predikci těchto časových řad [44].

3.5 Popis zvolených dat a jejich významu

Jako data, ve kterých budu vzory detekovat, jsem zvolil finančńı časové řady z trhu Forex (z an-
gl.

”
FOReing EXchange“). Ten minimálně v posledńım desetilet́ı zaž́ıvá obrovský rozvoj, co se

týče podpory potenciálńıch investor̊u. Jedná se zejména o vznik brokerských společnost́ı, inter-
netových komunit, vydáváńı knih a daľśı š́ı̌reńı informačńı a vzdělávaćı osvěty. T́ım se dostávám
k nejpodstatněǰśımu d̊uvodu volby těchto časových řad. Lze si relativně snadno opatřit histo-
rická data i v minimálńım časovém rámci 1M, tedy 1 minuta, a to od dob samotného vzniku
trhu Forex. V př́ıpadě této práce se jedná o data z obchodńı platformy společnosti Oanda. Jako
daľśı d̊uvod lze uvést fakt, že v těchto časových řadách existuj́ı obecně popsané a definované
vzory, které je možné hledat.

Na obr. 3.3 je uvedena ukázku grafu, který se skládá z elementárńıch sv́ıćı r̊uzných druh̊u,
jejichž význam vysvětĺım dále. Jedná se o časovou řadu s časovým rámcem 1 hodina (1H). Tato
řada charakterizuje vývoj kursu eura (EUR) v̊uči americkému dolaru (USD). Je zobrazen pouze
omezený časový interval, datová sada od roku 1999 pro časový rámec 1H č́ıtá přibližně 100 000
sv́ıćı. Mým ćılem je nalézt v takových řadách všechny výskyty např́ıklad vzoru zvýrazněného
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na obr. 3.3 či jeho
”
mı́rně“ odlǐsné varianty. Takové vzory muśı být nejdř́ıve formálně zapsány.

Nav́ıc proces vyhledáńı vzoru je nutno zautomatizovat, jelikož kontrolovat ručně např́ıklad 8
r̊uzných datových sad po 100 000 sv́ıćıch pro několik r̊uzných časových rámc̊u neńı optimálńı
jak z hlediska časového, tak z hlediska chyby lidského faktoru.

Obrázek 3.3: Př́ıklad časové řady reprezentované sv́ıcovým grafem

Motivaćı k vyřešeńı takového problému může být např́ıklad snaha źıskat vstupńı informace
pro technickou analýzu daného finančńıho instrumentu, respektive trhu. Na základě mimo jiné
těchto znalost́ı je možné poté např́ıklad registrovat nově vznikaj́ıćı vzory, které se již objevily
v minulosti, a tud́ıž s určitou pravděpodobnost́ı je možné určit daľśı vývoj aktuálńı situace.
Termı́n

”
technická analýza“ je možné chápat jako:

”
...analýza cenových pohyb̊u, rychlosti jejich

změn a objemu z hlediska historie, vycháźı tedy ze studia minulého tržńıho chováńı měny, indexu
či komodity...“ [50]. Podstatná je zejména z toho d̊uvodu, že:

”
...je jedńım z nejvýznamněǰśıch

nástroj̊u použ́ıvaných k prognóze chováńı finančńıch trh̊u. Osvědčila se jako efektivńı nástroj
investor̊u a stále v́ıce účastńık̊u na trhu ji použ́ıvá...“[51]. Na tomto mı́stě je vhodné uvést, že
sv́ıcové grafy se netýkaj́ı pouze finančńı sféry, ale jejich uplatněńı lze nalézt i v jiných oblastech
[56][57].

3.5.1 Struktura grafu a dat

Jako trénovaćı sadu dat pro tuto práci jsem vybral měnový pár EURUSD (euro/americký
dolar) s časovým rámcem 1H a jako testovaćı datovou sadu jsem zvolil USDCHF (americký
dolar/švýcarský frank) se stejným časovým rámcem. Důvodem volby těchto pár̊u je fakt, že se
jedná o jedny ze 7 hlavńıch a také nejv́ıce obchodovaných pár̊u [52]. Nav́ıc se jedná o měnový
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pár s negativńı korelaćı limitně se bĺıž́ıćı hodnotě c = -1 [70][71]. To znamená, že pokud
kurs EURUSD poroste, kurs USDCHF poklesne o stejnou hodnotu a vice versa. Dá se tedy
s určitým zobecněńım předpokládat, že klasifikátor vytvořený na základě trénovaćı množiny
reprezentované daty měnového páru EURUSD je úspěšně aplikovatelný na testovaćı množinu
reprezentovanou měnovým párem USDCHF. Pakliže by byla uvažována jako testovaćı množina
dat jiný měnový pár než USDCHF, bylo by vhodné data nejdř́ıve analyzovat, aby se zjistilo,
zdali je tento postup korektńı.

Časový rámec si lze představit jako časový interval, který je charakterizován nejčastěji 4
př́ıpadně 5 hodnotami, které shrnuj́ı děńı na trhu (měnovém páru) v daném časovém interva-
lu. Nejčastěji se jedná o rámce o hodnotách 1, 5, 15, 30, 60, 240, 1 440 nebo i 10 080, kde
č́ıselná hodnota reprezentuje délku časového rámce v minutách. Je zřejmé, že č́ım větš́ı je délka
časového rámce, t́ım menš́ı je počet sv́ıćı v datové sadě a t́ım větš́ı je jejich informačńı hodnota.
Mnou zvolený časový rámec 1H je běžně udáván v kontextu intradenńıho obchodováńı [69].
Pokud bych chtěl provádět hlubš́ı analýzu detekce vzor̊u, bylo by vhodné, abych bral v úvahu
r̊uzné časové rámce.

Zmı́něných 5 hodnot se běžně označuje jako Open, High, Low, Close a Volume. Představuj́ı
následuj́ıćı informace:

• Open – otv́ıraćı cena; hodnota v počátku časového rámce

• High – nejvyšš́ı dosažená cena v časovém rámci, za kterou se obchodovalo

• Low – nejnižš́ı dosažená cena v časovém rámci, za kterou se obchodovalo

• Close – uzav́ıraćı cena; hodnota v konci časového rámce

• Volume – množstv́ı zobchodované měny

Následuje ukázka, v jakém formátu jsou použitá historická data exportována z obchodńı
platformy do souboru ve formátu CSV. Každý řádek reprezentuje jednu sv́ıćı, celkem tedy má
soubor přibližně dřive zmı́něných 100 000 řádk̊u. Jedná se o měnový pár EURUSD, časový
rámec 1H.

Datum, Čas, Open, High, Low, Close, Volume

...

2011.11.11,12:00,1.37769,1.37944,1.37466,1.37473,4694

2011.11.11,13:00,1.37472,1.37706,1.37446,1.37523,3522

2011.11.11,14:00,1.37527,1.37716,1.37526,1.37672,1787

...

3.5.2 Sv́ıcový graf

V praxi se k zobrazováńı uvedených hodnot použ́ıvaj́ı nejčastěji schodové či sv́ıcové grafy. Oba
dva typy spadaj́ı do množiny

”
OHLC“ (Open, High, Low, Close) graf̊u. Hlavńı rozd́ıl mezi nimi

je v čitelnosti pro člověka. Je pak pochopitelné, že se prosadily sv́ıcové grafy na úkor scho-
dových a jsou dnes de facto standardem. Ačkoliv jsou sv́ıcové grafy starš́ı než schodové, masově
se rozš́ı̌rily relativně nedávno – jejich expanze po světě začala z Japonska přibližně v roce 1989
d́ıky Stevu Nisonovi. [53]. Dále se budu zabývat již jen sv́ıcovými grafy.
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Elementárńım prvkem sv́ıcového grafu je sv́ıce, která je charakterizována čtyřmi, respektive
pěti parametry. Základńı typy sv́ıćı [54, s. 3][55, s. 4] se základńımi i odvozenými parametry
jsou znázorněny na obr. 3.4.

High

Close

Open

Low

High

Open

Close

Low

Reálné tělo

Dolní stín

Horní stín

Tělo

Obrázek 3.4: Základńı typy sv́ıćı s vyznačenými parametry sv́ıćı

Z něj je zřejmé, že černá sv́ıce reprezentuje stav, kdy kurs měny klesá, jelikož hodnota Open
je větš́ı než hodnota Close. U b́ılé sv́ıce je tomu naopak, tedy hodnota Open je menš́ı než hod-
nota Close, takže kurs měny roste.

Sv́ıce mohou nabývat r̊uzných d́ılč́ıch parametr̊u a podle toho se také bude měnit jejich
podoba – např́ıklad pozice a velikost reálného těla a s t́ım souvisej́ıćı délka st́ın̊u, apod. Bližš́ı
specifikaćı parametr̊u se budu zabývat dále.

3.5.3 Trend

Tento pojem si lze zjednodušeně představit jako směr, kterým se vydává trh, respektive časová
řada reprezentována sv́ıcemi. Bud’ řada poroste, bude klesat nebo bude stagnovat. Pokud bych
chtěl být opravdu korektńı a chtěl bych, aby tato práce měla o něco větš́ı praktický př́ınos, mu-
sel bychom pro každou sv́ıcovou formaci uvažovat i trend, v jakém se formace nacháźı. Nebot’

jak uvád́ı Morris [58, s. 212–213], existence daného vzoru ve sv́ıcovém grafu neńı dána pouze
vztahem mezi daty, které reprezentuj́ı vzor, ale je také dána trendem, který předcháźı výskytu
tohoto vzoru. Což, jak dodává, je v současné tématické literatuře často opomı́jeno.

3.5.4 Klouzavý pr̊uměr

K určováńı trendu je možné použ́ıt nástroj zvaný klouzavý pr̊uměr (MA), který časovou řadu

”
vyhlazuje“, takže nejsou tolik patrná lokálńı minima či maxima. V této práci jej využiji pro

stanovováńı pr̊uměrné velikosti reálného těla sv́ıce. Tato velikost je určena pro daľśı klasifikaci
sv́ıce a jejich vzor̊u, jak ukáži v daľśı kapitole. Je totiž nutné si uvědomit, že je potřeba uvažovat
sv́ıci v určitém omezeném časovém kontextu, neńı možné použ́ıt např́ıklad aritmetický pr̊uměr
či medián dat za např. posledńıch 10 let, výsledky by nebyly přesné. Klouzavý pr̊uměr zadefi-
nujeme následovně [59].
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Definice 7. Mějme posloupnost P reálných č́ısel r1, ..., rn. Klouzavým pr̊uměrem (MA)b s báźı

b pro prvek rn nazveme takovou posloupnost reálných č́ısel, pro kterou plat́ı, že (MA)b =

b∑
i=1

Di

b
,

kde Di představuje prvky posloupnosti rn−1, ..., rn−b.

Jelikož tato definice nemuśı být srozumitelná, uvád́ım následuj́ıćı praktický př́ıklad. Převzato
a upraveno [60].

Př́ıklad 1. Mějme posloupnost P = (2, 4, 6, 5, 4, 3, 2, 4), která reprezentuje hodnoty Close pro
hodinový časový rámec. Dále mějme bázi b = 3, která reprezentuje, pro jak dlouhá obdob́ı
chceme klouzavý pr̊uměr poč́ıtat.

1. člen MA se spočte jako: 2+4+6
3

= 4.
2. člen MA se spočte jako: 4+6+5

3
= 5.

3. člen MA se spočte jako: 6+5+4
3

= 5.
...
Nakonec źıskám klouzavý pr̊uměr pro tuto posloupnost jako: 4, 5, 5, 4, 3, 3, 3. Je tedy zřejmé, že
klouzavý pr̊uměr je de facto aritmetický pr̊uměr za určité obdob́ı.

Ilustračńı zobrazeńı klouzavého pr̊uměru je na obr. 3.5. Jedná se o měnový pár americký
dolar/švýcarský frank na časovém rámci 1 hodina. Báze klouzavého pr̊uměru odpov́ıdá 12
hodinám. Je patrné, že přerušována křivka reprezentuj́ıćı klouzavý pr̊uměr hodnot Close má
z definice zpožděńı a časovou řadu opravdu

”
vyhlazuje“.

časová hodnota
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o
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á
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o
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Obrázek 3.5: Demonstrace MA na měnovém páru USDCHF 1H pro b = 12

Mimo tento typ klouzavého pr̊uměru, který se též nazývá jednoduchý klouzavý pr̊uměr,
existuj́ı i daľśı typy klouzavých pr̊uměr̊u, např́ıklad exponenciálńı či vážený. V této práci uvažuji
jen jednoduchý.



4. Aplikace zvolených metod

4.1 Volba vhodných metod pro detekci vzor̊u

Pro detekci vzor̊u v časových řadách jsem se rozhodl využ́ıt metod rule-based, fuzzy a modi-
fikované klasifikačńı z oblasti učeńı s učitelem, což rozeberu dále. Hlavńımi prioritami pro mě
byla transparentnost a intuitivnost použitých metod jako i dostupná možnost vlastńıho návrhu
a programové implementace od základ̊u společně s klasifikačńı architekturou. V kombinaci se
zvolenými daty se jednalo o přijatelnou volbu, jelikož př́ıbuzným tématem a metodami se již
některé studie zabývaly [45].

4.1.1 Rule-based metoda

Pro tuto metodu neńı nutné rozeb́ırat daľśı detaily, vystač́ı zde popis, který byl již rozeb́ırán
v teoretické části.

4.1.2 Fuzzy množiny

S ohledem na výběr fuzzy metody se v této části zaměř́ım na bližš́ı popis a použit́ı fuzzy množin,
což jsem dř́ıve popsal jen zběžně. Tyto poznatky využiji k praktickému návrhu.

Definice 4. Mějme pevně zvolenou univerzálńı množinu X. Fuzzy množinou A univerza X
budeme rozumět objekt popsaný charakteristickou funkćı

µA : X → [0, 1], (4.1)

kterou též nazýváme funkce př́ıslušnosti. Pro každý prvek x ∈ X hodnota µA(x) ∈ [0, 1] ř́ıká,
do jaké mı́ry je x prvkem fuzzy množiny A. Každá funkce z X do [0, 1] určuje jednoznačně
nějakou fuzzy množinu. [48]

Libovolnou fuzzy množinu je možné popsat jej́ı funkćı př́ıslušnosti, která je též známá jako
členská funkce. Jako př́ıklad [48] je možné uvést univerzum X = R a množiny A,B, které je
možné zapsat předpisem

µA(x) =


0 pro x < 0,
x pro x ∈ [0, 1],
2− x pro x ∈ (1, 2],
0 pro x > 2,

µB(x) =


1
2

pro x = 3,
1 pro x = 4,
1
4

pro x = 5,
0 jinak.

Pro ilustračńı zobrazeńı fuzzy množin odkáži opět na obr. 3.2. Mimo toto zobrazeńı funkce
př́ıslušnosti, známé též jako lichoběžńıkové, existuj́ı i daľśı základńı typy. Např́ıklad trojúhel-
ńıkové,

”
Gaussian“,

”
illogical“,

”
asymmetrical Gaussian“ a daľśı. [47, s. 12–15]

Pro potřeby této práce ještě poṕı̌si některé logické operace nad fuzzy množinami. Pro tyto
účely mějme fuzzy množiny M1, M2 definované pro x z univerza X a s nimi asociované členské

15
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funkce µ1(x), µ2(x) [47, s. 16–17].

Definice 5. Fuzzy konjunkćı (AND) M1 ∩M2 nazveme takovou fuzzy množinu, pro kterou
bude platit µM

1∩M2
(x) = min {µ1(x), µ2(x) : x ∈ X}.

Definice 6. Fuzzy disjunkćı (OR) M1 ∪M2 nazveme takovou fuzzy množinu, pro kterou bude
platit µM

1∪M2
(x) = max {µ1(x), µ2(x) : x ∈ X}.

Z toho je tedy zřejmé, že se budu držet klasického př́ıstupu zakladatele fuzzy logiky a fuzzy
množin, kterým je Lotfali Askar Zadeh. V kontextu fuzzy př́ıstupu je nutné popsat daľśı procesy,
které souviśı s jejich praktickým použit́ım. Jedná se zejména o následuj́ıćı kroky [49, s. 18].

• Fuzzification – spoč́ıvá v převodu klasických či ostrých dat do fuzzy dat nebo do členských
funkćı; jedná se např́ıklad o definici oblast́ı low, medium a high na obr. 3.2

• Fuzzy inference process – spoč́ıvá v kombinaci členských funkćı společně se zvolenými
pravidly, č́ımž tvoř́ı fuzzy output

• Defuzzification – na základě vstupu vyb́ırá konkrétńı
”
fuzzy output“; jedná se např́ıklad

o klasifikaci konkrétńı tř́ıdy

4.1.3 Modifikovaná klasifikačńı metoda

Necht’ existuj́ı 2 datové sady, které slouž́ı jako trénovaćı a testovaćı množina. V prvńı sadě
naleznu požadované vzory metodami rule-based a fuzzy. Z takto nalezených vzor̊u následně
vytvoř́ım matici pr̊uměrného vzoru, tedy jak by měl pravděpodobně vypadat ideálńı vzor. T́ımto
postupem si de facto vytvoř́ım 2 trénovaćı množiny. Poté využiji druhou sadu, testovaćı, kde
se pokuśım tyto vzory nalézt na základě procentuálńı odchylky testovaných dat od ideálńıho,
pr̊uměrného vzoru. Bližš́ı popis jako i implementačńı detaily této metody uvedu záhy.

4.2 Modelace sv́ıćı a vzor̊u

V této části zmı́ńım obecné základńı poznatky k modelaci sv́ıćı a jejich vzor̊u, které plat́ı např́ıč
metodami. Modelaci v rámci konkrétńıch metod rozvedu v následuj́ıćı sekci 4.3.

4.2.1 Úvodńı slovo k modelaci

Než se pust́ım do formalizace sv́ıćı, vzor̊u a jejich modelace, považuji za vhodné uvést některá
fakta. Zdrojem pro tuto sekci je Encyclopedia of Candlestick Charts, jej́ımž autorem je Thomas
N. Bulkowski [55]. Ten strávil analýzou grafových vzor̊u značnou část svého života, na toto
téma napsal několik knih a je možné jej považovat za autoritu v této oblasti. V této konkrétńı
knize analyzoval a tř́ıdil sv́ıcové grafy s ohledem na frekvenci jejich výskytu, schopnost měnit
trend, dále i s ohledem na jejich schopnost generovat zisk atp. Analýzu prováděl na datech,
která reprezentuj́ı kompletńı akciový trh S&P 500 za dobu 10 let [55, s. 4].

Zde je vhodné podotknout, že analýza akciových trh̊u se př́ılǐs neslučuje s mnou analy-
zovaným trhem Forex. Je však vhodné brát v úvahu, že v knize uvedené sv́ıcové formace či
elementárńı sv́ıce jsou až na výjimky k nalezeńı v de facto libovolném finančńım trhu a běžně
jsou v komunitě použ́ıvány. Jak autor sám dále uvád́ı, tak ostatńı výzkumńıci mohou docházet
k jiným výsledk̊u než k těm, které prezentuje on. Dle něj mohou být na vině zejména meto-
dy detekce vzor̊u, data použitá při testováńı, použitá časová perioda, ale též i r̊uzná měř́ıtka
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výkonnosti d́ılč́ıch vzor̊u. [55, s. 6]

V tomto kontextu považuji dále za vhodné zmı́nit též výrok mezivládńı vědecké organizace
IPCC (Intergovernmental Panel on Climate Change), která je nechvalně známá v souvislosti
s tzv.

”
hockey stick controversy“ [63][65] či o něco později s aférou obecně známou jako

”
Cli-

mategate“ [64][66]:

”
Plně uznáváme, že mnohá z uvedených tvrzeńı jsou do jisté mı́ry založena na subjektivńım

vědeckém vńımáńı a obsahuj́ı komunit́ı a osobńı vědomosti. Např́ıklad pouhý výběr proměnných
a proces̊u, které jsou do modelu zahrnuty, je věťsinou založen pouze na dojmech a zkušenostech
modelovaćı komunity.“ [62] Převzato z [23, s. 105].

Nemělo by se taktéž zapomı́nat na to, že tato práce se nezabývá analýzou a tř́ıděńım dle
r̊uzných kritéríı jako Encyclopedia of Candlestick Charts, nýbrž jen samotným formulováńım a
vyhledáńım vzor̊u. Považoval jsem však za vhodné výše uvedené skutečnosti zmı́nit a uvést na
pravou mı́ru.

4.2.2 Volba vzor̊u

Jako demonstračńı vzory pro schopnost rozpoznáńı jsem zvolil 2 poměrně základńı a velmi
známé vzory, které uvád́ı Bulkowski [55]. Jedná se o vzor

”
three black crows“ znázorněn na

obr. 4.1 a vzor
”
three white soldiers“ na obr. 4.2.

Obrázek 4.1: Ilustračńı zobrazeńı vzoru three black crows (převzato z [55])

Obrázek 4.2: Ilustračńı zobrazeńı vzoru three white soldiers (převzato z [55])

V př́ıpadě three black crows se jedná o vzor tř́ı po sobě jdoućıch dlouhých černých sv́ıćı
s krátkými st́ıny a s klesaj́ıćı tendenćı Open a Close hodnot sv́ıćı, což reprezentuje pokles daného
kurzu. Analogie je v př́ıpadě three white soldiers zjevná. Pojem jako

”
dlouhých“ či

”
krátkými“

je značně vágńı a ani autoři samotńı jej exaktně nedefinuj́ı, ačkoliv jisté snahy existuj́ı, viz
[58, s. 215–218][67, s. 16–21]. Z těch také budu dále vycházet. Vzor three black crows dále
budu označovat jako vzor

”
A“, vzor three white soldiers jako vzor

”
B“. Dále je vhodné dodat,

jak též uvád́ı Bulkowski, že exaktńı podobu těchto vzor̊u fakticky nelze nalézt, vždy je nutné
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uvažovat jistou vizuálńı odlǐsnost. Též uvád́ı, že u těchto vzor̊u stač́ı kontrolovat podmı́nku
barvy sv́ıćı a délky jejich reálných těl a dále je možné si vystačit jen s hodnotami Open či
jen s hodnotami Close. Údajně na základě jeho pozorováńı, jaká je ńızká pravděpodobnost, že
se vyskytnou těsně za sebou 3 značně nadpr̊uměrně dlouhé sv́ıce stejné barvy s rostoućı nebo
klesaj́ıćı tendenćı.

4.2.3 Parametry modelu d́ılč́ı sv́ıce

Při vytvářeńı model̊u sv́ıce jsem částečně vyšel z [45]. Parametry je možné si pracovně rozdělit
na

”
statické“ a

”
dynamické“. V př́ıpadě statických parametr̊u se jedná o hodnoty, které nezáviśı

na modelaćıch, které prováděj́ı r̊uzńı autoři.

Mezi statické parametry sv́ıce se řad́ı barva sv́ıce. Ta je bez újmy na obecnosti dvoj́ı: černá
a b́ılá. Sv́ıci typu

”
doji“ – kdy hodnota Open odpov́ıdá hodnotě Close a sv́ıce tedy barvu

nemá – zde s ohledem na vybrané demonstračńı vzory neuvažuji. Dále mezi statické parametry
patř́ı numerické hodnoty velikosti těla sv́ıce, velikosti reálného těla sv́ıce, jako i délky st́ın̊u sv́ıce.

Za dynamické parametry je možné považovat děleńı statických parametr̊u do velikostńıch
tř́ıd. Délku reálného těla sv́ıce jsem rozdělil do 5 velikostńıch tř́ıd: XS, S, M, L, XL. Klasifikaci
do konkrétńı tř́ıdy jsem určoval na základě hodnoty p1, pod́ılu velikosti reálného těla sv́ıce
s klouzavým pr̊uměrem reálného těla sv́ıce za posledńıch N časových rámc̊u, tedy

p1 =
velikost reálného těla sv́ıce

klouzavý pr̊uměr reálného těla sv́ıce za posledńıch N rámc̊u
.

Autoři se obecně neshoduj́ı na konkrétńı bázi klouzavého pr̊uměru, jelikož zálež́ı na kon-
krétńıch obchodńıch strategíıch, nicméně je možné vyj́ıt z báze 21 dn̊u, která je v obchodńı
komunitě relativně běžná a uznávaná [68].

Dále jsem uvažoval ve 3 velikostńıch tř́ıdách délku st́ınu sv́ıce. Jedná se o tř́ıdy: S, M, L. Kla-
sifikaci do konkrétńı tř́ıdy jsem určoval na základě pod́ılu p2, který st́ıny tvoř́ı v těle sv́ıce neboli

p2 =
velikost horńıho st́ınu + velikost dolńıho st́ınu

velikost těla sv́ıce
.

Jelikož parametr Volume nemá žádný vliv na to, jak libovolná sv́ıce vypadá, dovolil jsem si
provést odebráńı tohoto parametru. V př́ıpadě, že bych se zabýval rozpoznáváńım vzor̊u v kon-
textu např́ıklad ekonomického př́ınosu či predikce vývoje časové řady, pak bych jej zohledňovat
měl.

4.2.4 Parametry modelu sv́ıcových vzor̊u

Při modelaci vzoru A vyjdu z následuj́ıćıch předpoklad̊u, které muśı platit zároveň.

• vzor se skládá ze tř́ı těsně po sobě následuj́ıćıch černých sv́ıćı Cn, Cn+1, Cn+2

• velikostńı tř́ıda reálného těla každé sv́ıce je XL
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• velikostńı tř́ıda st́ınu každé sv́ıce je S

• pro posloupnost hodnot Open sv́ıćı Cn, Cn+1, Cn+2 plat́ı, že je klesaj́ıćı

Při modelaci vzoru B vyjdu z následuj́ıćıch předpoklad̊u, které muśı platit zároveň.

• vzor se skládá ze tř́ı těsně po sobě následuj́ıćıch b́ılých sv́ıćı Cn, Cn+1, Cn+2

• velikostńı tř́ıda reálného těla každé sv́ıce je XL

• velikostńı tř́ıda st́ınu každé sv́ıce je S

• pro posloupnost hodnot Open sv́ıćı Cn, Cn+1, Cn+2 plat́ı, že je rostoućı

4.3 Modelace sv́ıćı a vzor̊u navrženými metodami

V této části již uvád́ım modelace sv́ıćı a vzor̊u pomoćı konkrétńıch metod společně s nume-
rickými hodnotami a pseudokódy. Popsané metody tedy již umožňuj́ı vyhledáváńı vzor̊u.

4.3.1 Určeńı základńıch parametr̊u sv́ıćı

Nejdř́ıve poṕı̌si, jak jsem určoval základńı parametry d́ılč́ıch sv́ıćı. Jmenovitě barvu sv́ıce, dále
velikosti horńıho a dolńıho st́ınu a nakonec velikost těla sv́ıce, jako i velikost reálného těla sv́ıce.
Všechny tyto parametry jsou nezávislé na použit́ı metod a plat́ı tedy univerzálně. Je d̊uležité
zmı́nit, že pokud chci klasifikovat velikostńı tř́ıdy jako i vzory, muśım nejdř́ıve určit hodnoty
uvedených parametr̊u.

V následuj́ıćım pseudokódu popisuji určeńı barvy COLOR sv́ıce C, která je charakterizována
hodnotami OPEN a CLOSE.

Pseudokód pro přiřazenı́ barvy svı́ce

1: if (C.OPEN > C.CLOSE) then
2: C.COLOR = BLACK
3: end if
4: if (C.OPEN < C.CLOSE) then
5: C.COLOR = WHITE
6: end if

Dále popisuji přǐrazeńı velikost́ı st́ın̊u pro sv́ıci C, která je charakterizována hodnotami OPEN,
HIGH, LOW, CLOSE. Velikost horńıho st́ınu znač́ım UPSHADOW, velikost dolńıho st́ınu LOWSHADOW.

Pseudokód pro přiřazenı́ velikosti stı́nů svı́ce

1: if (C.OPEN ≥ C.CLOSE) then
2: C.UPSHADOW = C.HIGH - C.OPEN
3: C.LOWSHADOW = C.CLOSE - C.LOW
4: end if
5: if (C.OPEN < C.CLOSE) then
6: C.UPSHADOW = C.HIGH - C.CLOSE
7: C.LOWSHADOW = C.OPEN - C.LOW
8: end if

Nakonec popisuji přǐrazeńı velikosti těla sv́ıce BS, dále velikosti reálného těla sv́ıce RBS a
též délky st́ınu SL pro sv́ıci C. Ta je opět charakterizována hodnotami OPEN, HIGH, LOW, CLOSE.
Zkratka abs představuje absolutńı hodnotu.

Pseudokód pro přiřazenı́ velikosti těla svı́ce, reálného těla svı́ce a délky stı́nu svı́ce

1: C.BS = C.HIGH - C.LOW
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2: C.RBS = abs (C.OPEN - C.CLOSE)
3: C.SL = C.UPSHADOW + C.LOWSHADOW

T́ım jsem určil základńı parametry sv́ıćı, dále již rozeberu konkrétńı metody, které klasifikuj́ı
velikostńı tř́ıdy reálného těla sv́ıce a velikosti st́ınu sv́ıce.

4.3.2 Rule-based metoda

V následuj́ıćıch pseudokódech popisuji metody klasifikace délky reálného těla RBS sv́ıce C.
Značeńı MA(RBS) reprezentuje klouzavý pr̊uměr délky reálného těla sv́ıce C za dř́ıve zmı́něných
21 dńı. Jedná se o 5 metod pro 5 velikostńıch tř́ıd.

Pseudokód metody, která určuje, zdali je velikostnı́ třı́da reálného těla svı́ce XS

1: boolean isRBSTypeXS()
2: if (C.RBS ≤ C.MA(RBS) × 0.1) then
3: return true
4: end if
5: return false

Pseudokód metody, která určuje, zdali je velikostnı́ třı́da reálného těla svı́ce S

1: boolean isRBSTypeS()
2: if C.RBS > C.MA(RBS) × 0.1 and C.RBS ≤ 0.65 × C.MA(RBS) then
3: return true
4: end if
5: return false

Pseudokód metody, která určuje, zdali je velikostnı́ třı́da reálného těla svı́ce M

1: boolean isRBSTypeM()
2: if (C.RBS > C.MA(RBS) × 0.65 and C.RBS ≤ 1.35 × C.MA(RBS) then
3: return true
4: end if
5: return false

Pseudokód metody, která určuje, zdali je velikostnı́ třı́da reálného těla svı́ce L

1: boolean isRBSTypeL()
2: if (C.RBS > C.MA(RBS) × 1.35 and C.RBS ≤ 1.55 × C.MA(RBS) then
3: return true
4: end if
5: return false

Pseudokód metody, která určuje, zdali je velikostnı́ třı́da reálného těla svı́ce XL

1: boolean isRBSTypeXL()
2: if (C.RBS > C.MA(RBS) × 1.55) then
3: return true
4: end if
5: return false

Nyńı poṕı̌si metody klasifikace délky st́ınu SL pro sv́ıci C. Zřejmě plat́ı, že délka st́ınu je
dána součtem horńıho a dolńıho st́ınu neboli SL = UPSHADOW + LOWSHADOW. Zkratka BS od-
pov́ıdá velikosti těla sv́ıce C.

Pseudokód metody, která určuje, zdali je velikostnı́ třı́da stı́nu svı́ce S

1: boolean isSLTypeS()
2: if (C.SL / C.BS ≤ 0.45) then
3: return true
4: end if
5: return false

Pseudokód metody, která určuje, zdali je velikostnı́ třı́da stı́nu svı́ce M

1: boolean isSLTypeM()
2: if (C.SL / C.BS > 0.45 and C.SL / C.BS ≤ 0.75) then
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3: return true
4: end if
5: return false

Pseudokód metody, která určuje, zdali je velikostnı́ třı́da stı́nu svı́ce L

1: boolean isSLTypeL()
2: if (C.SL / C.BS > 0.75) then
3: return true
4: end if
5: return false

Nakonec uvád́ım pseudokód pro metody, které ověřuj́ı barvu COLOR sv́ıce C.

Pseudokód metody, která určuje, zdali je svı́ce černá

1: boolean isBlack()
2: if (C.COLOR == BLACK) then
3: return true
4: end if
5: return false

Pseudokód metody, která určuje, zdali je svı́ce bı́lá

1: boolean isWhite()
2: if (C.COLOR == WHITE) then
3: return true
4: end if
5: return false

T́ım jsem tedy popsal fundamentálńı metody, které jsou dále použity mimo jiné k detekci
vzor̊u A a B v datové sadě. Pseudokódy pro vyhledáńı těchto vzor̊u za použit́ı výše zmı́něných
metod jsou uvedeny následovně. Je zřejmé, že vycháźım z předpoklad̊u uvedených v sekci 4.2.4.

Pseudokód pro detekci vzoru A pomocı́ rule-based

1: if C1.isBlack() and C1.isRBSTypeXL() and C1.isSLTypeS() then
2: if C2.isBlack() and C2.isRBSTypeXL() and C2.OPEN < C1.OPEN and C2.isSLTypeS() then
3: if C3.isBlack() and C3.isRBSTypeXL() and C3.OPEN < C2.OPEN and C3.isSLTypeS() then
4: A found
5: end if
6: end if
7: end if

Pseudokód pro detekci vzoru B pomocı́ rule-based

1: if C1.isWhite() and C1.isRBSTypeXL() and C1.isSLTypeS() then
2: if C2.isWhite() and C2.isRBSTypeXL() and C2.OPEN > C1.OPEN and C2.isSLTypeS() then
3: if C3.isWhite() and C3.isRBSTypeXL() and C3.OPEN > C2.OPEN and C3.isSLTypeS() then
4: B found
5: end if
6: end if
7: end if

4.3.3 Fuzzy metoda

Fuzzy metoda se od rule-based metody lǐśı pouze v definici délky reálných těl sv́ıćı a délky st́ınu.
Pro délku reálného těla sv́ıce jsem vycházel opět ze stejných tř́ıd a numerických hodnot jako
při metodě rule-based, stejně tak pro délku st́ınu sv́ıce. S t́ım rozd́ılem, že jsem pochopitelně
zavedl fuzzy množiny a to následovně.

Pro délku reálného těla sv́ıce jsem navrhnul fuzzy množiny:

µXS(x) =


1 pro x ≤ a,
b−x
b−a pro a < x < b

0 pro x ≥ b,
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µS(x) =


1 pro x = b,
x−a
b−a pro b > x > a,
c−x
c−b pro c > x > b,

0 pro a ≥ x ≥ c,

µM(x) =


1 pro x = c,
x−b
c−b pro c > x > b,
d−x
d−c pro d > x > c,

0 pro b ≥ x ≥ d,

µL(x) =


1 pro x = d,
x−c
d−c pro d > x > c,
e−x
e−d pro e > x > d,

0 pro c ≥ x ≥ e,

µXL(x) =


1 pro x ≥ e,
x−d
e−d pro e > x > d

0 pro x ≤ d,

kde (a; b; c; d; e) = (0; 0, 1; 0, 65; 1, 35; 1, 55) a x = C.RBS
C.MA(RBS)

. RBS opět reprezentuje délku
reálného těla sv́ıce C a MA(RBS) klouzavý pr̊uměr délky reálného těla sv́ıce C. Zakresleńı těchto
členských funkćı je zobrazeno na obr. 4.3.

x

1

0

0,5

  
μ(x)

a b c d e

Obrázek 4.3: Členské funkce pro určeńı délky reálného těla sv́ıce

Pro délku st́ınu sv́ıce jsem navrhnul tyto fuzzy množiny:

µS(x) =


1 pro x ≤ a,
b−x
b−a pro a < x < b

0 pro x ≥ b,

µM(x) =


1 pro x = b,
x−a
b−a pro b > x > a,
c−x
c−b pro c > x > b,

0 pro a ≥ x ≥ c,
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µL(x) =


1 pro x ≥ c,
x−b
c−b pro c > x > b

0 pro x ≤ b,

kde (a; b; c) = (0, 3; 0, 6; 0, 9) a x = SL
BS

. Z těchto numerických hodnot jsem též vycházel při defi-
nici numerických hodnot velikosti st́ınu sv́ıce pro rule-based př́ıstup, kdy jsem uvažoval poloviny
interval̊u, tedy 0,3+0,6

2
= 0, 45 a 0,6+0,9

2
= 0, 75. Připomenu, že parametr BS reprezentuje délku

těla sv́ıce a SL délku st́ınu sv́ıce. Zakresleńı členských funkćı pro tyto množiny je zobrazeno na
obr. 4.4.

x

1

0

0,5

  
μ(x)

a b c0

Obrázek 4.4: Členské funkce pro určeńı délky st́ınu sv́ıce

Pro zařazeńı do velikostńıch tř́ıd využ́ıvám metodu assignSLFuzzyType pro velikost st́ınu a
dále assignRBSFuzzyType pro velikost reálného těla sv́ıce. Pro určováńı konkrétńıch tř́ıd jsem
volil fuzzy konjunkci definovanou v úvodu praktické části. S ohledem na rozsáhlost kódu, viz též
uvedený zápis fuzzy množin, zde neuvád́ım kompletńı kód metod. Jedná se de facto jen o přepis
matematického zápisu těchto množin do programovaćıho jazyka. Ke zhlédnut́ı je v přiložených
zdrojových kódech, avšak část kódu vysvětĺım v sekci, kde se věnuji programové implementaci.

V daľśı fázi již procháźım datovou sadu a vyhledávám vzory analogicky jako v př́ıpadě meto-
dy rule-based. Opět uvád́ım pseudokódy s dodatkem, že metoda isSLFuzzyS vraćı true, pokud
je délka st́ınu sv́ıce C ve tř́ıdě S. Metoda isRBSFuzzyXL vraćı true, pokud je délka reálného
těla sv́ıce C ve tř́ıdě XL. Detaily implementace opět zmı́ńım dále.

Pseudokód pro detekci vzoru A pomocı́ fuzzy

1: if C1.isBlack() and C1.isRBSFuzzyXL() and C1.isSLFuzzyS() then
2: if C2.isBlack() and C2.isRBSFuzzyXL() and C2.OPEN < C1.OPEN and C2.isSLFuzzyS() then
3: if C3.isBlack() and C3.isRBSFuzzyXL() and C3.OPEN < C2.OPEN and C3.isSLFuzzyS() then
4: A found
5: end if
6: end if
7: end if

Pseudokód pro detekci vzoru B pomocı́ fuzzy

1: if C1.isWhite() and C1.isRBSFuzzyXL() and C1.isSLFuzzyS then
2: if C2.isWhite() and C2.isRBSFuzzyXL() and C2.OPEN > C1.OPEN and C2.isSLFuzzyS() then
3: if C3.isWhite() and C3.isRBSFuzzyXL() and C3.OPEN > C2.OPEN and C3.isSLFuzzyS() then
4: B found
5: end if
6: end if
7: end if
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4.3.4 Modifikovaná klasifikačńı metoda

Necht’ jsem v trénovaćı datové sadě EURUSD nalezl N vzor̊u A (analogicky též pro vzor B)
pomoćı metody rule-based. Vyberu-li libovolný z nich, vztahy mezi d́ılč́ımi sv́ıcemi tohoto vzoru
lze zapsat dle tab. 4.1 o 4 řádćıch pro parametry Open, High, Low, Close a 3 sloupćıch pro počet
sv́ıćı ve vzoru. Dı́lč́ı prvky matice reprezentuj́ı rozd́ıly parametr̊u sv́ıćı.


C1 − C2 C2 − C3 C1 − C3

Open C1.O− C2.O C2.O− C3.O C1.O− C3.O
High C1.H− C2.H C2.H− C3.H C1.H− C3.H
Low C1.L− C2.L C2.L− C3.L C1.L− C3.L
Close C1.C− C2.C C2.C− C3.C C1.C− C3.C


Tabulka 4.1: Rozd́ılová matice pro nalezený vzor

Tento postup jsem provedl s každým nalezeným vzorem A, č́ımž jsem źıskal N matic s těmito
rozd́ıly. Následně jsem si z těchto N matic vytvořil 1 matici aritmetických pr̊uměr̊u, která
představuje ideálńı vzor. Znázorněno v tab. 4.2. Zkratka

”
avg“ znač́ı aritmetický pr̊uměr.


C1 − C2 C2 − C3 C1 − C3

Open avg(C1.O− C2.O) avg(C2.O− C3.O) avg(C1.O− C3.O)
High avg(C1.H− C2.H) avg(C2.H− C3.H) avg(C1.H− C3.H)
Low avg(C1.L− C2.L) avg(C2.L− C3.L) avg(C1.L− C3.L)
Close avg(C1.C− C2.C) avg(C2.C− C3.C) avg(C1.C− C3.C)


Tabulka 4.2: Rozd́ılová matice aritmetických pr̊uměr̊u pro nalezený vzor

Analogicky jsem provedl pro metodu fuzzy, čili jsem na trénovaćı datové sadě EURUSD
źıskal 2 matice aritmetických pr̊uměr̊u. V daľśım kroku jsem vždy po třech procházel sv́ıce
z testovaćı sady USDCHF a poč́ıtal pro ně matice z tab. 4.1. Tyto matice jsem porovnával
vždy s 1 matićı aritmetických pr̊uměr̊u z trénovaćı sady a to následovně:

Pokud hodnota p3 = x
y

byla větš́ı nebo rovna zvolené hodnotě d pro všech 12 prvk̊u mati-
ce, vyhodnotil jsem vzor jako korektńı. Parametr x představuje d́ılč́ı prvek matice z tab. 4.1,
parametr y představuje odpov́ıdaj́ıćı aritmetický pr̊uměr z tab. 4.2. Jako hodnota d byly zvo-
leny postupně hodnoty d = 0,9; 0,95; 1; 1,05; 1,1. Jedná se de facto o povolenou odchylku od
ideálńıho vzoru v rozmeźı 0, ± 5, ± 10 %.

Metodu, kdy byly použity matice aritmetických pr̊uměr̊u, které byly źıskány z dat nale-
zených metodou rule-based, označuji jako

”
RBC“. Analogicky zvoĺım

”
FLC“ pro metodu fuzzy.

Zde již pomalu přecháźım k výsledk̊um detekce vzor̊u. Počet nalezených vzor̊u v závislosti na
hodnotě d je možné vidět na obr. 4.5. Tyto údaje vycházej́ı z tab. 4.3.

d 0,90 0,90 0,95 0,95 1,00 1,00 1,05 1,05 1,10 1,10
metoda FLC RBC FLC RBC FLC RBC FLC RBC FLC RBC
vzor A 75 29 64 27 56 23 47 21 38 17
vzor B 89 20 71 16 66 13 55 10 47 7

Tabulka 4.3: Četnosti vzor̊u nalezených v testovaćı datově sadě metodami RBC a FLC

Je zřejmé, že pro rostoućı hodnotu d obecně klesá počet nalezených vzor̊u. Což je správně a
odpov́ıdá to realitě. Zvyšováńım hodnoty d totiž docháźı k navyšováńı minimálńı nutné hodnoty
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Obrázek 4.5: Počet vzor̊u nalezených v závislosti na parametru d

rozd́ıl̊u z tab. 4.1 pro to, aby byl vzor uznán jako korektńı. V praxi to znamená, že pro to, aby byl
vzor uznán korektńım za takovýchto vysokých hodnot parametru d, musely by být vertikálńı
vzdálenosti mezi parametry sv́ıćı větš́ı, což by bylo možné jen v př́ıpadě značných výkyv̊u
finančńı řady. Analogicky realitě odpov́ıdá i rostoućı počet nalezených vzor̊u pro snižuj́ıćı se
hodnotu d. Jedná se totiž o snižováńı minimálńı nutné hodnoty rozd́ıl̊u z tab. 4.1 pro to, aby
byl vzor uznán jako korektńı. Jsou tedy tolerovány i menš́ı vertikálńı vzdálenosti mezi d́ılč́ımi
parametry sv́ıćı.

4.4 Aplikace na datech

4.4.1 Implementace

Pro implementaci jsem si vybral jazyk Java, pro snadnou vizuálńı kontrolu a prohĺıžeńı dat jsem
využil knihovnu JFreeChart1, pro import dat a export nalezených vzor̊u jsem využil knihovnu
jCSV2. Nı́že uvád́ım seznam tř́ıd s jejich popisem. Kompletńı zdrojový kód s komentáři včetně
použitých dat je k dispozici na přiloženém CD jako i v elektronické verzi př́ıloh.

• CandleStick.java – implementuje d́ılč́ı sv́ıci včetně obou metod detekce (fuzzy i rule-based)

• CandleStickEntryParser.java – formátuje data pro čteńı ze souboru CSV

• CandleStickEntryConverter.java – formátuje data pro zápis do souboru CSV

• CandleSticksSelectionDemo.java – pro zvolený CSV soubor otev́ırá GUI, viz též obr. 3.3

• Main.java – obstarává detekčńı procesy, klasifikačńı metodu, nač́ıtáńı a ukládáńı dat

Než rozvedu daľśı sekci, je vhodné zmı́nit též relativně vysokou výpočetńı náročnost při
specifických užit́ıch knihovny JFreeChart. Pro potřeby této práce se jednalo sṕı̌se o minoritńı

1http://www.jfree.org/jfreechart/api.html
2https://code.google.com/p/jcsv/wiki/Welcome
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problém, nicméně při užit́ı větš́ıch datových sad je vhodné to brát v úvahu. Je možné, že by
problém byl vyřešen experimentováńım s nastaveńım konkrétńıch parametr̊u, viz též kĺıčová
slova: JFreeChart performance.

4.4.2 Popis a ukázky kódu

Zde uvedu vybrané ukázky kódu, jako i princip vybraných metod.

Tř́ıda Candlestick.java implementuje mimo ostatńı kód též dř́ıve odkazované metody
assignRBSFuzzyType, assignSLFuzzyType, isRBSFuzzyXL a isSLFuzzyS.

Každý objekt tř́ıdy Candlestick.java má dále deklarována 2 jednorozměrná pole typu
double[]. Jedná se o pole realBodySizeType a shadowType. Ta uchovávaj́ı data už́ıvaná při
klasifikaci metodou fuzzy, konkrétně uchovávaj́ı stupeň př́ıslušnosti µx k dané fuzzy množině.

index 0 1 2 3 4
velikostńı tř́ıda XS S M L XL

Tabulka 4.4: Pole realBodySizeType reprezentuj́ıćı velikostńı tř́ıdy reálného těla sv́ıce

index 0 1 2
velikostńı tř́ıda S M L

Tabulka 4.5: Pole shadowType reprezentuj́ıćı velikostńı tř́ıdy st́ınu

Nı́že uvád́ım část kódu metody assignRBSFuzzyType, ve které je vidět, jak je definována
velikostńı tř́ıda reálného těla sv́ıce XL. Numerické hodnoty jako i zápis vycházej́ı z fuzzy množin
popsaných v sekci 4.3.3.

public void assignRBSFuzzyType()
{

double x = this.realBodySize / this.realBodySizeMA;
double a = 0;
double b = 0.1;
double c = 0.65;
double d = 1.35;
double e = 1.55;

...
// XL
if (x >= e)
{

this.realBodySizeType[4] = 1;
}
if (e > x && x > d)
{

this.realBodySizeType[4] = (x-d)/(e-d);
}
if (x <= d)
{

this.realBodySizeType[4] = 0;
}
...

Parametr realBodySize představuje velikost reálného těla sv́ıce, parametr realBodySizeMA
představuje klouzavý pr̊uměr velikosti reálného těla sv́ıce.
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Analogicky funguje také metoda assignSLFuzzyType. Nı́že uvád́ım část jej́ıho kódu včetně
definice velikostńı tř́ıdy S.

public void assignSLFuzzyType()
{

double x = (this.upShadow + this.lowShadow) / this.bodySize;
double a = 0.3;
double b = 0.6;
double c = 0.9;

// S
if (x <= a)
{

this.shadowType[0] = 1;
}
if (a < x && x < b)
{

this.shadowType[0] = (b-x)/(b-a);
}
if (x >= b)
{

this.shadowType[0] = 0;
}
...

Každé sv́ıci poté přǐrad́ım v hlavńı tř́ıdě Main.java odpov́ıdaj́ıćı velikostńı tř́ıdy následovně.

Reader csvFile = new InputStreamReader...
CSVReader<CandleStick> reader = new CSVReaderBuilder...
List <CandleStick> trainSetList = new ArrayList<>();
trainSetList = reader.readAll();
...
for (int i = 0; i < trainSetList.size(); i++)
{

trainSetList.get(i).assignRBSFuzzyType();
trainSetList.get(i).assignSLFuzzyType();

}
...

Je zřejmé, že si načtu do trainSetList data z CSV souboru. Jak jsem uváděl dř́ıve v sekci
3.5.1, tato data reprezentuj́ı d́ılč́ı sv́ıce.

Nakonec se dostávám k metodě isRBSFuzzyXL, kde jednoduše porovnám dř́ıve přǐrazené
hodnoty µx v d́ılč́ıch prvćıch pole realBodySizeType a vyberu z nich tu největš́ı. Je zřejmé,
že též povoluji rovnost, čili v př́ıpadě rovnosti µx mezi množinami na stejném intervalu zjevně
dostávám 2 r̊uzné typy velikosti reálného těla sv́ıce.

public boolean isRBSFuzzyXL ()
{
if (this.realBodySizeType[4] >= this.realBodySizeType[1] &&

this.realBodySizeType[4] >= this.realBodySizeType[2] &&
this.realBodySizeType[4] >= this.realBodySizeType[3] &&
this.realBodySizeType[4] >= this.realBodySizeType[0])

{
return true;

}
else
{

return false;
}

}

Analogicky též pro metodu isSLFuzzyS, jak uvád́ım následovně.
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public boolean isSLFuzzyS ()
{

if (this.shadowType[0] >= this.shadowType[1] &&
this.shadowType[0] >= this.shadowType[2])

{
return true;

}
else
{

return false;
}

}

4.5 Výsledky detekce a srovnáńı metod

4.5.1 Statistický aparát

Ke srovnáńı metod využiji aparát
”
positive predictive value“ neboli PPV. Jedná se o prav-

děpodobnost, s jakou je určený vzor opravdu korektńım vzorem. Hodnota PPV je definována
jako

PPV =
TP

TP + FP
, (4.2)

kde TP je počet prvk̊u množiny
”
true positive“ neboli vzor̊u, které byly označeny jako korektńı

a jsou korektńı, FP je počet prvk̊u množiny
”
false positive“ neboli vzor̊u, které byly označeny

jako korektńı, avšak korektńı nejsou. Konkrétńı hodnoty TP a FP źıskám z testovaćıch dat.
A to na základě srovnáńı korektně určených dat a těch, která jsem nalezl metodami RBC a FLC.

K tomu však budu potřebovat korektńı vzory z testovaćı datové množiny páru USDCHF.
Jak jsem již zmiňoval, korektńı hodnoty de facto neexistuj́ı. Zvoĺım tedy jako testovaćı množinu
taková data, která budou nalezena klasickými metodami rule-based a fuzzy. Poté se pokuśım
porovnat, zdali je signifikantńı rozd́ıl mezi hodnotami PPV, pokud použiji RBC klasifikátor na
data, která byla jako korektńı určena fuzzy metodou a mezi hodnotami PPV, pokud použiji
klasifikátor FLC na data, která byla jako korektńı určena rule-based metodou.

Domńıvám se, že párový test použ́ıt nelze s ohledem na to, že d́ılč́ı výběry (respektive
identifikované vzory) nejsou vždy totožné. Předpokládám tedy nezávislé výběry. Využiji obou-
stranného dvouvýběrového Studentova t-testu, kdy předpokládám stejné rozptyly, což nejdř́ıve
ověř́ım Fisherovým F-testem. Pro konstrukci statistického aparátu vycháźım z [72].

Pro oboustranný F-test testuji nulovou hypotézu o rovnosti rozptyl̊u:

H0 : σ2
1 = σ2

2 (4.3)

naproti ńı existuje alternativńı hypotéza

H1 : σ2
1 6= σ2

2 (4.4)

a dále necht’

F =
s21
s22
, (4.5)

kde s21, s
2
2 představuj́ı výběrové rozptyly soubor̊u. Pokud bude platit, že

F < Fα/2 (ν1,ν2) ∨ F > F1−α/2 (ν1,ν2), (4.6)
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kde hladina spolehlivosti α = 0, 05 a dále ν1 = n1 − 1, ν2 = n2 − 1 představuj́ı stupně volnosti
pro počty prvk̊u soubor̊u, pak H0 zamı́tám. Uvedené výběrové rozptyly soubor̊u spočtu jako

s2 =

∑n
n=1(xi − x̄)2

n− 1
, (4.7)

kde n je počet prvk̊u xi souboru a dále x̄ je aritmetický pr̊uměr tohoto souboru.

Za předpokladu, že H0 nezamı́tám, přecháźım k oboustrannému t-testu a formuluji hypotézu
o ekvivalentńı efektivitě PPV pro zmı́něné dva př́ıstupy.

H0 : µ1 = µ2, (4.8)

naproti tomu
H1 : µ1 6= µ2. (4.9)

Testovaćı t-statistiku voĺım následovně:

t =
x̄1 − x̄2√
n1s21 + n2s22

·

√
n1n2(n1 + n2 − 2)

n1 + n2

, (4.10)

kde d́ılč́ı parametry odpov́ıdaj́ı dř́ıve uvedeným hodnotám. Pokud následně plat́ı

t /∈ (−t1−α
2
(n1+n2−2); t1−α2 (n1+n2−2)), (4.11)

kde opět α = 0, 05, pak H0 zamı́tám. Na konec statistického aparátu uvedu, že d́ılč́ı detailńı
výpočty a hodnoty, které budou následovat, uvád́ım v př́ıloze D pro možnost kontroly.

4.5.2 Data nalezená v trénovaćı množině

V trénovaćı datové sadě EURUSD jsem navrženými metodami fuzzy a rule-based nalezl vzory,
jejichž četnosti jsou zaznamenány v následuj́ıćı tabulce 4.6.

vzor metoda fuzzy metoda rule-based
A 216 89
B 247 78

Tabulka 4.6: Četnosti vzor̊u nalezených v trénovaćı datově sadě

Na základě těchto nalezených vzor̊u jsem vytvořil matice reprezentuj́ıćı pr̊uměrný vzor dle
zápisu v tabulce 4.2. Tyto matice též uvád́ım v př́ıloze. Dále jsem vyhledával vzory již na
množině testovaćı.

4.5.3 Určováńı korektńıch vzor̊u

Implementaci automatického srovnáváńı korektńıch vzor̊u pro d́ılč́ı porovnáváńı se mi bohužel
nepodařilo sestavit, nicméně byl jsem schopen manuálně proj́ıt nalezená data a určit pr̊unik
množiny vzor̊u, které byly zvolené jako korektńı, s těmi, které byly nalezeny.

Jedná se o použit́ı programů awk a grep na ćılové CSV soubory, do kterých ukládám nale-
zená data z programu, který je psán v Javě. Tato výstupńı data maj́ı následuj́ıćı tvar, který je
lehce odlǐsný od dř́ıve uváděného.
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2011.11.11 14:00;1.37527;1.37716;1.37526;1.37672;1787

Je tedy možné si vypsat jednoznačně identifikuj́ıćı hodnoty do separátńıch soubor̊u, jak uvád́ım
ńıže. Zde se jedná o jednoznačně identifikuj́ıćı časovou hodnotu ’2011.11.11 14:00’.

awk -F";" ’{print $1}’ nalezene_vzory.csv > file1

awk -F";" ’{print $1}’ soubor_korektni-ch_vzoru.csv > file2

A tyto soubory je poté již možné porovnávat.
grep -Fx -f file1 file2 | wc -l

T́ımto zp̊usobem lze źıskat minimálně počet prvk̊u v pr̊uniku množin.

4.5.4 Korektńı data nalezená metodou rule-based

V testovaćı sadě dat USDCHF jsem pomoćı metody rule-based nalezl vzory, jejichž četnosti
jsou zaznamenány v tab. 4.7. Tyto vzory jsou uvažovány pro daľśı srovnáváńı jako korektńı.

vzor metoda rule-based
A 98
B 87

Tabulka 4.7: Četnosti korektńıch vzor̊u v testovaćı datově sadě

Dále jsem v testovaćı sadě pro tyto korektńı vzory hledal odpov́ıdaj́ıćı vzory na základě
klasifikačńı metody RBC a FLC. Četnosti nalezených korektńıch vzor̊u, značeno

”
vzor X OK“,

uvád́ım v tab. 4.8 společně se zvolenou hodnotou d.

d 0,90 0,90 0,95 0,95 1,00 1,00 1,05 1,05 1,10 1,10
metoda FLC RBC FLC RBC FLC RBC FLC RBC FLC RBC
vzor A 75 29 64 27 56 23 47 21 38 17
vzor A OK 36 17 32 16 30 14 29 13 25 11
vzor B 89 20 71 16 66 13 55 10 47 7
vzor B OK 31 10 25 9 23 7 19 7 17 6

Tabulka 4.8: Četnosti vzor̊u a korektńıch vzor̊u v testovaćı datově sadě

Nyńı využiji dř́ıve uvedeného statistického aparátu a stanov́ım hypotézu

H0 : µPPVFLC = µPPVRBC ,

jinými slovy, že na zvolené testovaćı datové sadě nalezené metodou rule-based dosahuje stejné
efektivity PPV jak metoda RBC, tak metoda FLC. Jako demonstraci pro pochopeńı výpočtu
uvád́ım výpočet sumy d́ılč́ıch hodnot PPV z tab. 4.8 pro metodu FLC a to následovně dle dř́ıve
uvedeného vzorce:

PPVFLC =
36

75
+

31

89
+ ...+

25

38
+

17

47
, (4.12)

analogicky pro metodu RBC.

Prvńım krokem je test shodnosti výběrových rozptyl̊u pomoćı F-testu.

F =
s2PPVFLC
s2PPVRBC

=
0, 01451

0, 0997
= 1, 455. (4.13)
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Dále tedy

F < Fα/2 (ν1,ν2) ∨ F > F1−α/2 (ν1,ν2), (4.14)

1, 455 < F0,025 (9,9) ∨ 1, 455 > F0,975 (9,9), (4.15)

1, 455 < 0, 25 ∨ 1, 455 > 4, 03, (4.16)

což zjevně neplat́ı. Hypotézu H0 o rovnosti rozptyl̊u tedy neńı možné zamı́tnout. Dá se před-
pokládat, že uvedené rozptyly jsou shodné.

Dále vyjdu z uváděného testovaćı kritéria t,

t =
x̄1 − x̄2√

n1s2PPVFLC + n2s2PPVFLC

·

√
n1n2(n1 + n2 − 2)

n1 + n2

, (4.17)

kde x̄1 a x̄2 udávaj́ı pr̊uměrné hodnoty PPVRBC , respektive PPVFLC . Hodnoty n1, n2

udávaj́ı velikost souboru, v našem př́ıpadě n1 = n2 = 10.

Po dosazeńı konkrétńıch hodnot vycháźı

t =
0, 455− 0, 611√

10 · 0, 0145 + 10 · 0, 009
·
√

10 · 10(10 + 10− 2)

10 + 10
, (4.18)

t = −3, 05. (4.19)

S ohledem na symetrii t-rozděleńı je možné uvažovat t = 3, 05. Dále pokračuji v dosazováńı do
intervalu Studentova t-rozděleńı

(−t1−α
2
(n1+n2−2); t1−α2 (n1+n2−2)), (4.20)

(−t0,975(18); t0,975(18)), (4.21)

(−2, 101; 2, 101) (4.22)

a zjevně tedy

t /∈ (−2, 101; 2, 101). (4.23)

Na hladině α = 0, 05 mohu zamı́tnout hypotézu H0 o rovnosti µPPVFLC = µPPVRBC .
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4.5.5 Korektńı data nalezená metodou fuzzy

V testovaćı sadě dat USDCHF jsem pomoćı metody fuzzy nalezl vzory, jejichž četnosti jsou
zaznamenány v tab. 4.9. Tyto vzory jsou uvažovány pro daľśı srovnáváńı jako korektńı.

vzor metoda fuzzy
A 265
B 252

Tabulka 4.9: Četnosti korektńıch vzor̊u v testovaćı datově sadě

Dále jsem v testovaćı sadě pro tyto korektńı vzory hledal odpov́ıdaj́ıćı vzory na základě
klasifikačńı metody RBC a FLC jako v předchoźı sekci. Četnosti nalezených vzor̊u uvád́ım
v tab. 4.10 společně se zvolenou hodnotou d a korektně určenými vzory, opět značeno

”
vzor X

OK“.

t 0,90 0,90 0,95 0,95 1,00 1,00 1,05 1,05 1,10 1,10
metoda FLC RBC FLC RBC FLC RBC FLC RBC FLC RBC
vzor A 75 29 64 27 56 23 47 21 38 17
vzor A OK 36 17 31 16 30 14 28 13 24 11
vzor B 89 20 71 16 66 13 55 10 47 7
vzor B OK 34 10 28 9 26 7 22 7 20 6

Tabulka 4.10: Četnosti vzor̊u a korektńıch vzor̊u v testovaćı datově sadě

Při pohledu na tabulku 4.10jsem se domńıval, že jsem při výpočtech nebo v kódu někde
udělal chybu. Tabulka z předchoźı sekce, kde jsem uvažoval jako korektńı vzory ty, které by-
ly nalezeny rule-based metodou, se totiž v podstatě v̊ubec až na malé odchylky nezměnila.
Je zřejmé, že s uvedenými numerickými hodnotami nemá smysl provádět stejnou statistickou
analýzu, nebot’ by evidentně dosahovala totožných výsledk̊u.

4.5.6 Shrnut́ı

Po opakované kontrole, že se nestala chyba, jsem přǐsel na d̊uvod, proč se tak stalo. Spatřuji jej
ve zobecněńı ze sekce 3.5.1, kdy jsem uvažoval běžně udávaný korelačńı koeficient c→ −1 mezi
páry. Objasńı to též pouhé rozd́ıly počt̊u nalezených vzor̊u, které uvád́ım znovu pro přehlednost
v následuj́ıćıch tabulkách 4.11 a 4.12.

vzor fuzzy rule-based
A 216 89
B 247 78

Tabulka 4.11: Četnosti nalezených vzor̊u v datově sadě EURUSD

vzor fuzzy rule-based
A 265 98
B 252 87

Tabulka 4.12: Četnosti nalezených vzor̊u v datově sadě USDCHF

Je zřejmé, že pro mnou navržené modely je na měnovém páru USDCHF nacházeno obecně
větš́ı množstv́ı vzor̊u než v př́ıpadě páru EURUSD. Pár je tedy vertikálně

”
posunutý“, č́ımž
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znemožňuje dosahováńı významně odlǐsných výsledk̊u v př́ıpadě, kdy uvažuji modifikovanou
klasifikačńı metodu aritmetických pr̊uměr̊u ve srovnáńı s metodami klasickými (rule-based a
fuzzy) jako korektńımi vzory. Modifikovaná klasifikačńı metoda je totiž

”
naučená“ na pár EU-

RUSD. Je tedy svým zp̊usobem možné mluvit o přeučeńı.

Je nicméně zřejmé, že metoda RBC dosahuje obecně lepš́ıch výsledk̊u, nebot’ jak je patrné
z výpočt̊u v př́ıloze, medián hodnoty PPV pro metodu FLC je 42 %, medián hodnoty PPV pro
metodu RBC je 60 %, avšak při téměř 3, 5× menš́ım počtu obecně nalezených vzor̊u metodou
RBC – tedy jak korektńıch tak nekorektńıch.

Na základě výše uvedených skutečnost́ı je tedy možné vynést minimálně ten závěr, že mnou
navržená modifikovaná klasifikačńı metoda RBC je v daném kontextu obecně lepš́ı než metoda
FLC a je s relativně dobrou přesnost́ı použitelná i přes nedostatek zmı́něného korelačńıho
koeficientu.



5. Závěr

5.1 Zhodnoceńı ćıl̊u

V této bakalářské práci byl proveden teoeretický popis, návrh a implementace metod za účelem
vyhledáváńı vzor̊u v neurčitých, špatně predikovatelných časových řadách. Tyto řady byly re-
prezentovány finančńımi časovými řadami z trhu Forex.

Metody byly navrženy postupy rule-based, fuzzy a modifikovanou klasifikačńı metodou,
která vycháźı z podobnost́ı s ohledem na ideálńı vzor. Dle očekáváńı se návrh a implementace
metod setkaly s úspěchem a definované vzory je uvedenými metodami možné jak úspěšně na-
cházet, tak poté zobrazovat a procházet, což se dá považovat za hlavńı př́ınos této práce.

Ačkoliv programová implementace je považována sṕı̌se za nástroj než samotný ćıl práce, je
možné z ńı dále vycházet. Jak již bylo uvedeno, problémem při zobrazováńı větš́ıho množstv́ı
dat může být výpočetńı náročnost zapřičiněná užit́ım knihovny JFreeChart.

V závěrečném srovnáńı metod je zřejmé, že se ukázal jako chybný výchoźı přepoklad kore-
lace měnových pár̊u. Uvedený postup na druhou stranu přinesl zaj́ımavý poznatek, že navržený
klasifikátor RBC je i přesto možné použ́ıt s akceptovatelnými výsledky.

Také se ukazuje, že pro striktně definované vzory, které maj́ı nejbĺıže teorii, poskytuje
nejpřesněǰśı výsledky klasifikátor založený na metodě rule-based. Pokud by byl uvažován př́ıstup
s ohledem na praktičtěǰśı použit́ı, zřejmě by se ukázal vhodněǰśı volbou fuzzy př́ıstup, nebot’

obchodńıky v praxi nezaj́ımá ani tak exaktńı podoba s teoretickým vzorem, jako sṕı̌se obecný
vzestup či pokles kursu.

I přes překvapivý výsledek při srovnáváńı metod je s ohledem na dosažené výsledky možné
ř́ıct, že tato bakalářská práce byla dokončena dle očekáváńı a jej́ı ćıle byly splněny.

34
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5.2 Návrh rozš́ı̌reńı a zlepšeńı

Jedńım z krok̊u, jak se dá práce zlepšit za současného stavu, je uvažovat pouze jeden měnový
pár. Problémem však bude menš́ı množstv́ı nalezených vzor̊u, dle toho bude nutné upravit mo-
delace vzor̊u a sv́ıćı.

Dále je vhodné už́ıt v́ıce metrik než je uvedená klasifikačńı metrika založená na odchylce
od aritmetického pr̊uměru vzor̊u, která se neukazuje zcela ideálńı. Je možné zavést např́ıklad
vážené pr̊uměry, euklidovské vzdálenost́ı a jiné. Je také možné zavést v́ıce vzor̊u než jen de-
monstračńı. Pak ovšem je nutný jejich návrh.

Poněkud odlǐsné výsledky by též poskytovalo užit́ı jiného druhu klouzavého pr̊uměru, na-
př́ıklad exponenciálńıho. Ten totiž zohledňuje daleko v́ıce členy těsně předcházej́ıćı členu, pro
který je klouzavý pr̊uměr určován. Oproti němu klasický klouzavý pr̊uměr uvažuje celistvý in-
terval.

V souvislosti s t́ım by bylo vhodné zpracovat implementaci automatického srovnáváńı ko-
rektńıch vzor̊u, jelikož s rostoućım počtem jak klasifikátor̊u, tak záznamů neńı metoda zpra-
cováńı dat exterńımi skripty a př́ıkazy optimálńı.

Bylo by též vhodné otestovat i jiná podkladová data než ta z trhu Forex či finančńıho
prostřed́ı obecně. Pokud by existovala oblast s exaktně definovanými vzory jako i takovými
časovými řadami, kde by vzory měly přesněǰśı podobu, srovnáńı metod by mělo daleko větš́ı
praktický př́ınos.
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ce - Rozpoznáváńı vzor̊u v dynamických datech. BEN - technická literatura, 2014. ISBN:
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[25] Xi, Xiaopeng – Keogh, Eamonns – Shelton, Christian – Wei, Li – Ratanamaha-
tana, Chotirat Ann. Fast Time Series Classification using Numerosity Reduction. In:
Proceedings of the Twenty-Third International Conference on Machine Learning. 2006.
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10.1109/TKDE.2006.80.

[47] Lilly, John H. Fuzzy Control and Identification. John Wiley & Sons, Hoboken, NJ, USA,
2010. ISBN: 978-0-470-54277-4.
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Seznam použité literatury 40
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01]. Dostupné z: http://en.wikipedia.org/wiki/Climatic_Research_Unit_email_

controversy

http://www.markets.com/cz/education/technical-analysis/what-is-technical-analysis.html
http://www.markets.com/cz/education/technical-analysis/what-is-technical-analysis.html
 http://www.prenhall.com/divisions/bp/app/russellcd/PROTECT/CHAPTERS/CHAP10/HEAD03.HTM
 http://www.prenhall.com/divisions/bp/app/russellcd/PROTECT/CHAPTERS/CHAP10/HEAD03.HTM
http://www.fio.cz/spolecnost-fio/slovnik/klouzavy-prumer-moving-average
http://www.fio.cz/spolecnost-fio/slovnik/klouzavy-prumer-moving-average
http://www.akcie.cz/kurzy-svet/indexy-svet/sp500
http://www.ipcc.ch/ipccreports/tar/wg1/311.htm
http://www.nature.com/nature/journal/v441/n7097/full/4411032a.html
http://www.nature.com/nature/journal/v462/n7273/full/462545a.html
http://www.nature.com/nature/journal/v462/n7273/full/462545a.html
http://en.wikipedia.org/wiki/Hockey_stick_controversy
http://en.wikipedia.org/wiki/Hockey_stick_controversy
http://en.wikipedia.org/wiki/Climatic_Research_Unit_email_controversy
http://en.wikipedia.org/wiki/Climatic_Research_Unit_email_controversy
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B. Obrázky ve větš́ım rozlǐseńı

Zde jsou uvedeny vybrané obrázky ve větš́ım rozlǐseńı.
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lń
ı

ro
zd

ěl
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é

sv́
ıc

ov
ý
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C. Matice pr̊uměrných vzor̊u

Matice prumeru prvku pro vzor A metodou rule-based:
0.00314 0.00338 0.00652
0.00315 0.00328 0.00643
0.00340 0.00354 0.00694
0.00340 0.00336 0.00676

Matice prumeru prvku pro vzor A metodou fuzzy:
0.00219 0.00250 0.00469
0.00218 0.00249 0.00468
0.00253 0.00284 0.00537
0.00249 0.00268 0.00518

Matice prumeru prvku pro vzor B metodou rule-based:
-0.00299 -0.00352 -0.00651
-0.00367 -0.00371 -0.00738
-0.00285 -0.00358 -0.00643
-0.00352 -0.00371 -0.00722

Matice prumeru prvku pro vzor B metodou fuzzy:
-0.00200 -0.00235 -0.00435
-0.00244 -0.00276 -0.00520
-0.00192 -0.00235 -0.00427
-0.00233 -0.00275 -0.00508
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D. Vybrané d́ılč́ı výpočty a hodnoty

Následuj́ıćı část výpočt̊u se vztahuje zvláště ke kapitole 4.5.4.
Výpočty jsou též uvedeny v elektronické př́ıloze.

V tabulce D.1 uvád́ım opět hodnoty pro metodu FLC s konkrétńımi výpočty. Hodnota X zde
představuje PPVFLC , OK představuje počet vzor̊u, které byly vyhodnoceny jako korektńı.

i FLC OK Xi (Xi − x̄)2

1 75 36 36/75 0,0006416134
2 64 32 32/64 0,002054817
3 56 30 30/56 0,0065681908
4 47 29 29/47 0,0263579661
5 38 25 25/38 0,0413003301
6 89 31 31/89 0,0113114506
7 71 25 25/71 0,0105179863
8 66 23 23/66 0,0112752674
9 55 19 19/55 0,0119279959
10 47 17 17/47 0,0086430086∑

FLC = 608
∑

OK = 267
∑
Xi = 4,5467

∑
(X − x̄)2 = 0,1306

x̄ = 0,4547 Med(X) = 42,085 %

Tabulka D.1: Přepsáno z kapitoly 4.5.4 Korektńı data nalezená metodou rule-based

Výběrový rozptyl

s2PPVFLC =

∑
(X − x̄)2

10− 1
=

0, 1306

9
= 0, 01451.

V tabulce D.2 uvád́ım znovu hodnoty pro metodu RBC s konkrétńımi výpočty. Hodnota Y zde
představuje PPVRBC , OK představuje počet vzor̊u, které byly vyhodnoceny jako korektńı.

i RBC OK Yi (Yi − ȳ)2

1 29 17 17/29 0,5862068966
2 27 16 16/27 0,5925925926
3 23 14 14/23 0,6086956522
4 21 13 13/21 0,619047619
5 17 11 11/17 0,6470588235
6 20 10 10/20 0,5
7 16 9 9/16 0,5625
8 13 7 7/13 0,5384615385
9 10 7 7/10 0,7
10 7 6 6/7 0,8571428571∑

RBC = 183
∑

OK = 110
∑
Yi = 6,2117

∑
(Y − ȳ)2 = 0,0897

ȳ = 0,6212 Med(Y) = 60,064 %

Tabulka D.2: Přepsáno z kapitoly 4.5.4 Korektńı data nalezená metodou rule-based

Výběrový rozptyl

s2PPVRBC =

∑
(Y − ȳ)2

10− 1
=

0, 0897

9
= 0, 00997.
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E. Obsah přiloženého CD

• fx_bakala – NetBeans projekt včetně knihoven, zdrojových a nalezených dat

• vypocty.ods – statistické výpočty

• prace.pdf – text této práce

50


	Slovník použitých výrazů
	Seznam použitých zkratek
	Úvod
	Současný stav
	Teoretická část
	Prostředky pro zpracování dat
	Vytěžování dat
	Strojové učení
	Rozpoznávání vzorů

	Časové řady
	Reprezentace časové řady

	Klasifikace
	Dělení dle supervize
	Dělení dle klasifikačního modelu
	Rule-based klasifikace
	Rozhodovací stromy
	Soft computing

	Metody rozpoznávání vzorů v časových řadách
	Nejbližší soused
	Umělé neuronové sítě
	Rozhodovací stromy
	Clustering
	Fuzzy logika

	Popis zvolených dat a jejich významu
	Struktura grafu a dat
	Svícový graf
	Trend
	Klouzavý průměr


	Aplikace zvolených metod
	Volba vhodných metod pro detekci vzorů
	Rule-based metoda
	Fuzzy množiny
	Modifikovaná klasifikační metoda

	Modelace svící a vzorů
	Úvodní slovo k modelaci
	Volba vzorů
	Parametry modelu dílčí svíce
	Parametry modelu svícových vzorů

	Modelace svící a vzorů navrženými metodami
	Určení základních parametrů svící
	Rule-based metoda
	Fuzzy metoda
	Modifikovaná klasifikační metoda

	Aplikace na datech
	Implementace
	Popis a ukázky kódu

	Výsledky detekce a srovnání metod
	Statistický aparát
	Data nalezená v trénovací množině
	Určování korektních vzorů
	Korektní data nalezená metodou rule-based
	Korektní data nalezená metodou fuzzy
	Shrnutí


	Závěr
	Zhodnocení cílů
	Návrh rozšíření a zlepšení

	Seznam použité literatury
	Seznam obrázků
	Obrázky ve větším rozlišení
	Matice průměrných vzorů
	Vybrané dílčí výpočty a hodnoty
	Obsah přiloženého CD



