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Abstract

Translation of Czech abstract into English. Development of good predictive regression models
and classifiers is computationally very expensive. This thesis aims to present changes made
to FAKE GAME software in order to enable distributive computation of models it generates.
I propose two designs and implementations of necessary adjustments to the software; the first
one changes the current process of model development to support multi-threading, the later
is integration with Storm framework and distributive file system HDFS to support parallel
execution across cluster systems.

Experiments performed on both real and artificial datasets confirm considerable speedup
of development process for most real models as well as scalability of application on clusters.

Abstrakt

Tvorba kvalitnich klasifika¢nich a regresnich modelt je vypocCetné velmi naro¢na operace.
Moje prace pojednava o vyuziti distribuovaného poéitani pro zrychleni tvorby modelt gene-
rovanych aplikaci FAKE GAME. Predstavuje dva navrhy a zpisoby implementace paraleli-
zace vypocti pro urychleni tvorby modeld a jejich integraci s aplikaci FAKE GAME. Prvni
predélava soucasny zpiisob tvorby modelu do vicevlaknové podoby, druhy zplisob umoz-
nuje nasazeni na distribuovaném systému s pouzitim frameworku Storm a distribuovaného
filesystému HDF'S.

Experimenty provedé na realnych i umélych datech potvrzuji zrychleni vypocti pro vét-
ginu realnych modelt a 8kilovatelnost aplikace pro distribuované systémy.
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Kapitola 1

Uvod

Vypocet kvalitnich klasifikdtorti a regresnich modeld je ¢asové velmi naro¢ny. Open source
aplikace FAKE GAME, kterou vyviji skupina CIG na fakulté informa¢nich technologii CVUT,
poskytuje uzivateli moznost vyvijet modely bez vysoké odborné znalosti problematiky da-
taminingu i bez hlubgich znalosti struktury modelovanych dat. Paralelizaci aplikace FAKE
GAME jsem se vénoval i ve své bakalarfské préaci. Ta vSak progla v roce 2010 celkovym
redesignem a vyvoj modelii, které generuje, probfha v souc¢asné dobé sekven¢né.

Mym prvnim cilem je urychlit tento proces pomoci paralelizace vypo¢tu modeld v exis-
tujici aplikaci pro systémy se sdilenou paméti. Vedouci projektu zaroven planuji vytvofit
aplikaci, ktera pres webové rozhrani nabidne uzivateltim moznost real-time zpracovani mo-
deli. Mym druhym cilem je tudiz navrhnout novy modul, fungujici jako distribuovany server
pro pocitani modeld z velkych objemt dat.

Pro uplnost textu zde znovu uvedu nékteré informace ze své bakalarské prace.

Na zadatku préce predstavim aplikaci FAKE GAME a pro ni specificky zpiisob vypo&tu
modeld.

Druhou kapitolu budu vénovat popisu problematiky dobyvéani znalosti (data miningu),
vysvétleni procesu a pfiblizeni nékterych metod pfi ném pouZivanych.

Algoritmy modelovani induktivnich modeld jsou vypocetn& velmi narocné. Proces para-
lelizace je proto, vedle optimalizace pouzivanych algoritmi, dal§i mozZznosti zrychleni vypoétu
a tim i zfskani modelu. Nésledujici kapitolu budu tedy vénovat nastinu problematiky para-
lelniho programovani.

Poté se zaméfim na rozbor moznosti paralelizace vypocétu modelt generovanych pomoci
aplikace FAKE GAME, popisi zptsob implementace zvolenych moznosti a predstavim pro-
vedené experimenty a jejich vysledky.

V zavéru zhodnotim zvolena FeSeni a postupy.
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Kapitola 2

Aplikace FAKE GAME

2.1 Predstaveni FAKE GAME

Projekt FAKE GAME je vyvijen vyzkumnou skupinou CIG (Computational Intelligence
Group) na fakulté informadnich technologii CVUT. Cilem projektu je vyvoj softwaru pro
zautomatizovani procesu extrakce informaci z dat. V poslednich letech prosla aplikace celou
fadou zmén, pficemz jednou z nejvyznamnéjsich je celkova zména konstrukce modeli.

Puvodni FAKE GAME vychéazi z algoritmu Multilayered Iterative Algorithm (MIA) [14].
Model systému zde byl reprezentovan formou sité. Konstrukce modelu sloZitého systému
probihala vrstvu po vrstvé béhem procesu uceni, piicemz uéenf - iprava parametri prenosové
sité - probihalo za pouziti dat popisujicich modelovany systém. Dnesni FAKE GAME vyuziva
generovani metalearningovych Sablon a ensemble modelt k ziskani finadlnitho modelu.

2.2 Metauceni a Sablony

Metalearning (metauceni) je oblast strojového uceni, kdy jsou uéici algoritmy aplikovany na
vysledky z experimentd. Jedné se tak vlastné o uceni se o uceni, kdy se uéic{ systém pomoci
metalearningovych algoritmi snazi odhadnout nejvhodné&jsi algoritmy pro modelovani urci-
tého typu dat. Podobné jako samotné trénovani modelu probahi i metaucéeni ve dvou fazich
[17]:

e Faze ziskdvani znalosti (trénovaci faze):
Probihé jako ziskavani potifebnych informaci ze vstupnich datovych souborii (metaa-
tributii a charakteristik). Vysledkem jsou metaznalosti o vstupnim souboru a vhodny
klasifikitor nebo mnoziny klasifikatorti (uc¢ici strategie) pro tento soubor.

e Faze doporucovaci (testovaci faze):
V té jsou metainformace ziskané v trénovaci fazi pouzity ke konfiguraci a doporudeni
optimalni u¢ici strategie. Metaatributy ziskané z aktuélniho datového setu jsou porov-
navany s metaatributy ziskanymi v pfedchozi fazi a na zakladé jejich podobnosti dojde
k vybéru a doporuceni optimalni strategie.
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Metalearningova Sablona je mnozinou metalearningovych algoritmi, modelovacich ¢i kla-
sifika¢nich algoritmi a jejich parametri v hierarchické struktuie. Modely a klasifikitory nize
v hierarchii jsou vice specializované na konkrétni podmnoziny instanci dat nebo atributd.
Timto zpusobem je tak vstupni problém dekomponovan na mensi podproblémy a vysledné
feSeni (model) se sklada z FeSeni téchto subproblému. Nejlépe si lze 8ablony predstavit jako
strom, kde listy tvofi zédkladni algoritmy a uzly pfedstavuji ensemble algoritmy.

Bagging

|
v v v v

DT Boosting 5NN DT

(sm=5) (sm=10)
2NN Stacking
(SVM)

NN DT
(sm=2)

Obrazek 2.1: Obrdzek ukazuje Sablonu, pri jejimz pouZiti je na cely vstupni da-
taset aplikovdn algoritmus Bagging 3.6.2.1, ktery vygeneruje 4 podmnoZiny dat pro
cleny ensemblu. Druhd podmnoZina je pak pouZitd pro trénovdni KNN klasifikd-
toru 8.6.1.2 pomoci Boostingu, ktery zaruci, Ze vzorky, na kterych vykazoval KNN
vysokou chybovost, budou s vetsi pravdepodobnosti pouZity v trénovacim datasetu
Stackingu neuronové sité a rozhodovaciho stromu.

Sablony mohou byt vytvofeny rucné za pouziti expertnich znalosti, cilem aplikace FAKE
GAME je ale cely proces uceni automatizovat [6]. FAKE GAME tak nabizi moznost automa-
tické tvorby 8ablony pomoci genetického programovéani a zarucuje optimalitu pro konkrétn{
data set. Paralelizace procesu tvorby Sablon je mimo rozsah této préce, zde se vénuji pouze
paralelizaci procesu uceni.



Kapitola 3

Proces dobyvani znalosti - data
mining

3.1 Predstaveni problému

SProces dobyjvani znalosti je proces netrividlni extrakce implicitnich, diive nezndmich a po-
tencidlné uzitecnych informact z dat [21].¢

Data mining je proces analyzovan{ dat z rtznych perspektiv a jejich shrnut{ do pro nés
prospésné, prakticky vyuzitelné informace, ktera prinese uzitek v podobé trefnych prognoz
a pouzitelnych zavéra a klasifikaci. Dnes mé velmi Siroky rozsah vyuziti - at jiz ve védeckém
vyzkumu pii analyze genetické informace, p¥i tvorbé modeld pro pfedpovédi pocasi, v medi-
ciné p¥i hledani faktord ovliviiujici vyskyt chorob, v primyslovém vyuziti pro vyhledavace,
planovaci systémy a finanéni modeling, a v rdmci marketingu pii odhadu chovani zdkaznikt
¢i u fizeni lidskych zdroji pfi hledan{ vlastnosti uspésnych zaméstnanci.

N

e Popis dat
Vizualizace

Sumarizace

e Hledani ,nugeti”
Dominantni struktury, asocia¢ni pravidla

Segmentace, shlukova analyza, popis rozdéleni dat

e Predikce
Klasifikace (predikce kategoridlni proménné)
Regrese (predikce spojité proménné)

Casové fady (predikce zavislé na case)
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3.2 Historie

Poprvé se aktivity, které dnes oznafujeme jako data mining, zaéinaji objevovat v 60. letech
minulého stoleti. Slo napifklad o vyuzivani techniky regresni analyzy s automatickym vy-
bérem proménnych ¢ rozhodovacimi stromy, vétSinou se vSak jednalo o ojedinélé ¢ spiSe
akademické zalezitosti.

S rozvojem statistickych metod a umélé inteligence, masivnim pouzivanim databizovych
aplikaci a samoziejmé i technologickym rozvojem pocitaéi zaznamenévaji data miningové
postupy prvni praktické pouziti v pribéhu sedmdesatych a osmdesatych let. Slovni spojeni
data mining tehdy ovSem stale mélo spiSe hanlivy pridech: oznacovalo ,yvyzobavan{ rozinek“
z dat, hledanf korelaci ve velkych datovych souborech, které — jak zndmo ze statistické teorie
— je vystaveno obrovskému nebezpedi, Zze ,objevi‘ pouze nahodilé fluktuace v datech, bez
moznosti zobecnéni a praktického vyuziti.

Vyrazny rozvo] zaznamenava data mining pocatkem 90. let 20. stoleti. V té dobé jiz
existuji metody umozhujici se vySe zminénému problému vyhnout a navic roste poptavka po
néstrojich pro ziskavani potfebnych informaci ze stale se zvétsujicich objemt dat, predevsim
z komercni sféry, coz napoméaha k zavedeni a uznani data miningu jakozto oboru aplikované
védy a k jeho Sirokému pouziti v komeréni praxi. Narast mnozstvi aplikaci v oblasti data
miningu ma za nasledek vznik fady specializovanych softwarovych produkti ¢ konzulta¢nich
firem zabyvajicich se touto problematikou.

Vzhledem k slozitosti a rozdilnosti procest spjatych s data miningem se béhem 90. let
objevily metodologie snazici se tento proces formalizovat.

3.3 Metodologie data miningu

V [15] si mtZzeme v pFfedmluvé pfedist nasledujici motto: ,Mate-li Spatné udaje, ale dokonalou
logiku, pak jsou vage zavéry zcela jisté mylné. Dopfejete-li si tudiz sem tam né&jakou trhlinu
v logickém uvazovani, mtzete diky ndhodé dospét ke spravnému zavéru.“

Pravé vyse zminéné motto vystihuje potfebu vzniku ucelené metodologie. Ty vznikaji v
pribéhu 90. let jako produkt softwarovych firem - napt. metody 5A firmy SPSS, nebo metoda
SEMMA spole¢nosti SAS, a rovnéz jako spolupréace vyzkumnych ¢ komerénich instituci jako
,softwarové nezavislé* - napf. CRISP-DM.

3.3.1 Metodologie 5A
Metodologii ,,5A“ nabizi firma SPSS jako sviij pohled na proces dobyvani znalosti:

o Assess — posouzeni potieb projektu

Access — shromazdéni potFebnych dat

Analyze — provedeni analyz

Act — pfeména znalosti na akéni znalosti

Automate — pfevedeni vysledkil analyzy do praxe
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3.3.2 Metodologie SEMMA

Softwarovy produkt firmy SAS, Enterprise Miner, vychazi z vlastni metodologie ,SEMMA“
pro dobyvani znalosti:

e Sample — vybirani vhodnych objekti

e Explore — vizuélni explorace a redukce dat

Modify — seskupovani objektd a hodnot atributi, datové transformace

Model — analyza dat a vytvoreni modelu

Assess — porovnani modelil a interpretace

3.3.3 Metodologie CRISP-DM

Dle [2] vznikla metodologie CRISP-DM (CRoss-Industry Standard Process for Data Mining)
v rdmci vyzkumného projektu Evropské komise. Cilem projektu je navrhnout univerzalni po-
stup (standardni model procesu dobyvani znalosti), ktery bude pouzitelny v nejriznéjsich
komerénich aplikacich. Vytvoreni takovéto metodologie umozni feSit rozsdhlé tlohy dobyvani
znalost{ rychleji, efektivnéji, spolehlivéji a s nizsimi nadklady. Kromé navrhu standardniho po-
stupu ma CRISP-DM nabizet ,privodce* potencidlnimi problémy a FeSenimi, které se mohou
vyskytnout v redlnych aplikacich. Na projektu spolupracuji firmy NCR (pfedni dodavatel
datovych skladi), Daimler Chrysler, ISL (tvirce systému Clementine) ¢i OHRA (holandska
pojistovna). VSechny tyto firmy maji bohaté zkugenosti s realnymi tlohami dobyvani znalosti
z databazi. Metodika CRISP-DM uvadi néasledujici kroky:

Business Understanding — porozuméni problematice

Data Understanding — porozuméni datiim

Data Preparation — pfiprava dat

Modeling — modelovani

Evaluation — vyhodnoceni vysledki

Deployment — vyuziti vysledka

Terminologie zavedeni v rdmci této metodiky dnes tvofi standard v oboru.

3.4 Podrobnéjsi popis jednotlivych fazi

Vsechny uvedené metodologie popisuji v podstaté tentyz proces, ktery lze podle [16] podrob-
néji popsat nasledujicim zpisobem:
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3.4.1 Porozuméni problematice

Pocatetni faze je zaméfena na porozuméni cilim projektu z obchodniho hlediska a poté na
preménu téchto znalosti na definici dataminingového problému:

e (Cile podnikini — porozumét potfebam klienta, identifikovat cile a jejich provizanost

e Prizkum situace — vyjasnéni terminologie, analyza navratnosti investic, analyza pro-
stfedkl a pozadavkd na projekt, zvazit omezeni

e Stanoveni cili dataminingového projektu v technickych pojmech — analyza obchodnich
pozadavki, navrh feSenf a typ model

e Vytvofeni planu projektu — jednotlivé faze, jejich délka, vstupy, vystupy, zdroje, na-
stroje
3.4.2 Porozuméni datim

Féze porozumeéni datiim zaéind s pivodni kolekei dat a pokraduje aktivitami sméfujicimi k
seznameni se s daty, k identifikaci problému kvality dat a k detekovani dilezitych vazeb pro
ziskani potfebnych informaci:

e Shér dat — ziskani tvodni kolekce dat (z databéze, datového skladu, vstupu) a jejich
predzpracovani pro vyuziti analytickym softwarem

e Popis dat — mnozstvi dat, formét

e Prizkum dat — popisné statistiky, identifikace vztaht mezi atributy dat, vyznamné
subpopulace, odlehlé hodnoty

e Ovéfeni dat — uplnd data, chybéjici data, Sumy, neplatna data

e Eliminace chybnych a odlehlych hodnot — nesmyslné hodnoty v datech (napf. zaporny
¢as), odlehlé hodnoty nejsou chybné, nicmeéné statisticky mélo vyznamneé

e Zpracovani chybéjicich dat — odstranit objekty s chybéjicimi daty, pro tvorbu modelu
pouzit metody odolné vici chybé&jicim dattun, popt. chybé&jici data doplnit (medianem,
stfedni hodnotou ...)

3.4.3 Priprava dat

Tato faze spo¢iva ve vytvoreni koneéného souhrnu dat, ktery bude pouzit pro tvorbu modelu:

e Odvozeni novych proménnych — shrnuti relevantnich tdaji a pop¥ipadé transformace
méné relevantnich

e Normalizace dat — standardizace jednotek, optimalizace
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e Selekce proménnych — vybér proménnych, které maji na modelovany jev nejvétsi vliv,
analytické metody jsou vétsinou vypoletné nirocné a pro zbyteéné velka datova pole
by byly vypo¢ty neiimérné slozité

e Extrakce proménnych — vytvoreni mensiho poétu promeénnych, které nesou maximum
informaci z pavodnich dat

e Selekce relevantnich objektti — podobné jako selekce a extrakce proménnych

e Formétovani dat — Gprava dat pro potteby pouzitého modelovaciho nastroje

3.4.4 Modelovani

Féze modelovani zahrnuje vytvoteni fady modeld za pouzit{ rliznych modelovacich technik:

e Vybér typu modelu a modelovaci techniky — s ohledem na data, budouci pouZziti, sro-
zumitelnost, obvykle kombinace nékolika modela

e Stanoveni testovaciho planu — testovaci data, validace
e Tvorba modelu — ladéni parametrii, zpracovani vygenerovanych vysledkt

e Hodnoceni modelu — zvazeni vypovidajici hodnoty modelu z pohledu piesnosti a obec-
nosti

3.4.5 Ohodnoceni

V této fazi projektu mame hotovy model & modely, které by mély byt dostateéné kvalitni
a které slibuji relevantni podklady k analyze. Pfed poslednim krokem je ale jesté dilezité
znovu dikladné zvazit vypovidaci hodnotu modelu a presvédéit se, Ze model skuteéné spliiuje
v8echny obchodni pozadavky, které byly zadany zadany. Rovnéz je tieba se ujistit, ze model
neni ,pretrénovany“ konkrétnimi testovacimi daty, coz je typické pro proklddani datovych
bodii polynomem vysokého stupné (aproximace neznamé funkce). Zaroven je jiz v této fazi
tfeba zvazit dalsi kroky, jako jsou napf. moznosti zlepSeni do budoucna.

3.4.6 Nasazeni modelu

Vytvorenim modelu projekt nekonéi, je potieba stéile vytesit véci jako je integrace modelu ¢i
vyvinutého softwaru do podnikové infrastruktury, zajistit dosazitelnost ziskanych informaci
a zarovenh model udrzovat a sledovat, popf. obnovit ¢i pfestavit stavajicf model na model
novy.
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3.5 Princip modelovani

Vypocetnim jadrem celého procesu dobyvéani znalosti z databazi je pouzit{ analytickych me-
tod. Vstupem do analytickych procedur jsou pfedzpracovana data, vystupem jsou znalosti.
Vsechny metody pouzivané pro data mining vychézeji z pfedpokladu, Ze jednotlivé problémy
(objekty) patfici k témuz konceptu (t¥idé) 1ze popsat pomoci podobnych charakteristik (atri-
butt), které jsou pro dany koncept spoletné - tyto metody také byvaji oznaovany jako
metody uceni na zakladé podobnosti (similarity-based learning).

U¢eni na zakladé podobnosti pak vychézi z uvahy, ze objekty predstavujici piiklady téhoz
konceptu vytvareji v tomto prostoru jakési shluky. Cilem modelovani je tedy nalézt vhodnou
reprezentaci téchto shlukt, pomoci procesu uc¢eni modelu. Proces u¢eni lze rozdélit dle pouziti
Srenéra na metody s trenérem a metody bez trenéra - neboli jestli trénovaci mnozina dat
obsahuje ohodnocené ptiklady, ¢ nikoliv. Dilem ucenf je pak nalézt popis jednotlivych t¥id.

Pozadavky na model pii tomto procesu lze shrnout takto:

o Vyuzitelnost pfi predikci
e Schopnost generalizace — nalézat obecné platné zavislosti v datech

e Model nesmi byt pfeuceny — nesmi se naucit ,zdanlivé“ zavislosti v datech nebo sum

Znalosti 1ze potom prezentovat riznymi zptisoby - napf. jako reprezentativni piiklady (vy-
uzivaji analogické metody), funkce odpovidajicim jednotlivym shluktim ¢i rozdéleni prostoru
atributi na snadno popsatelné, pravidelné utvary. V redlném Zzivoté jé ¢astym problémem
snaha analytikil pouzivat pro vSechny problémy stejné metody a nastroje, typicky ty, které
nejlépe ovladaji. To muze vést az k pFili§ velkému ohybani smyslu dat pouze za Géelem moz-
nosti vyuzit ,svij“ nastroj. Ve statistice tuto vlastnost ilustruje napt. oblibenost nékterych
modell regresni analyzy, ovSem pokud vezmeme v potaz dalsi metody a algoritmy, dosté-
vame velky rozsah prostifedki, které umoziuji vyrazné zlepsit vysledky, poptipadé zefektivnit
jednotlivé tlohy (pro¢ vyuzivat neuronové sité na néco, co jednoduge zvladnou stromy, nac
hledat v asocia¢nich pravidlech finty pro préaci s ¢asovymi udaji, kdyz existuji ¢asové fady
atd.).

3.6 Modely aplikace FAKE GAME

Aktualni implementace FAKE GAME nabizi dvé skupiny algoritmtialgoritmt: alforitmy pro
zékladni modely, které jiz vétsinou nelze dale dekomponovat, a algoritmy, pro slozené modely,
tzv. ensembly.

3.6.1 Zakladni algortimy

Kromé gkaly regresnich modeli realizovanych jako elementarni funkce nabizi aplikace FAKE
GAME takeé radu klasifika¢nich algoritmi.
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3.6.1.1 Rozhodovaci stromy

Jednou z nejpouzivanéjsich metod reprezentace znalosti je metoda rozhodovacich stromt.
Smysl tohoto uspofadéani je velmi snadno pochopitelny a je zndm z celé Ffady oblasti. Smyslem
konstrukce stromu je rozdélovini mnoziny trénovacich dat na mens{ podmnoziny tak, aby v
kazdé podmnoziné prevlddaly prvky jedné t¥idy. Od kofene stromu se na zakladé odpovédi
na otazky (umisténé v nelistovych uzlech) postupuje piislunou vétvi stale hloubégji, az do
rozhodovacich stromt jsou k dispozici napf. v této online pfednasce |7]. Nasledujici piiklad,
ktery popisuji obrazky 3.1 a 3.2, je pfevzat pravé z uvedené prednasky.

Outlook | Temperature Humidity ~ Windy | Play?
sunny hot high false No
sunny hot high true No
overcast hot high false Yes
rain mild high false Yes
rain cool normal false Yes
rain cool normal true No
overcast cool normal true Yes
sunny mild high false No
sunny cool normal false Yes
rain mild normal false Yes
sunny mild normal true Yes
overcast mild high true Yes
overcast hot normal false Yes
rain mild high true No

Obrazek 3.1: Ukdzkovd data pro rozhodovaci strom 3.2

3.6.1.2 K-Nejblizsich sousedi

V piipadé K-nejblizsich sousedd jsou tiidy reprezentoviny svymi typickymi predstaviteli.
V procesu klasifikace se pak novy piipad zaradi do tfidy na zakladé podobnosti (nejmensi
vzdalenosti ke k-reprezentanttim né&jaké tiidy). Obrazek 3.3 ilustruje zptusob klasifikace.

3.6.1.3 Bayessovsky klasifikator - Bayess classifier

Bayesovsky klasifikdtor je zalozeny na algortimu, ktery je podrobné&ji popsan v [13, 8] a ktery
vychazi z Bayessova teorému:

P(B|A)P(A)

P(AIB) = ——prpe ™,

(3.1)
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o>
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Obrazek 3.2: Rozhodovaci strom vzniklij na zdkladé dat 3.1

kde P(A) a P(B) jsou pravdépodobnosti vyskytu jevi A a B, P(A|B) a P(B|A) jsou prav-
dépodobnosti jevu A za prfedpokladu, Ze plati B a obracené. Zaroven se predpoklada, ze A
a B jsou na sobé nezavislé.

P#i klagifikaci pomoci Bayssovksého klasifikitoru budeme hledat hypotézu s maximélni
posteriorni pravdépodobnosti - tj. nejvétsi pravdépodobnost{ Ze dana hypotéza je na zakladé
trénovacich dat platna.

Apmp = maxP(B|A;)P(A;), (3.2)

3.6.1.4 Algoritmy podptirnych vektori (SVM - Support Vector Machine)

Zakladni princip této metody spociva v prevodu ptivodniho vstupniho prostoru hodnot do
prostoru nového, typicky vicedimenzionalniho, kde lze oddélit rizné tiidy hodnot pomoci
linearnich oddélovadt, nebot pro nalezeni linedrnich hranic existuji efektivni algoritmy [12].
Linearnim oddé€lovacem byva typicky nadrovina. Tu lze vzdy najit pii pouziti prostoru s
dostateénym mnozstvim dimenzi: obecné plati, Zze pro N datovych bodi je mozné najit
linearni oddé&lovac¢ v prostoru s N — 1 dimenzemi. U prostorti, kde se polet dimenzi D blizi
N hrozi nebezpedi pretrénovani Imodelu a SVM musi tim paddem hledat optimalni linedrni
ohodnocenymi piiklady na jedné stran€, a mezi sebou samym a negativné ohodnocenymi
ptiklady na strané druhé.

Pro vyhledani optimélniho oddé&lovace se v algoritmu SVM vyuziva metody kvadratického
programovéni. Lze dokazat [12] Ze se pracuje pouze s témi p¥ipady trénovaci mnoziny (pravé
tzv. podpirné vektory), které jsou pro vypocet oddélovace podstatné, ¢imz vyrazné urychluji
uceni modelu.
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hal

Obrazek 3.3: K-nejblizsich sousedi - novy prvek (zeleny kruh) bude vyhodnocen
jako Zerveny trojihelnik pro k = 2, pro k = 8 pak jako modry ctverec.

3.6.1.5 Neuronové sité

Prvni modely neuronti a neuronovych siti se zkoumaly v rdmci umélé inteligence jiz v 50.
letech. Umeélé neuronové sité vychazeji z analogie s lidskym mozkem. Z toho vyplyva, Ze
podstatou navrhu neuronovych siti je modelovani struktury (topologie) a vlastni ¢innosti bi-
ologickych neuronovych siti. Podobné jako mozek jsou umélé neuronové sité tvofeny mnoz-
stvim navzajem propojenych elementi - neuront, ur¢itym zplisobem seskupenych a mezi
sebou propojenych.

V umélych neuronovych sitich je neuron (obr. 3.4) chépan jako buiika, kterd piijima
podnéty od jinych neuroni, které jsou k ni pfipojeny ,na vstupu“. Pokud souhrnny uci-
nek téchto vstupnich podnéti pfekrodi urcity prah, neuron se aktivuje a sam zafne svym
vystupem pusobit na dalsi neurony.

o

Obrazek 3.4: Model umeélého neuronu

Kazda neuronova sit jako celek realizuje urcitou, pro ni typickou transformacni funkci. P¥i
modelovani a Fizeni slozitych, ¢asto silné nelinearnich soustav byvame vétsinou postaveni pred
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problém, ze dany proces neni mozné s uspokojivou piesnosti matematicky popsat, pfipadné
7e exaktni matematicky model procesu je tak sloZity, 7e jeho pt¥ipadna algoritmizace je bud
casové a programové velmi naro¢nd, nebo dokonce nemozné. V tomto piipadé nam uméla
neuronovd sit poslouzi jako univerzalni funkéni aproximétor. To znamend, %e navrzend a
podle ur¢itych matematickych pravidel ,naucend” neuronova sit je nasledné schopnd ¢innost
vychoziho procesu s ur¢itou mirou piesnosti reprodukovat (simulovat) pro rtizné vstupni
signaly.

Obecny algoritmus ueni neuronové sité z prednasky [22]:

function NEURAL-NETWORK-LEARNING(examples) returns network
network a network with randomly assigned weights

repeat
for each e in examples do
0 NEURAL-NETWORK-OUTPUT (network, e)
T the observed output values from e
update the weights in network based on e, 0, and T
end
until all examples are correctly predicted or stopping criterion is
reached

return network

3.6.2 Slozené (ensemble) modely

Slozené algoritmy kombinuji vice zékladnich algoritmi pro ziskin{ kvalitnéjsich modeli. Vel-
kou dspésnost maji u p¥ipadd, kdy zakladni algortimy produkuji modely s nizkou plastici-
tou, nebo modely pretrénované na konkrétni trénovaci data [11].Ensemble techniky vyuZivaji
toho, ze kazdy model je dobry v jiné oblasti dat a déla jiné chyby. Zaroven se snazi této di-
verzity mezi svymi modely aktivné dosdhnout. Ensemble model slozeny z modelt, jez délajt
stejné chyby, nemé vyznam, nebot zde se touto technikou neda nic ziskat (v tomto pfipadé by
lepsi vysledek pFinesl vybér modelu s nejnizsi chybou a zbylé modely by sé viibec nepouzily).
Optimalni diverzita je ta, kterd nejlépe vyvazuje komponenty tak, aby redukovala celkovou
chybu.

Vedle zékladnich (jednoduchych) algoritmt podporuje aplikace GAME nasledujici en-
semble algoritmy.

3.6.2.1 Bagging (Bootstrap Aggregation)

Bagging je nejjednodussi pouzivany ensemble algoritmus [6], ktery funguje na principu snizo-
vani rozptylu pomoci primérovani. Pro ucenf se nejprve ndhodné vybere n vzorki z trénova-
ciho datasetu (s opakovanim) S; a na téchto vzorcich se pak nau¢i modely M;. Kombinovany
model B pii predikci vybere ohodnoceni, které dostane nejvice hlast (je predikovano nejvice
modely M;). U regresnich tloh je vystupem ensemblu vaZeny primér.
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Model M,.P, Model M,P, Yo w o o & Model M,P,
Komblnovany
Model B Finalni klasifikace

Obrazek 3.5: Schéma typického ensemble algoritmu

3.6.2.2 Boosting

Myslenka Boostingu spociva v postupném trénovan{ modeld tak, aby kazdy novy model
byl natrénovin vzorkem dat S;, v némz jsou zvyraznéné instance, které pfedchozi model
klasifikoval Spatné. Na pocatku maji vSechny vzorky datasetu stejné vahy. Prvni model je
natrénovan na tomto datasetu, je mu pfifazena presnost P; a u vzorki, které ohodnotil
spravné, je sniZena jejich vaha. Na takto upraveném datasetu je natrénovan model nasledujici.
Tak se néasledujici model specializuje vice na instance, na které neumi{ pfedchoz{ modely
spravné odpovédét. PFi predikei je pak vybrano ohodnoceni na zakladé vazeného (na zakladé
presnosti) maxima hlast modeld u klasifika¢nich tloh & na vazeny pramér u regresnich tloh.

3.6.2.3 Stacking

Stacking, nebo téz Stacked generalization, kombinuje vystupy riznych modeld. V prvni fazi
jsou modely (base learner) ucené na vstupnim datasetu, pro dalsi fazi je pak tento dataset
nahrazen novym, vzniklym z vystupti modelt v prvni fazi. Z toho datasetu se pak vytvofi
finalni model (metamodel). Pfi odpovédi na neznédmou instanci se s touto instanci provede
stejny postup jako pii uceni. Nejdfive je pfedéna base learner modelim a z jejich vystupt
je vytvofena instance pro metamodel. Vystupem ensemblu je poté vystup metamodelu.

3.6.2.4 Cascade Generalization

Cascade Generalization lze chapat jako specidlni piipad stackingu, hlavné diky jeho ,yvrstev-
naté” struktufe uceni. Také vyuZiva Tfetézeni modeld, pficemz vzorek dat pro dalsi model v
fadé je zédkladn{ dataset rozsifeny o nové atributy, tj. vystupy piredchozich modelt. Narozdil
od Stackingu tak vSechny modely maji pfistup k atributiim ptvodniho datasetu.
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3.6.2.5 Arbitrating

Arbitrating pouziva pouziva pro viechny modely metamodel zvany rozhodéi (referee). Smys-
lem tohoto metamodelu je odhadnout pravdépodobnost s jakou dany model pod4 pravdivou
predpovéd. Zakladni myslenka je, Ze kazdy z modelt je nejspolehlivéjsi pro urcitou subdo-
ménu vstupnich problému (datasetu). Pro kazdy model je tedy zkonstruovan rozhod¢i, ktery
popisuje tuto subdoménu a spolehlivost modelu v ni. Pro problém z konkrétni subdomény
se pak vybere nejvérohodnéjsi model.

3.6.2.6 Cascading

Cascading lze povazovat za modifikaci Boostingu s vice druhy modeli. Cascading vyuziva,
stejné jako Boosting, zménu distribuce uéicich vektori, ale u Cascadingu se vihy méni na
zéakladeé jistoty vystupu pfedchoziho modelu. Cascading pouziva kaskddu modelii se zvétsujici
se slozitosti. Uvodni rozlozeni uéicich vektort je rovnomérné a béhem iteraci se zvysuje vaha
téch instanci, u kterych si pfedchozi model neni dostatecné jisty svym vystupem. Jistota
vystupu je dana jako pravdépodobnost, Ze instance patii do dané tiidy. Prvni modely se
obvykle voli semi-parametrické (napiiklad vicevrstvé neuronové sité) a posledni model je
vzdy neparametricky, ktery vidy vybere né&jakou t¥idu. P#i klasifikaci nezndmé instance se
tato instance dava postupné viem modelim v kaskaddé a jako vystup se vezme vystup prvniho
modelu, ktery na ni odpovi s vétsi jistotou, nez je dany prah.

3.6.2.7 Delegating

Delegating je v principu podobny jako Cascading, s tim rozdilem, Ze kazdy model je ucen
pouze na delegovanych instancich, kterymi si pfedchozi modely nebyly jisté. Delegating ob-
sahuje, stejné jako Cascading, prahovou hodnotu, kterd urcuje, od jaké hodnoty pravdeé-
podobnosti jsou si modely vysledkem jisté. Uéici proces se zastavi, pokud uz nejsou zadné
instance k delegovani, nebo po fixnim poctu iteraci. Pro klasifikaci neznamé instance je vy-
stupem prvni model, ktery ji dokdze urcit s vétsi jistotou nez je dany prah. Delegating ma
mensi vypocetni narocnost nez ostatni ensembly, protoze pocet instanci, na kterych se musi
uéit dalsi modely, v kazdé iteraci klesa. Také celkovy vystup se pouzitim Delegatingu nijak
nekomplikuje, protoze pouziva pouze vystup jednoho modelu uc¢eného na nemodifikovanych
datech.

3.6.2.8 Area specialization

Princip ueni Area Specialization je stejny jako u Boostingu [9] (itera¢ni, funguje pomoci
upravy vah instanci na zakladé toho, jak dobie na né model odpovida). Jediny rozdil spoéiva
v parametru model Specialization, ktery urcuje, jak moc se dal§i modely budou specializovat
na data, v nichz pfedchozi modely chybovaly. Vysledna odpovéd, kterou ensemble vrati,
odpovida tomu modelu, ktery je nejlepsi v oblasti, kde se nezndmy vektor nachéazi. Ke zjigténi,
ktery model je nejlepsi pro danou oblast, vyuziva udéici vektory. Pro neznamy vektor se
nejdiive spoctou vzdalenosti ke vSem uéicim vektoriim a vybere se n nejblizgich, které budou
rozhodovat o vystupu. Vystup je pak dan jako vaZzeny priimér na zdkladé chybovosti modeld.
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3.6.2.9 Cluster divide

Cluster divide ensemble provede shlukovou analyzu, rozdéli data na shluky a pfiFadi jeden
model kazdému shluku. Vystup ensemblu pro nezndmou instanci je urcen vystupem modelu,
ktery zodpovida za dany shluk, do kterého tato instance patii. Tento pFistup mé dvé hlavni
vyhody. Prvni vyhodou je, Ze modely budou pravdépodobné podavat lepsi vysledky, protoze
oblast, kterou majf postihnout, bude mensi. Tim padem maji vétsi sanci se modelovanému
problému prizpdsobit. Druhd vyhoda spociva v tom, Ze udeni vétsiho mnozstvi modeli na
méné datech je vétsinou casové méné narocné nez uceni jednoho model na vSech datech.
Toto plati, pokud je slozitost u¢iciho algoritmu vétsi nez linedrni vzhledem k pocétu u¢ebnich
vektort.

3.6.2.10 Thresholding

Tento ensemble je velice vhodny pro vysoce nevybalancovana data. Pracuje s modifikacemi
vstupnich dat tak, aby zakladni modely mély vétsi schopnost diskriminace viéi uréité t¥idé.
Smyslem tohoto postupu je rozdélit data dourcitych oblasti a pro kazdou oblast vytvofit
specializovany model, ktery bude dobfe fungovat jen v dané oblasti.
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Kapitola 4

Paralelismus a paralelni programovani

Cilem moji prace je urychlit vypocéet modeli v aplikaci FAKE GAME pomoci paralelizace
a navrhnout modul slouzici jako distribuovany server pro pocitani modeld, proto nasledujici
kapitolu vénuji paralelnimu programovani.

4.1 Paralelismus

Paralelismus je model umoziujici rychlejsi feSeni obsahlych, slozitych tloh. Vychazi z mys-
lenky rozdéleni daného problému na mensi ¢asti (subproblémy), které se poté fesi zaroveil,
narozdil od sekvenénfho FeSeni problému, kdy se problém tesi krok za krokem. Zakladni
schéma tak muze byt:

e Rozdélen{ tlohy na subproblémy
e Pridéleni téchto problémi odlisnym ,pracovnikim*

e Koordinovani ,pracovnika“

4.2 Architektura paralelnich systémii

4.2.1 Popis

Poéitatové programy byvaly tradi¢né psany pro béh na sekvencnich pocitacich tj. na po-
¢itacich s jednim procesorem (ktery u pocitact plni pravé funkci ,pracovnika“). S tim, jak
stale roste slozitost feSenych tuloh (problematika simulaci, zpracovani obrazki, videa, data
miningu, modelovéni) a tim i pozadavky na hardware, tento tradi¢ni model pocitace a progra-
movacich technik jiz prfestava byt schopen dané tlohy tesit. Vyvoj stdle rychlej$ich procesort
zacind byt neimérné drahy oproti ziskanému zrychleni a lze hovofit o pfiblizeni se k limitu
technologickych moznosti dnes pouzivanych metod konstrukce procesora.

Paralelni pocitace tak prinaseji relativné levnéjsi cestu k ziskdvani pozadované vypocetni
kapacity a i osobni poéitace a notebooky jsou dnes jiz bézné vybavené vicejadrovymi pro-
cesory. To samoziejmé vede k potiebé vytvafet programy schopné téchto technologickych
prostifedki vyuzit.

19
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/\

Uniprocessor systems Multiple processor systems
SISD /\
SIMD MIMD
Shared memory Distributed memory

shared-memory multiprocessors  message-passing multicomputers
distributed systems

Obrazek 4.1: Kategorie paralelnich systémi dle Flynnovy taxonomie

4.2.2 Flynnova taxonomie

Existuje né&kolik metod, podle nichz lze popsat a rozdélit architekturu paralelnich systémt.
Jedna z nejpouzivanéjSich, Flynnova taxonomie [3], vyuziva ke kategorizaci systému vztah
mezi instrukcemi a daty programu 4.1.

4.2.2.1 SISD model

SISD - Single Instructions, Single Data stream pfedstavuje vlastné sekvenéni pocitac. Jedna
instrukce je vykonavana kazdy hodinovy cyklus a kazda instrukce operuje nad jednim (resp.
skalarnim) datovym elementem. Vykon je tak limitovan po¢tem instrukcei, které lze v daném
Casovém useku zpracovat, je méfen v jednotkich MIPS (milios of instructions per second),
nebo podle frekvence hodin v Hz (resp. GHz).

SISD I Instruction Pool |
—
8
By
-7
4
=
a

Obrazek 4.2: Model SISD architektury, blok PU symbolizuje procesor

4.2.2.2 SIMD model

U modelu Single Instructions, Multiple Data stream miuze kazda instrukce pracovat s vice
nez jednim datovym elementem - bud'to v podobé vektoru (jedna instrukce tak upravuje vice
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operandi tj. soufadnic vektoru), nebo ve formé rozdilnych mnozin dat (jedna instrukce se
vykonavé na v8ech procesorech, které ale operuji s riznymi mnozinami dat). Prace procesora
je synchronni a tudiz synchronizace programti nepiedstavuje vaznéjs{ problém. Vykon je
méfen v jednotkich MFLPOS (milions of floating point operations per second).

SIMD | Instruction Pool

PU |

———{PU|

Data FPool

PU |+

PU |+

Obrazek 4.3: Model SIMD architektury

4.2.2.3 MISD model

Multiple Instructions, Single Data stream je velmi neobvykla architektura ktera je pouzivana
v podstaté pouze k vylouceni chyb. Rozdilné systémy pracuji nad stejnymi daty a musi se
dobrat stejného vysledku.

MISD Instruction Pool

PU PU

Data Pool

Obrazek 4.4: Model MISD architektury

4.2.2.4 MIMD model

Patrné nejpouzivanéjsi architektura, Multiple Indstructions, Multiple Data stream, je spoje-
nim zcela nezévislych procesorti, kdy kazdy procesor zpracovava vlastnf instrukce nezévislé na
ostatnich procesorech nad vlastnimi daty. Kazdy procesor tak vykonava vlastni operace bez
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ohledu na ¢innost ostatnich procesori. Klicovou otdzkou béhu programu na této architektufe
je tedy synchronizace procesorii na konci paralelnich ¢asti programu.

MIMD | Instruction Pool
|- Lo
~fu L[pu-
~[pu Lo
~p L

Obrazek 4.5: Model MIMD architektury

Data Pool

4.2.3 Pamétové architektury

Zpisoby, jakymi mezi sebou procesory komunikuji, jsou zavislé na architekture paméti. Lze
tak rozlisovat:

4.2.3.1 Sdilena pamét

Jednotlivé procesory pracuji nezavisle, ale sdileji spoletny pamétovy prostor. Problém syn-
chronizace pak spociva predevsim v TFizeni pfistupu jednotlivych procesoru k datim v této
paméti, aby nedoslo k nekonzistenci dat ¢i k ,uzamknuti programu“. Klicovou otézkou pro
vykon této architektury je pamétova propustnost, a proto se tento model hodi k pouZiti u
niz§iho poc¢tu procesori (Fadové desitky).

Shared Memory

MEMORY

Obrazek 4.6: Model architektury se sdilenou paméti
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4.2.3.2 Distribuovania pamét

U této architektury méa kazdy procesor vlastni pamétovy prostor a data jsou sdilena pomoci
zasflani zprav po komunikac¢ni siti. Celkovy vykon této architektury je zavisly na rychlosti
prenosové sité.

Distributed Memory

MEMORY | CPU MEMOE

MEMORY

MEMORY CPU

Obrazek 4.7: Model architektury s distribuovanou paméti

4.2.4 Co je potieba vzit v ivahu pf¥i navrhu paralelniho programu
4.2.4.1 Amdahlovo pravidlo

Amdahlovo pravidlo [1], definované systémovym architektem Gene Amdalhem, je ¢asto po-
uzivano pro nalezeni maximalniho teoretického zrychleni vypoctu pfi pouziti paralelnich
systémt. Pravidlo je modelem chovani mezi pifedpoklddanym zrychlenim paralelizovaného
algoritmu oproti jeho sekvenéni podobé za predpokladu, Ze rozsah problému je zachovén.
Pravidlo je definovano takto: pokud N je ¢ast programu, kterou lze paralelizovat, a 1 — N
¢ast, jiz paralelizovat nejde, potom je maximélni mozné zrychlen{ p#i pouziti P procesort

rovno prave:
1

(1—-N)+N/P

Jak se P limitné blizi nekone¢nu, maximalni dosazitelné zrychleni je 1/(1 — N). V praxi
to znamend, ze pomér vykon/cena strmé klesa (jak je vidét z obr. 4.8), jakmile existuje urc¢ita
neparalelizovatelna ¢ast programu. Uvedme si jednoduchy ilustrativni p¥iklad. Pfedstavme
si, ze mame se¢ist 1000000000 prvka vektoru a. Nadteni prvkii trva 8% celkového vypoctového
Casu, vlastni vypocet souctu trva 90% celkového vypoctového ¢asu a tisk trva 2% celkového
vypoc¢tového Casu. Je ziejmé, Ze jen vypocet souctu lze paralelizovat, t.j. N = 90% V piipadé
pouziti P = 10 procesorii dostaneme z Amdahlova pravidla, Ze zrychleni vypoctu paralelizaci
je pfiblizné 5, 2-krat. Z Amdahlova pravidla a uvedeného prikladu plynou dva zavéry:

(4.1)

e neplati pfima tuméra mezi po¢tem procesorti a urychlenim vypoctu (uziti 10 procesort
neznamené urychleni vypoc¢tu 10-krat) a

e pro limitni pfipad P — oo je urychleni vypoctu konetné a rovno 1/(1 — N).
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Obrazek 4.8: Amdahlovo pravidlo - ilustrace sniZovdani vijhodnosti vyuZivanid piilis
vysokého poctu procesori.

4.2.4.2 Problematika Load Balancingu a Granularity

Balancovani zatéze (Load Balancing) znamené distribuci tikolu jednotlivym procesoriim pro
zaruceni nejveétsi casové efektivity. Pokud totiz nejsou tkoly distribuovany balancované, miize
dojit ke zbyteénym prodlevam, kdy se ¢eké na dokonceni jedné ulohy, zatimco ostatni ukoly
nebézi. O pridélovani jednotlivych dloh procesorim se staré jadro opera¢niho systému, resp.
planovaé, vyuzivajici dle operacniho systému riizné algoritmy pro vyvaZené zatiZeni proce-
sorti, napt. FCFS, SJF, RR, SRT, prioritniho planovani a dalgi - vice viz. prednédsky na

[5]-

Problematika granularity vzniké z potieby synchronizovat ¢innost rtiznych procesort pra-
cujicich na jednom problému. Synchronizace probihd pomoci urcité formy komunikace mezi
procesory a pravé podil mezi Casem vénovanym vypoctu a ¢asem potfebnym pro synchroni-
zaci se nazyva granularita. Je to dalgi z problémt, se kterym je potieba pocitat pii navrhu
paralelnich systémt a programiu. P¥ili§ vysoka granularita totiz znamené p¥ilis velkou spo-
tfebu ¢asu na synchronizaci vypocétu a mtze vést az k tomu, ze sekvenénf feSeni bude nakonec
¢asové vyhodnéjsi nez paralelni.
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4.2.4.3 Datova konzistence

V okamziku, kdy dochéazi k vicendsobnému uZziti stejného pamétového mista, se musime
zabyvat otazkou konzistence dat z této adresy. Nékolik zaroven bézicich procesi ¢i vlaken
pouziva (¢te/zapisuje) spoletné sdilené prostiedky (napf. sdilend pamét, sdilené proménné,
sdilené soubory, ...). Kvili pFepinani kontextu muze dojit napf¥. k pozménéni proménné
jednim procesem dfive, nez ji stihne precist jiny proces, ktery ji taktéz potieboval nacist.
V disledku je tak vysledek vypoctu zavisly na pfepindni kontextu jednotlivych procest
¢i vlaken, které pouzivajl sdilené prostiedky. Tyto chyby se velmi $patné detekuji. Casti
programu, kde procesy ¢i vlakna pouzivaji sdilené prostifedky a kde tak mize dojit k t&€mto
chybam, se nazyvaji kritické sekce.

4.2.4.4 Podminky korektnosti paralelniho programu

Aby byl paralelni program korektni, musi splhovat tyto podminky:

e Dva procesy se nesmi nachazet soucasné ve stejné kritické sekci.
e Na rychlost a pocet procesori nesmi byt kladeny zadné predpoklady.
e Pokud proces bézi mimo kritickou sekci, nesmi byt blokovin ostatni procesy.

° Zédny proces nesmi do nekonecéna ¢ekat na vstup do kritické sekce.

Splnéni téchto podminek lze pomoci urditych postupi, jako jsou aktivni ¢ekani, vzajemné
vylou¢eni pomoci blokovani, zdkazy preruseni, a k zajisténi funkénosti téchto postupt nabizi
vétsina programovacich jazykt nejriznéjsi konstrukty synchronizaénich prostiedk, jako jsou
mutexy, semafory, bariéry apod. Pro vice informaci o synchronizaénich prostfedcich jako
celku doporucuji slidy z prednéasek na strance [5].

4.3 Paralelni programovani v jazyku JAVA

4.3.1 Sdilena pamét - vlakna

Pro paralelizaci programi ve sdilené paméti nabizi JAVA koncept vlaken. Vldkna jsou v
JAVE vzdy instanci t¥idy java.lang.Thread nebo jejiho potomka, pf¥i¢emz t¥ida Thread
nabizi zakladni metody, jako je spusténi vlakna, zastaveni ¢i ukonceni.

Vlakna lze v JAVE vytvaret dvéma zptsoby: bud'to odvozenim potomka od tiidy Thread
nebo implenetaci rozhrani Runnable. Vlastni kod vladkna je dan metodou run(), kterou
musime v nadi t¥idé implementovat a které je spousténa pomoci volani metody start(), ktera
nejprve vytvori nové systémové vldkno a v ném pak spusti kéd run. Jednoduché vlakno
tedy mize vypadat napt. takto (datova polozka semaphore je uvedena kvili néasledujicim
piikladiim):

class MyThread extends Thread {
Semaphore semaphore = new Semaphore();
public MyThread(sem){
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semaphore = sem;
}
public void run() {
//for semaphore synchronization -
//if semaphore counter > 0 lower the counter
//else this.wait()
try{
semaphore.acquire();
}
catch (InterruptedException ex) {

ex.printStackTrace();

}

//critical section

//increment semaphore counter,
//notify() threads waiting on this semaphore
semaphore.release();

¥

Vldkna v JAVE se nachazi vzdy v jednom ze Ctyf stavi, pficemz prechody mezi nimi

zajistuji metody t¥idy Thread. Stavy vldken, jak je popisuje [4]:

e Nové vlakno (new)
Vlédkno bylo vytvofeno, ale dosud nebyla spusténa metoda start ().

e Béhuschopné (runnable) vldkno
Metoda start () jiz probéhla, providi se metoda run().

e Blokované vlakno (blocked)
Vlakno je blokovano a ¢ekd na néjakém ,zamku‘.

e Cekajici vldkno (waiting)
Vldkno ¢eka na danou operaci jiného vlakna.

e Casové omezené Cekani (timed waiting)
Vlédkno ¢eka na operaci néjakého jiného vladkna, ale pouze po uréeny ¢asovy interval.

o Ukoncené vldkno (terminated)
Vlakno, jez dokonéilo sviij vypocet.

4.3.1.1 Planovani vlaken

Na systémech s jednim procesorem se multithreading (souc¢asny béh vice vlaken najednou)
simuluje tak, Ze se vlakna o procesor déli, a to podle pravidel, kterad urcuje planovac.

Java pouzivé planovani podle priority: kazdé vlakno ma p¥idélenu prioritu - ¢islo v rozmezi

konstant MIN _PRIORITY az MAX PRIORITY (definované ve t¥idé Thread), kde vyssi
hodnota znamena vyssi prioritu. Od priority se odvijeji tato pravidla:
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1. Bézici vlakno musi mit nejvyssi prioritu.

2. Pokud je v béhuschopném stavu vlakno s vySsi prioritou, nez mé vlakno bézici, je bézict
vldkno timto okamZité vyst¥idano.

3. Vlakno s nizsi prioritou miZe bézici vlakno vystiidat jen tehdy, pokud je bézici vlakno
v nebéhuschopném stavu nebo je ukonceno, a zaroven na piidéleni procesoru neceka
jiné vladkno s vy8si prioritou.

4. Pokud na pfidélen{ procesoru ¢eka vice vlaken se stejnou prioritou, je dalsi vybrano
tak, aby se postupné vystiidala vSechna.

5. Bézici vlakno mtze navic dobrovolné poskytnout procesor jinym vlakntim se stejnou
prioritou zavolanim metody yield().

7 uvedenych pravidel tedy vyplyva, ze bézici vldkno nemtze byt ,donuceno” k vystiidan{
jinym vldknem se stejnou nebo niZz8i prioritou, ale pouze s prioritou vyssi.

JAVA je ov8em v tomto ohledu benevolentni a dovoluje na opera¢nich systémech, které
to podporuji (Unix, Windows XP/NT), tzv. time slicing (sdileni ¢asu), kdy se vlakna se
stejnou prioritou stiidaji po pevné pridélenych ¢asovych intervalech.

4.3.1.2 Synchronizace vliaken

Pro synchronizaci vldken umoziuje JAVA pouzit velmi jednoduchy zpisob pracujici na prin-
cipu monitoru. V JAVE ma kazdy objekt svij jedine¢ny monitor. V ném jsou definovana
sdilen4 data a ¢ast programu, kterou miize v daném monitoru v jednu chvili vykonavat pouze
jeden proces. Monitor je inicializovan kli¢ovym slovem synchronized, kterym jsou oznaceny
metody a bloky definujici kritickou sekci. V1dkno, které vstoupi do této kritické sekce, ak-
tivuje monitor, ktery se uzamkne, a tak je zaruCena nepferusitelnost této metody az do
okamziku, kdy vldkno monitor uvolni (vlakno vystoupi z kritické sekce).

Jinak je mozné vlakna také synchronizovat p¥imo pomoci metod wait(), notify() ¢
notifyAll(). Metoda wait() zastavi vlakno az do jeho probuzeni metodou notify() nebo
metodou noti fyAll(), kterou vola odligné vlakno. Vycet viech metod t¥idy T'hread je uveden
na strankach [4].

Od uvedeni J2SE 5.0 poskytuje JAVA fadu standardnich synchroniza¢nich prostFedkt
nabizenych v baliku java.util.concurrent. Kromé monitort tak pfibyly dalsi synchronizaéni
prostfedky zndmé nap¥. z jazyka c++, jako jsou semafory, mutexy a bariéry, nebo fronty
zprav. Ukazka kodu synchronizace pomoci metody join() a pomoci tiidy Semaphore.

public static void main(Stringl[] args){
//creating and starting array of threads
for (int 1 = 0; 1 < 30; i++){
threads[i] = new MyThread();
threads[i] .start();
}
//synchronizing by waiting for all
//the threads from whole array to finish
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for (int 1 = 0; i < 30; i++){
try {
threads[i].join();
}
catch (InterruptedException ex) {
ex.printStackTrace();

¥

public static void main{(String[] args){
//maximal number of running threads at a time
int maxRunningThreads
//inicializing Semaphore
Semaphore semaphore = new Semaphore(maxRunningThreads, true)

//creating and starting array of threads
for (int i = 0; i < 30; i++){
threads[i] = new MyThread(Semaphore);
threads[i] .start();

4.3.2 Distribuovana pamét - projekt Storm

Od uvedeni projektu HADOOP roku 2005 [18] se objevuje mnozstvi frameworkd umoziujici
snazsi vyvoj paralelnich aplikaci na systémech s distribuovanou paméti. Typicky nabizeji
rozhrani p¥iblizujici tvorbu programu na systémech s distribuovanou paméti programovani
na systémech se sdilenou pamét{, pficemz o distribuci a ¢astec¢né i synchronizaci jednotlivych
paralelnich tkolu se staréd pravé framework. Béhem implementaéni ¢asti své prace jsem kromé
paralelizace vypoctu modelid ve sdilené paméti pouzil framework Storm jako zdklad pro novy
modul aplikace FAKE GAME. Ten pfedstavuje realizaci druhého cile prace - server, ktery
umoziiuje pocéitani modeld na distribuovanych systémech.

4.3.2.1 Storm cluster

Projekt Storm je open source systém vyvinuty pro distribuované zpracovani kol v redlném
¢ase. Ve Stormu existuji dva typy nodd, z nichz se skladd kazdy Storm cluster. Jedna se o
master node a worker node. Na master node bézi proces zvany Nimbus, ktery je zodpovédny
za distribuci kédu jednotlivym worker nodim, pfidélovan{ prace worker noddim a monitoring
chyb. Na kazdém worker nodu pak bé&Zi proces zvany Supervisor, ktery ocekava pridélenou
praci a dle ni pak spousti samotné worker procesy. Worker procesy vykonavaji ¢4sti topologie.
Bézici topologie se tak sklad4 z mnoha worker procesti bézicich na riznych strojich. Koor-
dinaci komunikace mezi Nimbus a Supervisor procesy realizuje Zookeeper cluster [20] ktery
timto zajistuje stabilitu systému a stara se se o piipadné pady, restarty apod. jednotlivych
workerii.
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Obrazek 4.9: Storm cluster

4.3.2.2 Zakladni abstrakce

Stream (proud) je zakladni abstrakci ve Stormu. Je to neomezena sekvence tzv. tupli (part).
Tuple je pojmenovany seznam hodnot, pficemz prvkem v tuplu mize byt libovolny objekt.
Storm nabizi rozhrani pro transformace streamu, tzv. spouty (gejziry) a bolty (blesky).
Spouty slouzi jako zdroje streamu: typicky nactou data z externiho zdroje, transformuji je
a emituj{ do topologie. Bolty pak konzumuji neomezené mnozstvi streamii, provadéji urcité
transformace a pfipadné emituji nové streamy. Sit rizné propojenych spoutd a boltd tvofi
topologii, kterd je spousténa na Storm clusteru. Topologii lze nejlépe znézornit jako graf
vypoctu, kdy kazdy uzel topologie zobrazuje spout nebo bolt a hrany zobrazuji streamy mezi
nimi. Kazdy uzel v Storm topologii bézi paralelné&, a v parametrech topologie lze specifikovat,
kolik instanci kterého uzlu mé byt spusténo. Storm ndasledné uréi, kolik vlaken, v ramci
kterého worker procesu a na kterych worker nodech v clusteru spustit. Obrazky 4.10 a 4.11
ukazuji mozny logicky a fyzicky pohled na uspofadani bézici topologie.

4.3.2.3 Jednoducha topologie

Nize uvedeny piiklad je pfevzaty z projektu storm-starte, ktery slouzi jako Storm tutorial.
Pokusim se ném vysvétlit zakladni principy programovani na Stormu. Uvedend topologie ob-
sahuje dva bolty stejného typu a jeden spout. V metodéach setSpout(String, I RishSpout,int)
a setBolt(String, I RichBolt,int) definuje posledni parametr mnoZstvi paralelizace, ¢ili po-
¢et vlaken realizujicich kéd daného prvku, ktery bude zpu§tén na worker nodech clusteru.

TopologyBuilder builder = new TopologyBuilder();
builder.setSpout ("words", new TestWordSpout(), 1);
builder.setBolt("exclaiml", new ExclamationBolt(), 3)
.shuffleGrouping("words") ;
builder.setBolt("exclaim2", new ExclamationBolt(), 2)
.shuffleGrouping("exclaimi");

Prvky této topologie jsou organizovany do fady, pfipojeni boltd na konkrétni streamy a
strategie dorucovani tupli ze streamil na bolty urcuje tzv. Stream grouping. TestW ordSpout
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Obrazek 4.10: Logicky pohled na topologii obsahujici jeden spout s mirou paraleli-
zace 2 a dva bolty s mirou paralelizace 3.

tak emituje tuply do streamu ,words‘. Na néj jsou pfipojena 3 vldkna, ve kterych bézi
ExclamationBolt. Tuply emitované do tohoto kandlu jsou jim piidélovany podle strategie
shuf fleGrouping, ¢ili ndhodné, ale tak, aby bolty dostaly stejny pocet tupli. Tyto bolty
pak emitujf tuply do kanalu ,exclaim1“, na ktery jsou pfipojeny 2 vlakna, v nichz bézi opét
FExclamationBolt. Storm definuje 7 zakladnich zpisobli grupovani streamt, vlastni zptsoby
lze vyvinout implementaci rozhrani CustomStreamGrouping.

1.

Shuffle grouping: tuply jsou ndhodné distribuovany vSem boltim tak, aby vSechny
bolty dostaly stejny podet tupla.

. Fields grouping: stream je rozdélen podle hodnoty prvku tuplu tak, aby v8echny tuply

se stejnou hodnotou daného prvku byly zpracovavany stejnym boltem.

. All grouping: tuply jsou replikovany pro v8echny bolty.

. Global grouping: cely stream jde jen do jednoho boltu. Pokud na p¥idéleni procesoru

¢eka vice vlaken se stejnou prioritou, je dalsi vybrano tak, aby se postupné vystiidala
vSechna.

. None grouping: v aktudlni verzi Stormu totéz jako Shuffle grouping.

. Direct grouping: jedné se o specidlni pfipad groupingu, kdy zdroj p¥imo rozhoduje o

tom, ktery bolt bude dany tuple zpracovavat. Tento grouping se da pouzivat pouze pro
streamy které byly deklarovany jako direct streamy.

Local or shuffle grouping: pokud cilovy bolt jiz bézi v néjakém worker procesu, budou
tuply sméfovany pfimo do né&j. Jinak funguje stejné jako Shuffle grouping.
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Worker Worker
Node1 Node2
v vy
Worker Worker Worker Worker
Process Process P Process Process

Obrazek 4.11: Mozné fyzické uspordddnd vldken pii vipoltu topologie z obrdzku
4.10 na clusteru se dvéma worker nddy ¢tyimi worker procesy. Symboly S a B znaci
vijpocetni vldkna spoutu a boltd.

ExclamationBolt

ExclamationBolt
ExclamationBolt

Obrazek 4.12: Priklad topologie obsahujict jeden spout a jeden typ bolti. Test Word-
Spout produkuje ndhodnd slova a EzclamationBolt precte slovo na vstupu, piidd k
nému znak “1” o vijsledek emituje. Topologie s takto definovanymi streamy tak bude
produkovat vistup ve tvaru <slovo>!!

ExclamationBolt
ExclamationBolt

TestWordSpout

4.3.2.4 Spolehlivost

Storm zarucuje, ze kazdy tuple proSel topologii. To je zaruceno sledovanim stromu Zivota
tuplt a rozpoznanim, kdy byl strom ukonéen. Topologie maji definovanou maximéln{ povo-
lenou délku doby vypoctu, po kterou musi byt tuple zpracovin. Pokud béhem maximélni
povolené doby zpracovan neni, Storm zajisti zopakovani daného tuplu. Pro vyuZiti spoleh-
livosti tak musf programétor sdélit, kdy vznikaji nové vétve ve stromu zivota tuplu a kdy
byly ukonéeny. K tomu slouzi metoda ack() rozhrani OutputCollector.

Nésledujici piiklad ukazuje implementaci ExclamationBolt z pFfedchozi kapitoly. V me-
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todé execute() je je ukdzano, jak se definuje nova vétev zivota tuplu — svazanim vystupu se
vstupnim tuplem.

public static class ExclamationBolt extends BaseRichBolt {
OutputCollector _collector;

public void prepare{Map conf, TopologyContext context,
OutputCollector collector) {
_collector = collector;

public void execute(Tuple tuple) {
_collector.emit(tuple, new Values(tuple.getString(0) + "!"));
_collector.ack(tuple);

public void declareOutputFields(OutputFieldsDeclarer declarer) {
declarer.declare(new Fields("word"));

}

4.3.2.5 HDFS

Posledni infrastrukturni komponentou mého feseni je HDFS - Hadoop Distributed File Sys-
tem. Jednd se o distribuovany filesystém vytvoreny tak, aby bézel na b&zném hardwaru. V
moji implementaci bude slouzit jako perzistentni vrstva p¥i béhu topologie. HDFS je op-
timalizovan pro velké objemy dat a p¥istupy typu ,jednou zapis, mnohokrat ¢ti“ [19], coz
odpovida potiebam mé aplikace. HDFS je implementovan jako JAVA aplikace. Ovladani fi-
lesystému je umoznéno prostiednictvim HDFS klienta nabizejiciho podobné rozhrani jako
bash. Kromé toho existuje také C a pro HDFS nativni JAVA API, coZ je i mnou pouZivany
zpusob. API je podobné znamym IO a NIO JAVA rozhranim.



Kapitola 5

Navrh a realizace

5.1 Paralelizace FAKE GAME

5.1.1 Navrh

Jak je ukdzano v 4.2.4.1, nejvétstho zrychleni 1ze dosdhnout paralelizovanim téch ¢asti vypo-
[9]. U¢eni modelu podle Sablony probih& zptusobem popsanym v 2.2, pfi¢emz fada ensemble
algoritmi umoznuje ucit své zakladn{ modely nezavisle na sob€&, paralelné, a tudiz efektivnéji.

5.1.1.1 Rozhrani ensembli v FAKE GAME

P# navrhu obou Césti FeSeni jsem vychazel z pokynt vedoucich projektu FAKE GAME.
Pro prvni ¢ast byla hlavnim pozadavkem jednoduchost, malé mnozstvi zbyteéného kédu
starajiciho se o paralelizaci a moZnost stdle pouZivat sekvenéni uceni, tudiz jsem navrhl
nésledujici zpasob. Aplikace FAKE GAME je sloZzena z 5 modul, pii¢emz o tvorbu modela
se stard modul game-models, ktery obsahuje k6d pro konfiguraci, inicializaci a uc¢eni modeli,
rozdéleny podle logického usporadani do jednotlivych java balicka (package). Rozhodl jsem
se, ze prvni ¢ast FeSeni navrhnu jako balidek obsahujici t¥idy, které se staraji o planovani
a synchronizaci vldken. Vldkna budou realizovat uceni jednotlivych zakladnich a ensemble
modeli. Obréazek 5.1 schematicky znazoriiuje situaci.

Algoritmy uéeni ensemble jsou specifické pro dané ensembly. Celkovy pohled na rozhrani
ensemble modelid v GAME uvadi obrazek 5.5 pro problémy regresni a 5.2 pro klasifikaéni. Me-
tody realizujici uéeni modelt jsou definovany v rozhranich Classi fier a Classi fier Ensemble
pro klasifikac¢ni problémy a Model Learnable, resp. Model Ensemble pro problémy regresni.
Jedn4 se o metody learn(), relearn() a learn(int). Metoda learn() zajistuje nauceni daného
modelu, popf. viech modelt v ensemblu, které jesté nejsou naucené, metoda relearn() pak
znovu nauceni modeld, které jiz nauené jsou, a metoda learn(int) je specifickd pouze pro
ensembly a definuje nauceni jednoho konkrétniho modelu z ensemblu.

Samotné implementace metod je zavisla na konkrétnim typu ensemblu nebo single mo-
delu. Typicky u ensemble modelt tyto metody definuji zptisob pfipravy dat pro modely v
ensemblu a pofadi, v nédmz jsou modely v ensemblu uceny. Nasledujici pitklad uvadi jedno-
duchou metodu learn() pro Bagging ensemble.

33
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FAKE GAME'
| game-common | game-data |
LA N}

I_—dl| game-parallel I
game-mode!

] 1 Thread
Management
game.models game.models.
) ensemble
.+1*l1| Learning threads
] r K
= 00’ -
game.evolution e Parallelizable
— i' interface

1

game.parallel
game.classifier:
ensemble

Obrazek 5.1: Obrdzek ukazuje celkovy pohled na moduly aplikace FAKE GAME.
Game-parallel je mnou navrZeny modul starajici se o paralelizaci vijpoétu modeli.

public void learn() {
Classifier cls;
Random random = new Random();

//for all classifiers in ensemble
for(int i=0;i<numClassifiers;i++) {
cls = ensClassifiers.get(i);
//learn model if its not already learned

if (!cls.isLearned()) {
//prepare data
prepareData(cls,random) ;
//learn classifier
cls.learn();

3
//clean up
postLearnActions();

5.1.1.2 Bali¢ek game.parallel

JAVA package game.parallel obsahuje t¥idy pro vlakna realizujici uceni, synchronizaci a pla-
novani vladken, a rozhrani Parallelizable, ze kterého dédi rozhrani Model Ensemble, resp.
Classi fier Ensemble. Jednotlivé implementace jsem pfidal piimo do t¥id ensembli. Roz-
hrani definuje metody learnParallel( LearnManager), relearnParallel( LearnM anager) a
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learnParallel(LearnManager,int), jejich implementace je zavisla na konkrétnim ensem-
ble algoritmu. Myg&lenka v8ech implementaci je stejna: rozdélit podmodely v ensemblu na
skupiny, které lze ucit najednou, a ty pak ucit paralelné v rozdilnych vlaknech. Finaln{
sktrukturu modelt uvadi obrazek 5.3.

Configurable

Classifier
init(ClassifierConfig ):void
learn(): void
relearn(): void

ClassifierEnsemble

learn(int):void
getClassifier (int):Classifier <<class>>
getClassifiersNumber ():int ClassifierStackingProb

<<Abstract class>>
ClassifierBase

<<class>> <<class>>
ClassifierThresholding ClassifierDivide

<<class>> <<Abstract class>> <<class>>
ClassifierOutputRelatedEnsemble ClassifierEnsembleBase ClassifierStacking

<<class>>
ClassifierBoosting

<<class>> <<class>> <<class>>
ClassifierGame ClassifierEvolvableEnsemble ClassifierArbitrating

<<class>>
ClassifierCascading

<<class>> <<class>> <<class>>
ClassifierCascadeGenProb ClassifierCascadeGen ClassifierClusterDivide

<<class>> <<Abstract class>>
ClassifierEnsembleClustering ClassifierWeighted

<<class>>
ClassifierDelegating

Obrazek 5.2: Struktura tiid pro klasifikdtory
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Configurable

getConfigClass():Class

getName():String
setName(String):void
getTrainedBy():String
setTrainedBy(String):void
getOutput():doubl
getTargetVariable

Classifier
init(ClassifierConfig):void
learn():void
relearn():void
getOutputProbabilities(double []):double[]
getOutput(double[]):int
getMaxLearningVectors():int
setMaxLearningVectors(int):void
storeLearningVector(double[], double[]):void
deleteLearningVectors():void

Parallelizable

learnParallel():void

ModelLearnable e isLearned():boolean

" e setName(String):void
init(ModelConfig):void getName():String

setInputsNumber(int):void
A resetLearningData():void
getinputsNumbenvela getLeal mgInputVectors() double[][]

learn():void

getMaxLearningVectors():int
setMaxLearningVectors(int):void
storeLearmngVector(double[], double):void

ModelEnsemble ClassifierEnsemble

learn(int):void learn(int):void

relearn():void getClassifier(int):Classifier
getModel(int):Model setClassifier(int, Classifier):void
setModel(int, Model) addclassmer(lnt CIassIerr) void
addModeI(Int, Model vold

Obrazek 5.3: Vyslednd struktura rozhrant

Zékladem kodu realizujictho paralelni vypocet je t¥ida LearnM anager. Ta vytvari vldkna
pro jednotlivé modely a hlid4, aby béhem vypocétu nedoslo k vyéerpani maximalntho mnozstv{
vlédken dfiv, nez se zafne pocitat zakladni model (list v §abloné), ¢mz by doglo k uvaznuti
aplikace. Moznost definovat maximéalni pocet soucasné bézicich vlaken je nutny pro kontrolu
alokace systémovych zdroji aplikaci. TTida nabizi dvé vefejné metody. Jeji rozhrani zobrazuje

obrazek 5.4.

LearnThread je t¥ida realizujici uceni jednoho konkrétniho modelu. Jeji instance pii
nastartovani vytvoii nové systémové vldkno a v ném vold prislusné u¢ici metody podle t¥idy
modelu a proménné relearn. Pro modely které implementuji rozhrani Parallelizable, vola
learnParallel(), resp. relearnParallel(), pro Classi fier learn() ¢i relearn(), a pro zakladni
Model pak learn().
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LearnManager

learn(Configurable, boolean):void
learn(List<Configurable>, boolean):void
release():void

Obrazek 5.4: Rozhrani tridy LearnManager

5.1.2 Realizace

Realizace spo¢iva v implementaci pozménénych ucicih ensemble algoritmt. Algoritmy lze
rozdélit na dvé skupiny, ty které jdou paralelizovat a ty které nikoliv. U neparalelizovatlel-
nych algoritmi metoda learnParallel funguje stejné jako jeji sekvencni varianta, jednotlivé
modely se ale taktéz uci prostiednictvim LearnManageru aby se zafidilo zpropagovani infor-
mace, %e probihd paralelni zpracovini. Ensemble model niZ%e v hierarchii §ablony muzZe byt
paralelizovatelny.

5.1.2.1 LearnManager

LearnManager Tidi paralelizaci. Poskytuje public metody pro uceni jednoho, nebo skupiny
modelii a hlida pocet pravé bézicich vldken. T¥ida ma dvé public metody learn(List <
Configurable >, boolean) a learn(Con figurable,boolean) které pro danou mnoZinu mo-
deld vytvoii vlakna v nichz pak probiha ucen{ modelu. Maximaln{ mnozstvi soucasné bézi-
cich modelt je kontrolovano pomoci semaforu (java.util.concurrent.Semaphore. Pokud se
vycerpéd povolené mnozstvi vlaken dfiv nez se zacne ucit néjaky model v listu hierarchické
Sablony, dojde k uvaznuti. Tato situace je oSetfena tak, ze aktuédlni vlakno, z néjz se vola
LearnManager, zvysi pocitadlo semaforu pfedtim, nez nastartuje uéici vlakna. To si lze
dovolit, nebot toto vlakno pak ¢ekd na dokonceni vldken kterd startuje. Stejny postup je
uplatnén i pokud chce své modely ucit ensemble, ktery nejde paralelizovat. Jen misto sku-
piny modelti pfedava model jeden. Pro néj se opét stejnym zptisobem vytvori nové vldkna a
volajici vlakno ¢ekd na jeho dokonceni. Dale popisuji jen paralelizovatelné algoritmy.

Ukazka kédu metody learn t¥idy LearnManager:

public void learn(List<Configurable> confs, boolean relearn) {
List<LearnThread> threads = new ArrayList<LearnThread>();
boolean permitGiven = false;
try {
//create threads
for (int i=0;i<confs.size();i++){
Configurable cnf = confs.get(i);
LearnThread lthread = new LearnThread(cnf, this, relearn);
threads.add(1lthread);
}
Integer actPermits = O;
synchronized(actPermits){
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actPermits = sem.availablePermits();

if (actPermits < this.maxPermits) {
//need to do this to prevent deadlock in case no
//permits are available and we are not in any leaf
//node of template - can afford to do it, since this
//thread is going to wait for others to finish
this.release();
permitGiven = true;

}
//start these threads using executeThreads method
this.executeThreads (threads);
} finally {
//wait for threads to finish
for (int i=0; i<threads.size(); i++){
try {
threads.get(i).join();
} catch (InterruptedException ex) {
Logger.getLogger (LearnManager.class.getName())
.log(Level.SEVERE, null, ex);

}
//continue, so acquire given permit back
if (permitGiven) {

this.acquire();

by

5.1.2.2 Arbitrating

Arbitrating je ensemble algoritmus pouze pro klasifikaéni tlohy. Modely v ensemblu jsou
rozdélené na dvé skupiny. Sudé modely funguji jako ,rozhodéi pro liché modely 3.6.2.5.
Modely v jedné skupiné se navzajem nijak neovliviiuji, zavislost je pouze mezi modely z
rtiznych skupin. Paralelni verze algoritmu tak nejdfive nauci liché modely, po dokoncent
jejich uéeni probéhne uceni rozhodéich.

5.1.2.3 Bagging

Bagging vytvori vzorek dat pomoci ndhodného vybéru s opakovanim pro kazdy model v
ensemblu. Vystup je dan primérem u regresnich tloh, nebo se pouziva hlasovani u tloh
klasifika¢nich. Paralelni verze uceni vypada stejné. Aktualné bézici vlakno vytvoii vzorky
dat, a dvojici model plus data ulozi do seznamu modeli které lze ucit paralelné. Seznam
poté pfedd LearnManageru a ¢ekd na dokondeni jejich exekuce.
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Configurable

setName (String):void
getTrainedBy ():Strin
C ol V‘ ( . O

resetLearningData ():void

<<Abstract class>>
ModellLearnableBase

<<class>> <<class>> <<Abstract class>> <<class>>
ModelBagging ModelEnsemble ModelEnsambleBase ModelStacking
Clustering

<<class>> <<class>> <<Abstract class>> <<class>>
ModelEvolvableEnsemble ModelCascadeGen ModelInsanceWeights ModelDivide

<<class>> <<class>> <<Abstract class>>
ModelGame ModelAreaSpecialization ModelBoosting

<<class>> <<class>>
ModelBoostingRT ModelBoostingR2

Obrazek 5.5: Struktura t¥id pro modely
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5.1.2.4 Cluster divide

Algoritmus Cluster divide ensemble rozdéluji vstupni mnozinu dat na shluky, které pfifazuje
modelim v ensemblu. Modely v ensemblu se navzajem nijak neovliviuji, paralelni verze
vypadé, kromé zpiisobu piipravy dat, stejné jako u Baggingu.

5.1.2.5 Stacking

U Stackingu se nejdiive v8echny modely v ensemblu, kromé posledniho, u¢i na svém vzorku
dat, posledni model se pak uc¢i z vystupti téchto modeli. Paralelnf verze pro vSechny modely
kromé posledniho vypada opét stejné jako u Baggingu. Pro posledni model jsem udélal
metodu learnMetamodelParalel, kterd kopiruji svoji sekvenéni verzi, jen pro uceni modelu
pouZije LearnManager.

5.1.2.6 Thresholding

V ptipadé Thresholding lze uc¢it najednou ty modely, které nespadaji do stejné oblasti. Pa-
ralelni verze pouzije stejné metody jako verze sekvenén{ pro vytvofeni oblasti, uéeni modeli
z riznych oblasti pak pousti paralelné.

5.1.2.7 Classifier model

Classifier model je specidlni typ ensemblu, ktery pro kazdou t¥idu vytvoii zvlastni dataset
a tim pFevede klasifikac¢ni tlohu na tlohu regresni. Jednotlivé modely v ensemblu pak Tesi
tyto regresni dlohy. Modely se opét nijak neovliviwji, lze je tedy ucit paralelné. Nasledujict
ukazka zobrazuje metodu learnParallel pro Classifier model.

public void learnParallel(LearnManager lte) {
ModellLearnable LearnableModel;
List<Configurable> confs = new ArrayList<Configurable>();
//pro all models in ensemble
for(int i=0;i<numModels;i++) {
if (classifierModels.get(i) instanceof ModelLearnable) {
LearnableModel = (ModelLearnable)classifierModels.get (i) ;
//learn model if its not already learned
if (!LearnableModel.isLearned()) {
//prepare data, ie. pick one class
prepareData(LearnableModel) ;
//add to list for parallel processing
confs.add(LearnableModel);

}

//learn models on LearnManager
lte.learn(confs, false);
//clean up input data
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postLearnActions();

5.2 Game-storm - navrh

Jak jsem jiz uvedl v tvodu prace 1, chtéji spravci projektu vytvorit aplikaci, ktera bude
nabizet pfes jednoduché webové rozhrani vytvofen{ modelu v redlném case. Proto jsem se
rozhodli vytvofit pro FAKE GAME novy modul, ktery bude slouzit jako vypocetni server
pro tuto aplikaci. Kromé pocitdni modeld v redlném case bude zaroven schopny pocitat
modely pro velké objemy vstupnich dat. Ensemble algoritmy implementované v GAME mayji
totiz kromé vysokych narokt na vypocetni vykon i vysoké naroky pamétové. Teoreticky maji
pamétovou narocnost prinejmensim (N x M), kde N je mnozstvi u¢icich dat a M je pocet
uzli mezi kofenem a listy stromu Sablony. Vé&tSina ensemble algoritmt vSak vstupni data
néjakym zpusobem modifikuje a vytvaii dalsi instance [10]. Testy na vybranych Sablonach,
uvedenych v [6], a umélych datech vytvofenych pouhou multiplikaci pfislusnych dataseti,
ze kterych byly tyto 8ablony vytvofeny, ukazuji, ze velikost java heap potfebné pro vypocet
modelu je vétginou Zf‘\io K; * N, kde M je vyska stromu Sablony, K; je pocet modeld v
ensemblech v i-té vrstvé stromu a N je mnozstvi vstupnich dat. Pro typické Sablony se tak
jednd o zhruba sedmdesati- az sto padesati-nasobky velikosti vstupniho datasetu.

Jako zaklad modulu jsem zvolil framework Storm, kvili jeho specializaci na realtime
poditani a pti{vétivé rozhrani umoziujici snadno a efektivné fegit moji tlohu. Storm cluster jiz
byl testovan v laboratofi skupiny CIG. Pro rychly pfistup jednotlivych komponent systému
k dattim, omezen{ datovych pfenosii a snizeni{ nutnosti serializace velkych datovych celkl
jsem se rozhodl pro pfenos a uchovavani dat pouzit distribuovany filesystém HDFS. Struéné

predstaveni frameworku Storm jsem uvedl v kapitole 4.3.2.

Modul jsem navrhl zptsobem, ktery ilustruje obrazek 5.6. Sklada se ze ¢tyi hlavnich
komponent. Data Producer zajistuje ¢teni dat z lokalniho wlozisté web serveru a uklada
je do distribuovaného filesystému HDFS. Komponenta Data Preprocessor tato data ¢te, v
pripadé, Ze jsou piili§ velkd pro vypocet modelu najednou, tak provede jejich samplovani.
Poté je ulozi zpét do HDFS a posle zpravu Model Learneru. Ten nalte data, zavola ueni
modelu a vysledné modely posila Model Evaluatoru. Model Evaluator provede ohodnoceni
modelu a ulozi ohodnocené modely na DHFS ulozi§té. Kromé téchto hlavnich komponent
bylo zapot¥ebi vyvinout podpirnou komponentu slouzici jako HDFS klient, ktery zajistuje
komunikaci s HDFS tlozigtém. Komponenty jsou navrzené tak, aby kazda komponenta mohla
tvofit samostatnou jednotku (Bolt nebo Spout) topologie Stormu. Jedinou vyjimkou je Data
Producer. Diivodem je skute¢nost, zZe pfidélovani komponent topologie worker noddm si ¥idi
framework sdm. V8echny worker nody by musely mit zarucen piistup na lokilni tlozigté web
serveru.

5.2.1 Popis realizace

Pti implementaci jsem vychazel z ndvrhu. Implementoval jsem topologii, ve které komponen-
tdm uvedenym v navrhu odpovid4 jedna komponenta topologie. Strukturu topologie uvadi
obrazek 5.7.Data producer neni implementovan jako soucast topologie kvili vyse uvedenému
divodu.
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Game-storm
Fake Game Web
Data Data Model Game-
@T Producer Preprocessor Learner :::> models

Web server local
storage

Model
Evaluator

Obrazek 5.6: Ndvrh komponent modulu Game-storm. Data Producer zajistuje
ctent dat z lokdlniho wloZisté web serveru a uklddd je do distribuovaného filesys-
tému HDFS. Komponenta Data Preprocessor tato data éte, v pFipadé Ze jsou prilis
velkd pro vypocet modelu najednou tak provede jejich samplovdini. Poté je uloZi zpét
do HDFS a posle zprdvu Model Learneru. Ten nacte data, vold ucend modelu a vij-
sledné modely posilda Model Evaluatoru. Model Fvaluator provede ohodnoceni modelu

a uloZi ohodnocené modely na DHFS loZisté.

5.2.1.1 DataProducer

Data Producer implementuje tfida DataProducer. Tu lze spustit jako samostatny proces,
nebo jako vldkno bézici mimo topologii. Periodicky kontroluje obsah zadaného adresaie na
lokalnim filesystému a v pfipadé, Ze pfibudou nova data, tato data kopiruje do HDF'S tulozisté.
Existujici datové adresaie si spolu s tdaji o jejich zprocesovani udrzuje v mapé dat. Data
musi mit odpovidajici strukturu - t¥i soubory obsahujici trénovaci data, konfiguraci §ablony a
trénovaci data v samostatném adresari. Typ dat je uréen pfiponou souboru. Pro komunikaci
s HDFS jsem vytvofil t¥idu HDFSClient poskytujici nutné funkce jako kopirovani souboru
z lokalniho filesystému, zapis a ¢teni dat apod. P¥i nédvrhu aplikace, kdy vice vlaken miuze
najednou pristupovat do HDFS je zapotiebi si uvédomit, ze deskriptor HDF'S filesystému je
singleton, a tudiZ jeho zavieni zavie viechny aktuilni konexe do filesystému.

5.2.1.2 CreateDataSpout

Spout CreateDataSpout funguje podobné jako DataProducer, nicméné jiz implementuje
rozhrani BaseRichSpout 4.3.2.2 a slouzi jako zdroj dat pro topologii. Taktéz periodicky
kontroluje zadanou adresédfovou strukturu jestli nepfibyla nova data, tentokrat ale na HDFS
ulozisti. Pokud existuji nova data, emituje do streamu con figData HDFS cestu k dattim a
identifikator tkolu, aby bylo posléze mozné pfiradit spocitané modely k zadanym dattm.
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CreateDataSpout EvaluateBolt

EvaluateBolt

Obrazek 5.7: Topologie GAME-Storm. Obrdzek zndzoriiuje mnou navrzenou to-
pologii pro viipocet modeli. Popis funkci komponent uvddi kapitola 5.2.1.

5.2.1.3 DataProcessBolt

Na stream do néjz emituje CreateDataSpout, je pripojeno n instanci DataProcessBoltu,
kterym jsou v ndhodném poradi pridélovany tuply ze streamu dle pravidel definovanych
pro shuffle grouping 4.3.2.3. V piipadé piilis velkého objemu vstupnich dat zajistuji jejich
nahodné samplovani (vzorkovani) a ulozeni vzorki v HDFS. Do streamu processedData
emituje tuply obsahujici v8e potiebné k vypocétu modelu, tedy cestu ke vzorku trénovacich
dat, cestu k Sabloné a k testovacicm datim. Kromé toho tuply dile propaguji identifikitor
pivodniho datového souboru, celkovy pocet vzorkt a pofadi vzorku. Pokud bolt zpracoval
dataset, ktery nebylo tfeba samplovat, potvrdi zpracovani tuplu, az kdyz dostane potvrzen{
od nésledujiciho boltu v fadé. Tim je v pfipadé chyby zajisténo opakované odeslani pii-
slusného tuplu z CreateDataSpoutu - princip spolehlivosti Storm topologie je vysvétlen v
kapitole 4.3.2.4. V piipadé, Ze bolt zpracovaval datovy soubor, tkery bylo zapotfebi samplo-
vat, odesila potvrzeni hned po emitovani svého tuplu. Zabraiiuje se tim zahlceni topologie v
piipadé Spatné konfigurace, napt. vinou ptili§ vysoké maximalni velikosti vzorku dat. Pokud
dojde k chybé u jednoho z mnoha vzork, stale budou k dispozici modely z ostatnich vzorkd.
Pocet netispésnych vypodtu je patrny z poctu spoditanych modeld.

5.2.1.4 LearningBolt

Tuply z vystupniho streamu DataProcessBolt jsou opét dle pravidel shuffle grouping pfi-
délovany LearningBoltm. LearningBolt vytvori dle cesty k data samplim a Sabloné pri-
slusné GAME objekty a zavolda ModelFactory, resp. ClassifierFactory, definované v modulu
game-models pro vytvofeni modeli. Pro tvorbu modelu pouzivid moji paralelni implemen-
taci popsanou vyse 5.1.2. Bolt bézi jako vldkno ve Worker procesu 4.3.2.1 v jedné konkrétni
JVM na jednom worker nodu, neni tudiz divod paralelizaci pro sdilenou pamét nepouzit.
Potvrzeni o zpracovani tuplu posila az kdyz dostane potvrzeni o zpracovani svého tuplu.
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5.2.1.5 EvaluateBolt

FuvaluateBolty jsou pfipojeny na vystupni stream do néjz zapisuji LearningBolty. Naroz-
dil od ptedchozich bolti nezpracovavaji tuply ndhodné, ale diky pouziti Fieldsgrouping je
zaruCeno, ze v8echny tuply se stejnym identifikdtorem tkolu bude zpracovavat stejny bolt.
Kazdy EwvaluteBolt si drzi stav jim zpracovavanych tkolt a po pfijeti viech modelu pat¥i-
cich k danému tkolu udéla ohodnoceni modeld (v této verzi implementovan RMSE - Root
Mean Squared Error) a zapiSe v8echny ohodnocené modely do p¥islusného adresaie se vstup-
nimi daty v HDFS. Nejlepsich N modeld je zvyraznéné jinymi nazvy souborti. Po zapséani
vysledkd posila bolt potvrzeni o zpracovani p¥ijatého tuplu.



Kapitola 6

Testovani a zhodnoceni zvoleného
reseni

Diavodem paralelizace aplikace GAME bylo zrychleni vypoc¢tu modeld oproti vypoctu sek-
ven¢nimu.

6.1 Porovnani paralelnich implementaci

Pozadavek na zrychleni byl ovéfen srovnanim délky sekven¢niho a paralelntho vypoctu na
stejném testovacim hardwaru p¥i pouziti vicevlaknové verze aplikace bez Stormu a pfi pouziti
Stormu bézictho v local clusteru modu (vyvojovy mod pro Storm umoziiujici béh clusteru
jako vlaken v ramci jedné JVM).

Nejprve jsem provedl srovnavaci méfeni mezi obéma paralelnimi verzemi. Pro srovnan{
jsem pouzil datasety o velikosti cca. 512kB (local cluster Stormu v souasné verzi neumoz-
nuje konfigurovat velikost JAVA heap) a mnou predgenerované Sablony, u nichz lze ocekavat
dobrou paralelizovatelnos - obsahuji vétsinu paralelizovatelnych ensemble modelt. Local clus-
ter byl nakonfigurovin tak, aby byl spustén pouze jeden bolt realizujici vypocet, a nejlépe
tak simuloval ¢innost jednoho worker nédu ve storm clusteru pro porovnani rezije potfebné
pro Storm worker néd oproti verzi bez Stormu. Srovnéni délky vypoctu ukazuje nésledujici
tabulka 6.1. Testovani probihalo na pocitadi se ¢tuijadrovym procesorem Intel Core i5 na
frekvenci 3,8GHz se 16GB RAM.

6.2 Zrychleni oproti sekvenc¢ni verzi

Zrychleni je definovano takto:

Tseq
Tpar

kde Tseq je délka béhu programu sekvencné a Tp,, je délka béhu paralelné.

S = (6.1)

Kvili v podstaté stejnému vykonu obou paralelnich verzi aplikace jsem se pro porovnani s
verzi sekvenéni rozhodl pouZit verzi bez Stormu. Porovnavat délku vypoctu sekvenéni verze,
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Meéfeni | Bez Stormu | Se Stormem | Rozdil
1 420,8 426,3 1,03
2 107,2 107,5 0,3
3 52,43 52,70 0.5
4 721,2 728.9 1,1

Tabulka 6.1: Tabulka ukazuje rozdil délky paralelniho vipoctu mezi verzi se Stor-
mem a bez Stormu. C’asy jsou uvedené v sekunddch, jednd se vZdy o priumér z dvaceti
mérend. Sloupec ,rozdil“ uddvd percentudini zpomalent, pohybuje se do mazxima jed-
notek procent. Lze tedy Tici, Ze na jednom pocitaci dosahugfi 0b€ verze témer stejnijch
vijsledki.

bézici na jednom pocitadi, oproti verzi se Stormem nasazené na clusteru, nemé smysl. Vzhle-
dem ke zptisobu implementace (model se pocita v ramci jednoho worker nédu na clusteru 5.2)
a vysledkim z pFedchoziho méfeni bude zrychleni 6.1 stejné jako u verze bez Stormu pii po-
uziti stejného HW pro worker nddy clusteru. Clusterové verze byla vytvofena prevazné kvili
moZznosti zpracovavat vétsi mnozstvi modelt najednou a kvili vypoétim modeld na vétsim
objemu udicich dat, které by na verzich bez distribuované paméti, vzhledem k pamétové
naroc¢nosti vypocti, nebylo mozné provadét.

Provedl jsem 6 pokusi s rtizné slozitymi vstupnimi daty a rtiznymi Sablonami; kombinace
jsem prevzal z [6], aby odpovidaly realité. Pro pfimé méfeni délky vypoctu jsem pouzil
metodu System.currentTimeMillis(). Do testovani jsem zahrnul jednu Sablonu, ktera nema
zadny ensemble algoritmus, jez by profitoval z paralelizace, pro ukazku jaky overhead (rezii)
ma moje paralelizace oproti ¢isté sekvenéni varianté. Jedna se data set Bosthouse a §ablonu
BoostingRTModel(tr=0.1) [2x CascadeGenModel 4x ExpModel, 2x ModelAreaSpecialization
8x SineModel].

6.2.1 Testovaci data a Sablony

Jako testovaci data jsem pouzival sady realnych dat multiplikovanych na velikost cca 3 MB.
Tyot sady jsou k dispozici na strankidch UCI repository. Jejich prehled uvadi tabulka 6.2.
Zvolené kombinace datasetii a modeld mi umoznily provadét méfeni v rozsahu od 14 s u
datasetu Breast az po cca 1000 s u Iris. Méfeni jsou opakovina dvacetkrat: vice méfeni
vzhledem ke skutecnosti ze Sablony zarucuji podobnost vyslednych modelt, a tudiz i doba
potfebné pro jejich uéeni bude velmi podobné, nema smysl.

6.2.2 Zmérené vysledky

Datové soubory jsou ulozeny na piilozeném CD v adresaii \testing\data. Tabulka s namé-
fenymi hodnotami je k nahlédnuti v adresafi \testing. Graf 6.1 ukazuje souhrnné porovnani
naméienych hodnot délky béhu pro vSech 6 méreni. Zobrazuje primérné hodnoty z dvaceti
méfeni, pouziti jiného zobrazeni dat nemd, vzhledem k pouziti §ablon, vyznam. Z grafu a
nésledujici tabulky je patrné zrychleni pii paralelnim zpracovani. V tabulce 6.3 jsou vzdy
uvedeny primérné hodnoty pro kazdé méreni a zrychleni je spocitidno podle vzorce 6.1.
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Data Set | Konfigurace Sablony
Balance | Boostingb7x ClassifierModel<outputs>x PolynomialMo-
del(degree=4)
Boshouse | BoostingRTModel(tr=0.1)[2x CascadeGenModel4x ExpMo-
del, 2xModelAreaSpecialization8x SineModel]
Breast ClassifierModel<outputs>x CascadeGenModel|7x Cascade-
GenModel[5x GaussianModel]]|
Iris ClassifierArbitrating8x  ClassifierBagging3x ClassifierMo-
del<outputs>x [GaussianMultiModelConfig, SigmoidMo-
delConfig]
Vehicle ClassifierArbitrating6x ClassifierModel<outputs>x Divi-
deModel(mult=6.68)[7x PolynomialModel(degree=3)|
Wine CascadeGenProb9x  ClassifierModel<outputs>x  Boos-
tingRTModel(tr=0.1)[8xGaussianModel|
Tabulka 6.2: Testovaci sablony a data
Data set Délka sekvenéniho b&hu | Délka paralelniho béhu | Zrychleni
Balance 160 149 1,07
Bosthouse 107 107 1
Breast 24,7 13,9 1,78
Iris 939 255 3,69
Vehicle 64,3 26,4 2,44
Wine 720 249 2,88

Tabulka 6.3: Tubulka ukazuje zrychleni vijpoctu, casové idaje jsou v sekunddch.
Sablona pro dataset Bosthouse neobsahuje Zddné paralelizovatelné ensembly a byla
priddna umeéle na ukdzku toho, jakou rezii md paralelni zpracovdni oproti sekvenc-
nimu. Nameérené zrychleni se pohybuje v rozmezi 1,07 pro nejhire paralelizovatelnou

Sablonu do 3,69 u Sablony nejlépe paralelizovatelné.
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Priimérna délka tvorby modelu [s]

Wine

Vehicle

Iris

Breast

Bosthouse

Blanace M Paralelné m Sekvencné

200 400 600 800 1000

Obrazek 6.1: Porovndni namérenych hodnot. Délka vipoctu modelu sekvencné
je uvedena modrou barvou, délka paralelniho zpracovdni oranZove. U c&tyr ze Sesti
méfeni je patrné virazné zrychlent.

Tvvs

ting{57x ClassifierModel{ <outputs>x PolynomialModel(degree=4)}} na datech balance. To
je déno tim, Ze boosting neni paralelizovatelny, modely v ensemblu se uéi postupné, a jedina
paralelizace v této Sabloné tak byla soucasny vypocet t¥i zdkladnich polynomialnich modeli
najednou - Classifier Model rozdéli data podle t¥id a ke kazdé t¥idé pak ptistupuje jako k
regresnimu problému. Dodate¢né testy ukazaly, ze naucen{ zakladniho polynomialntho mo-
delu trva fadové desitky az stovky milisekund a vétsinu vypodetniho ¢asu zabere modifikace
dat v Boostingu: zde tudiz k vysokému zrychleni ani dojit nemiize. U ostatnich testovacich
Sablony se zrychleni pohybovalo v rozmez{ 1,78 - 3,69.

6.3 Velké datasety

Distribuovana verze aplikace byla testovdna na Storm clusteru se ¢tyfmi worker nédy, nasaze-
nymi na pocitacich se ¢tyfjadrovymi procesory Intel Core i5 s frekvenci 3,2 GHz a opera¢nim
systémem Debian Linux. Testovani probihalo s riznymi konfiguracemi poctu worker n6dd,
poctu procesti bézicich v ramci jednoho nédu a pocétu vladken. Testy prokazaly skalovatelnost
aplikace dle teoretickych predpokladi: nejlepsi vysledky pro real time zpracovani velkého
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mnozstvi malych dataseta ¢i velkych dat samplovanych na malé vzorky vykazovala aplikace
pfi konfiguracich s poctem procest i vldken v kazdém procesu mirné vys$ich nez je pocet
procesortt worker nédu. V pifpadé potieby zpracovavat vétsi vzorky najednou je zapotiebi
omezit paralelizace uvnit procesi kvili velikosti spotfebovavané paméti. Maximalni velikost
paméti pridélené jednomu worker procesu nejde v soucasné verzi Stormu konfigurovat pro
jednotlivé topologie, je nastavena pfi startu clusteru.

V konfiguraci se ¢tyfmi worker procesy na kazdém nddu, pficemz pro uceni modeli bylo
alokovano 11 procesii a uc¢eni probihalo v maximalné 5 vlaknech v kazdém procesu, zpracovala
aplikace béhem necelych dvou hodin, pfesnéji 116 minut, data o objemu 320MB. Maximaln{
velikost vzorku byla nastavena na 3 MB, p¥icem#z velikost JAVA heap byla 1024 MB. U
vys8ich velikost{ vzorkti dochézelo k vycerpani paméti pfidélené uéicim procestim.
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Kapitola 7
Zaver

Podafilo se mi implementovat dvé zmény umozhujici paralelni vypocet modelt generovanych
aplikaci FAKE GAME. Hlavnim cflem paralelizace bylo zrychleni vypo¢tu modeld, umoznéni
automatizovaného pocitani vétsitho mnozstvi modelt najednou a poc¢itani modelt pro velké
trénovaci mnoziny dat. Paralelizaci vypo&tu ensemble modelii Arbitrating, Bagging, Clas-
sifier Model, Cluster Divide, Stacking a Thresholding se mi podafilo dosdhnout zrychleni
jejich vypodtu.

7 méfeni uvedenych v predchozi kapitole je patrné, Zze mnou implementovand paraleli-
zace prindsi ve vétsiné piipadl znatelné zrychleni prdmérné doby tvorby modelu. Méfeni
prokdzala, Ze zrychleni na ¢tyfjaddrovém procesoru se pohybuje v rozmezi 1,07 — 3,69 na
vybranych redlnych datasetech a jim odpovidajicich hierarchickych Sablonéch.

Testovani aplikace na Storm clusteru prokazala jeji schopnost pocitat modely pro Ffadoveé
stovky megabytl trénovacich dat. Vlastnosti mnou navrzeného feSeni lze snadno upravovat
konfiguraci po¢tu worker n6di ve Storm clusteru, zménou po¢tu worker procestim na worker
nodech, apravou velkosti paméti pridélené a po¢tem maximalniho poc¢tu vldken bézicich v
jednom procesu. Systém je tak mozné optimalizovat pro real time vypocty modeli z mnoha
mensich datovych sad, i pro pocitani modeld z velkych datasett.

Zdrojové kody aplikace jsem uvefejnil na strankich Sourceforge.net jako novou vétev
Game-Storm v tlozisti projektu FAKE GAME.

7.1 Mozna vylepSeni

Jako budouci vylepsen{ mnou navrzeného a implementovaného fesen{ se nabiz{ vyvinuti vét-
§tho mnozstvi Storm boltd realizujicich jiné zptisoby samplovani vstupnich dat & piidani
boltt realizujicich jednotlivé u¢ici algoritmy, coz by umoznilo vyraznéjsi paralelizaci vypo-
¢tu jednoho modelu.

U vicevlaknové verze pro sdilenou pamét se jako mozné vylep§en{ nabizi vytvofen{ plano-
vace vlédken, ktery bude planovat spousténi vypocetnich vlaken na zdkladé odhadu slozitosti
modelu, cimz by se minimalizovalo ¢ekéni na dokondeni vypoctu modeld v ensemblu.
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Priloha A

Obsah prilozeného CD

Adresaf src obsahuje kompletni zdrojové soubory aplikace FAKE GAME.

Adresar dist obsahuje distribuci aplikace FAKE GAME ve formé jar soubori.

Adresar data obsahuje tesovaci data a soubory Sablon.

Adresar dp obsahuje zdrojové soubory pro vygenerovani této prace v systému KXTEX.

Elektronicka verze této prace je ve formatu PDF uloZena v root adresési.

55



	Úvod
	Aplikace FAKE GAME
	Představení FAKE GAME
	Metaučení a šablony

	Proces dobývání znalostí - data mining
	Představení problému
	Historie
	Metodologie data miningu
	Metodologie 5A
	Metodologie SEMMA
	Metodologie CRISP-DM

	Podrobnější popis jednotlivých fází
	Porozumění problematice
	Porozumění datům
	Příprava dat
	Modelování
	Ohodnocení
	Nasazení modelu

	Princip modelování
	Modely aplikace FAKE GAME
	Základní algortimy
	Rozhodovací stromy
	K-Nejbližších sousedů
	Bayessovský klasifikátor - Bayess classifier
	Algoritmy podpůrných vektorů (SVM - Support Vector Machine)
	Neuronové sítě

	Složené (ensemble) modely
	Bagging (Bootstrap Aggregation)
	Boosting
	Stacking
	Cascade Generalization
	Arbitrating
	Cascading
	Delegating
	Area specialization
	Cluster divide
	Thresholding



	Paralelismus a paralelní programování
	Paralelismus
	Architektura paralelních systémů
	Popis
	Flynnova taxonomie
	SISD model
	SIMD model
	MISD model
	MIMD model

	Paměťové architektury
	Sdílená paměť
	Distribuovaná paměť

	Co je potřeba vzít v úvahu při návrhu paralelního programu
	Amdahlovo pravidlo
	Problematika Load Balancingu a Granularity
	Datová konzistence
	Podmínky korektnosti paralelního programu


	Paralelní programování v jazyku JAVA
	Sdílená paměť - vlákna
	Plánování vláken
	Synchronizace vláken

	Distribuovaná paměť - projekt Storm
	Storm cluster
	Základní abstrakce
	Jednoduchá topologie
	Spolehlivost
	HDFS



	Návrh a realizace
	Paralelizace FAKE GAME
	Návrh
	Rozhraní ensemblů v FAKE GAME
	Balíček game.parallel

	Realizace
	LearnManager
	Arbitrating
	Bagging
	Cluster divide
	Stacking
	Thresholding
	Classifier model


	Game-storm - návrh
	Popis realizace
	DataProducer
	CreateDataSpout
	DataProcessBolt
	LearningBolt
	EvaluateBolt



	Testování a zhodnocení zvoleného řešení
	Porovnání paralelních implementací
	Zrychlení oproti sekvenční verzi
	Testovací data a šablony
	Změřené výsledky

	Velké datasety

	Závěr
	Možná vylepšení

	Obsah přiloženého CD

