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Zadání: 

Cílem práce je ověřit realizovatelnost některých systémů umělé inteligence 

v PLC. Práce by měla být zaměřena na implementaci neuronových a genetic-

kých algoritmů v PLC Tecomat, například ve funkci predikce signálu, adaptace 

modelu, predikce poruchy, atd. 

1. Seznamte se s typy neuronových sítí, trénovacími algoritmy a MATLAB 

Neural Network Toolboxem. 

2. Pro zvolený problém (například adaptace modelu) navrhněte neurono-

vou síť v MATLAB NN Toolboxu a ověřte funkci různých učících algo-

ritmů. 

3. Navrhněte způsob realizace NN v PLC pomocí jazyka ST dle IEC 61131.3  

4. Proveďte analýzu možností implementace genetických algoritmů v PLC. 
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Abstrakt 

Cílem této práce je implementace prvků umělé inteligence v PLC. Hlavní 
důraz je kladen na implementaci neuronových sítí, ale v práci je také ukázána 
možnost realizace standardního genetického algoritmu. Neuronová síť je před-
vedena ve funkci prediktoru, modelu systému a regulátoru. Ve funkci reguláto-
ru inverzního kyvadla je neuronová síť naučena v prostředí MATLAB a násled-
ně s využitím XML/XSLT je převedena do jazyka strukturovaného textu dle 
normy IEC 61131.3 a implementována v prostředí Mosaic, které představuje 
simulované PLC. Spojení s řízeným modelem (uskutečněným v MATLABu) je 
realizováno přes vizualizační prostředí Reliance. 

 
 

 

 

 

Abstract 

This work brings the possibilities of implementation of artificial intelli-
gence elements into PLC. The main goal is the implementation of neural net-
works, but in this work a realization of standard genetic algorithm is also 
shown. Neural network is shown in the function of predictor, model of a sys-
tem and controller. The neural network as an inverse pendulum controller is 
trained in MATLAB and then using XML/XSLT transformed to structured text 
programming language according to IEC 61131.3 standard. Afterwards, it is 
implemented in Mosaic, which simulates PLC. The connection between con-
trolled model (realized in MATLAB) and PLC is done by visualization envi-
ronment Reliance. 
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1. Úvod 

Úkolem této práce je ověřit využitelnost prvků umělé inteligence a jejich 

následná implementace v programovatelných logických automatech (PLC). Ob-

last řízení technologických systémů programovatelnými logickými automaty je 

velice konzervativní a těmito technologiemi zatím nedotčena. Cílem této práce 

je poukázat na některé konkrétní možnosti využití prvků umělé inteligence 

(především neuronových sítí) při řízení procesů pomocí PLC. Protože typů 

neuronových sítí je celá řada, provedeme krátký rozbor neuronových sítí a vy-

bereme sítě využitelné v PLC. 

Po předešlé analýze přejdeme k využití neuronových sítí v PLC. Ukáže-

me si několik příkladů využití neuronových sítí jako prediktoru, modelu sou-

stavy nebo neuronové sítě ve funkci regulátoru. Stěžejním tématem bude využi-

tí neuronové sítě jako regulátoru naučeného na základě řízení člověkem. Využi-

jeme možnosti soustavu zpomalit a poté zpomalenou soustavu řídit lidským 

operátorem. Na základě dat ukládaných při řízení lidským operátorem poté 

natrénujeme neuronovou síť. Výsledný regulátor poté porovnáme s klasickými 

regulátory. Díky schopnostem neuronové sítě modelovat i nelineární systém 

očekáváme lepší výsledky v porovnání s klasickými regulátory. 

Nyní když již máme natrénovanou neuronovou síť můžeme přistoupit 

k jejímu překladu do jazyka strukturovaného textu (ST) dle normy IEC 61131.3. 

Ve zkratce si probereme všechny jazyky, které norma definuje a podrobněji se 

zaměříme na jazyk strukturovaného textu, ve kterém budeme neuronovou síť 

v PLC programovat. Pro převod neuronové sítě natrénované v MATLABu do 

jazyka ST použijeme hned několik možností překladu. Začneme přímým přepi-

sem z MATLABu do jazyka strukturovaného textu. Druhou možností bude pře-

vod přes externí soubor a jeho následné zpracování pomocí jazyka C. Třetí 

nejuniverzálnější možností bude převod s využitím XML/XSLT. 
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Po vytvoření programu v jazyce ST reprezentujícím neuronovou síť 

v PLC Tecomat, přistoupíme k praktické ukázce řízení inverzního kyvadla. Sys-

tém inverzního kyvadla budeme reprezentovat modelem v MATLABu a vzá-

jemnou komunikaci mezi PLC a systémem budeme realizovat přeš vizualizační 

prostředí Reliance. 

Neuronová síť se tak s námi táhne celou prací jako Ariadnina nit skrze 

různé oblasti řízení od modelování, predikci chyb, řízení až po programovatel-

né logické automaty. Zlehka také spolu s neuronovou sítí nahlédneme i do dnes 

moderního způsobu ukládání a zpracování dat s použitím XML a XSLT. 

V poslední části diplomové práce se zabýváme realizací genetických al-

goritmů (GA) v PLC opět s využitím jazyka ST. GA budou v PLC realizovány 

jako funkční blok umožňující maximální flexibilitu a rozšiřitelnost. Protože PLC 

neumožňují využití některých elementů objektového programování, jako jsou 

například dynamické proměnné, privátní funkce, přetypování, přetěžování 

funkcí a další, musíme sáhnout k některým ústupkům. Tak například jedinec 

v GA bude reprezentován vždy stejným typem nebo počet jedinců v generaci 

bude muset být předem známý. 

To nás vedlo k implementaci dvou variant GA. První rychlejší a méně 

paměťově náročná by se dala označit jako 8bitová. Jedinec je totiž reprezento-

ván striktně 8bitovým číslem. Druhou variantou je 32bitová reprezentace jedin-

ců. Zde je možno volit s jakou bitovou přesností budeme chtít pracovat, ale v 

paměti je pro každého jedince vždy zabráno 32 bitů. 

Při implementaci GA v PLC jsme také museli vyřešit otázku generování 

náhodných čísel v PLC, protože instrukce pro generování náhodných čísel není 

v základní instrukční sadě PLC. 
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2. Neuronové sítě 

Umělé neuronové sítě vycházejí z poznatků o lidském mozku a snaží se 

větší či menší měrou napodobit jeho činnost. Pro využití ve výpočetní technice 

byl model biologické neuronové sítě značně zjednodušen a to především 

z důvodů snadnějšího učení. Vznikly tak různé typy sítí s odlišnou vnitřní 

strukturou i různými typy neuronů (neuron – základní stavební prvek neuro-

nové sítě). Pro různé sítě tak byly vyvinuty různé učící (trénovací) algoritmy a 

především je specializované i použití jednotlivých sít. Učící algoritmus si mů-

žeme představit jako postup pro nastavení vah propojení neuronů. Tato kapito-

la slouží pouze jako krátké uvedení do problému pro více informací odkazuji 

čtenáře na [1],[2]. 

Významnou vlastností neuronových sítí je schopnost při učení nacházet 

závislosti mezi daty a ty reprezentovat nastavením vah spojení neuronů. Snad 

ještě významnější vlastností je schopnost generalizace, neuronová síť je schopna 

správně reagovat i na vstupy, které nebyly obsaženy v trénovacích datech. 

2.1. Model neuronu 

Neuron je základním stavebním prvkem neuronových sítí. Neuronů 

existuje celá řada, ale všechny mají přibližně stejnou strukturu, kterou si zde 

popíšeme. V matematickém modelu neuronu zanedbává nedokonalost propo-

jení neuronů (v mozku má každé spojení svou impedanci a další vlastnosti). 

Veškeré vlastnosti spojení integrujeme do synapse, která pak jako celek vyjadřu-

je váhu daného spojení. 

Druhou částí neuronu je soma. Ta realizuje spojení jednotlivých vstupů, 

většinou ve formě sečtení (sumace, agregace) vstupů neuronu vynásobených 

synoptickou vahou. V sumě přidáváme často ještě jeden stále aktivní (jedničko-

vý) člen vynásobený vahou w0. Na celkovou sumu aplikujeme nelineární zob-

razení  (často také označované jako aktivační funkce). 
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Neuron tak můžeme chápat jako matematické zobrazení vstupního vek-

toru hodnot na jednu hodnotu výstupní: 

 

 1)()(: RtyRtxN n ∈→∈  (1) 

 

Nejlépe je funkce neuronu patrná z následujícího obrázku. 

+

w1

w2

w3

w0

1

x1

x2

x3

aktivační funkce

ys

 

Obr. 2-1 Model neuronu 

Jednou z nejpoužívanějších aktivačních funkcí je sigmoida: 

 

 se
y λ−+

=
1

1
, (2) 

 

a její přibližný průběh je vidět na Obr. 2-1. Pokud je součet vah s mnohem men-

ší než nula, je výstup neuronu nulový. Naopak pokud je součet vah mnohem 

větší než nula, je výstup neuronu jednotkový. Tato aktivační funkce se 

s výhodou využívá v spojitých neuronových sítích, kde se k učení využívá gra-

dientních metod. Další používanou funkcí je lineární funkce a to především ve 

výstupní vrstvě neuronové sítě. V nespojitých sítích se používá neuron jehož 

výstup nabývá hodnot z množiny {0,1}, většinou pro s < 0 je y = 0 a pro s > 0 je 

y = 1. 
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2.2. Typy sítí 

Vlastnosti chování neuronové sítě významně ovlivňují nejen použité ty-

py neuronů, ale také vnitřní uspořádání sítě (označované také jako architektura, 

topologie, geometrie sítě). Struktura spolu s modely použitých neuronů a způ-

soby učení a vybavování neuronové sítě se na nazývá paradigma neuronové 

sítě. 

Jednou z možností obecného popisu sítě je maticový popis. Všem neuro-

nům přiřadíme čísla 1-N a vytvoříme matici propojení M, ve které mij=1 pokud 

existuje spojení i-tého neuronu s j-tým. Naopak mij=0 pokud spojnice neexistuje. 

Tento postup však není vhodný pro neuronové sítě s velkým počtem neuronů 

protože velikost matice roste s kvadrátem počtu neuronů. 

Pokud neurony rozdělíme do vrstev a síť si představíme jako vrstevna-

tou strukturu, můžeme mezi neurony rozlišit několik druhů spojení: 

• přímovazební 

• zpětnovazební 

• laterální 

Situaci asi nejlépe postihuje následující obrázek. 

zpětnovazební

přímovazební

laterální

 

Obr. 2-2 Typy spojů ve vrstevnaté neuronové síti 
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Sítě můžeme dále rozdělit podle způsobu učení: 

• s jednorázovým učením 

• bez učitele 

• s učitelem 

Sítě s jednorázovým učením se trochu vymykají běžné představě o učení. 

Zde učení neprobíhá jako iterační proces, ale jako jednorázové učení. Váhy neu-

ronů jsou nastaveny jednorázově podle předložených vzorů. Iteračně zde nao-

pak probíhá vybavování. Mezi sítě s jednorázovým učením patří asociativní 

paměti a Hopfieldovy sítě. Zatímco učení je u těchto sítí jednorázovým proce-

sem, vybavování je procesem iteračním a to z důvodu zavedených zpětných 

vazeb z výstupů neuronů na vstupy neuronů ve stejné vrstvě. Hodnoty vstupů 

neuronů se tak v každém kroku vybavování mění. Konečnou podmínkou pro 

zastavení iterací obvykle bývá shoda dvou po sobě následujících výstupů. Tyto 

typy sítí slouží především k rekonstrukci zašuměných vzorů – obrazů. Protože 

by tyto sítě nalezly jen malé uplatnění v PLC nebudeme se s nimi již dále zabý-

vat. 

Pro učení sítí bez učitele není zapotřebí předkládat pro dané vstupy i žá-

dané výstupy – sítě se učí „samy“. Tyto sítě slouží především jako klasifikátory. 

Patří sem například sítě s soutěžním učením, Kohenovy samoorganizující se sítě 

nebo sítě ART. Sítě typu ART obsahují navíc dokonce rozhodovací prvek (na-

zývaný ověřovací test). Pokud výsledek sítě „nezapadá“ do již nalezených 

shluků je vytvořen shluk nový. Protože každému shluku odpovídá jeden vý-

stupní neuron, dojde k vytvoření neuronu nového. Ani tento typ sítí nenachází 

v PLC významné uplatnění a proto se ani těmito typy sítí nebudeme dále zabý-

vat. 

Jako poslední nám zbývají sítě, které se trénují na základě vstupů a jim 

příslušných výstupů. Tento způsob učení je označován jako učení s učitelem, 

protože síti říkáme, jaký chceme výstup pro zadané vstupní hodnoty. Tyto sítě 
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jsou pro nás nejdůležitější, protože se dají využít například jako prediktory, 

modely systému atd. Nejčastější strukturou jsou sítě vrstevnaté (Obr. 2-3).  

 

Obr. 2-3 Dopředná neuronová síť 

Jak je vidět z obrázku (a jak název napovídá), vícevrstevná neuronová síť 

se skládá z několika vrstev, které jsou vzájemně propojeny. Každá z vrstev mů-

že mít libovolný počet neuronů. Důležitá je orientace propojení neuronů v síti. 

Vstupy neuronové sítě jsou přivedeny jako vstupy všech neuronů v první vrst-

vě, výstupy první vrstvy jsou přivedeny na vstupy druhé vrstvy a tak dále až 

k výstupním neuronům. Neboli neurony jedné vrstvy jsou propojeny se všemi 

neurony vrstvy předchozí. Všechny vrstvy, které jsou před vrstvou výstupní se 

nazývají skryté vrstvy. Volba počtu neuronů je závislá na konkrétní úloze a ne-

existuje exaktní předpis jak volit uspořádání sítě. Pokud zvolíme neuronů příliš 

málo nedokáže neuronová síť podchytit veškeré závislosti v trénovacích datech, 

naopak pokud bude síť příliš velká ztratí síť schopnost generalizace a dojde 

k takzvanému přeučení (s rostoucí velikostí sítě roste velice rychle také doba 

nutná k trénování sítě). Nezbývá tedy než otestovat několik velikostí a topologií 

neuronové sítě a z nich vybrat tu nejlepší. 

Proces vybavování je v těchto sítích poměrně jednoduchý. Vstup neuro-

nové sítě postupně projde přes všechny neurony a objeví se na výstupu. Proto-

že v síti nejsou žádné zpětné vazby, dojde k vybavení v jediném kroku (oproti 

asociativním neuronovým sítím, kde je proces vybavování iterační). Naproti 

tomu učení vrstevnaté sítě je složitější. Při učení se snažíme dosáhnout, aby od-
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chylka výstupu neuronové sítě od trénovacích dat byla minimální. K trénování 

se obvykle používá algoritmus zpětného šíření. Využíváme zde faktu že chybu 

na výstupu známe – snadno spočteme odečtením výstupu neuronové sítě od 

výstupu podle trénovacích dat. Podle této chyby upravíme váhy ve výstupní 

vrstvě. Chybu z výstupu sítě poté šíříme zpětně sítí směrem k vstupu (proto 

algoritmus zpětného šíření). Určení změny vah vychází z gradientní metody a 

proto je zde riziko, že učení uvázne v lokálním minimu. Proto se většinou při 

určování změny vah přidává k gradientu závislosti chyby na váže ještě setrvač-

nost, díky které je algoritmus učení schopen překlenout některá lokální minima. 
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3. Využití neuronových sítí v řízení 

Jak již bylo řečeno v předchozí kapitole, ne všechny typu neuronových 

sítí jsou využitelné v řízení, o implementovatelnosti v PLC nemluvě. V této ka-

pitole si proto ukážeme několik příkladů použití dopřených neuronových sítí 

v řízení. Začneme jednoduchou úlohou prediktoru. Tu dále rozšíříme při vy-

tváření modelu soustavy a celou kapitolu završíme návrhem regulátoru. 

3.1. Vymezení využitelnosti NN v řízení 

V literatuře najdeme nespočet prací pojednávajících o řízení s využitím 

neuronových sítí. V 99% jde o sítě dopředné bez zpoždění. Jako příklad těchto 

prací uveďme [3] nebo [4]. Vypracované algoritmy řízení jsou většinou založe-

ny na optimálním řízení jako je LQG, MPC a podobně. U těchto algoritmů se 

neuronové sítě využívají k nelineárnímu modelování soustavy a jako prediktor. 

O tomto využití neuronových sítí bude řeč v dalších dvou podkapitolách. Bo-

hužel takovýto druh řízení je v PLC jen velice obtížně realizovatelný (přede-

vším kvůli výpočetní náročnosti), ale prediktory a modely systémů se dají vyu-

žít i jinak, než v adaptivních systémech řízení. 

Neuronové sítě modelující reálný systém je možno využít například 

k predikci poruchy. Pokud se výstup modelu soustavy rozchází s reálnou sou-

stavou může to mít různé příčiny. Existují tři skupiny možných příčin. První 

z nich může být závada v reálném systému, druhou možností je chyba modelu 

a třetí může být chyba při přenosu informace z systému do modelu (například 

porucha čidla, rušení signálu, atd.). Bohužel pouze z rozdílných výstupních 

hodnot modelu a systému nejsme schopni rozhodnout o jakou chybu se jedná a 

zde přichází výhoda neuronových sítí. Protože implementace modelu pomocí 

neuronových sítí je paměťově nenáročná můžeme mít v PLC implementováno 

několik odděleně natrénovaných neuronových sítí a jejich výstupy porovnávat. 

Můžeme využít poznatků ze zálohování systému a použít principu majority. 
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V PLC implementujeme například 4 neuronové modely soustavy. Pokud se ale-

spoň 2 shodují s výstupem reálného systému můžeme jeho provoz považovat 

za bezchybný. 

 

3.2. Prediktor 

Prediktor je 

prvek, který 

ze známých hodnot 

z minulosti odhaduje 

budoucí stav (stavy). 

Pokud stav systému 

závisí pouze na vnitř-

ním stavu stačí nám 

odhadovat pouze je-

den budoucí stav a 

prediktory řetězit. Po-

kud je stav systému 

závislý i na vstupu a chceme odhadovat více než výstup pro více než jeden 

krok, musíme znát i budoucí vstupy (pokud je neznáme můžeme k jejich odha-

du v omezené míře opět použít neuronovou síť). Schéma jednoduchého predik-

toru je uvedeno na Obr. 3-1. 

Neuronovou síť jako prediktor jsem otestoval na složitém signálu gene-

rovaném podle vzorce (3). 

 

 

)(3)(2)(1)(
)1.03.2*sin()(3

2)^27.2*sin()(2
3)^9.1*sin()(1

tytytyty
tty
tty
tty

++=
−=
−=

=
π

 (3) 

 

t

 y

(k-2) (k-1) (k) (k+1)

y(k-2)

y(k-1)

y(k)

y(k+1)

Neural
network

y(k-2)

y(k-1)

y(k)

y(k+1)

Obr. 3-1 Prediktor  
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Kvalita predikce je závislá na zvolené neuronové sítí a především na ve-

likosti vstupního vektoru N. N udává kolik minulých hodnot je použito 

k predikci hodnoty následující. Aproximaci funkce pomocí prediktoru pro růz-

ně zvolené neuronové sítě a různé velikosti vstupních vektorů N ukazují násle-

dující obrázky: 
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Obr. 3-2 Prediktor s jedním neuronem 
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Obr. 3-3 Prediktor s sítí 2-2-1 
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Obr. 3-4 Prediktor s sítí 4-3-1 
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Prvních 10s signálu je použito pro trénování sítě. Dalších 10s je použito 

pro validaci učení. Jak již bylo řečeno v předchozí kapitole mají neuronové sítě 

tendenci se „přeučit“. Tedy příliš se váží na trénovací data, která aproximují 

velice přesně, ale na ostatních datech podávají velice nepřesné výsledky. Proto 

se používají vedle dat trénovacích ještě data ověřovací (validační). Neuronová 

síť se poté trénuje až do doby než se začne zvětšovat chyba na validačních da-

tech. 

Otázkou zůstává jak volit uspořádání neuronové sítě. Například na Obr. 

3-4 je použit prediktor s NN 4-3-1. To znamená, že v první vrstvě jsou umístěny 

4 neurony ve druhé 3 a ve výstupní 1 neuron. Na to jak zvolit počty neuronů 

v jednotlivých vrstvách bohužel není jednoznačná odpověď a záleží na kon-

krétní úloze. Při predikci signálu se mi nejvíce osvědčila metoda použití neuro-

nové sítě s jediným neuronem (perceptronu) a zvyšovat velikost vstupního vek-

toru. Pokud je velikost vstupního vektoru omezena nebo neúměrně vysoká, 

zvolíme maximální možnou a zjistíme chybu učení při použití perceptronu. 

Poté zvolíme složitější uspořádání neuronové sítě a snažíme se tuto chybu 

zmenšit. Bohužel učení složitějších neuronových sítí je velice závislé na počá-

tečních podmínkách a proto učení i několikrát opakujeme s různými počáteč-

ními podmínkami než dosáhneme žádaných výsledků. 

Na následujícím obrázku je zobrazena predikce signálu z osmi minulých 

měření. Při takto velkém vektoru je již postačující predikce s užitím perceptro-

nu. 
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Obr. 3-5 Prediktor s perceptronem 

 

Situace se změní pokud k signálu přidáme šum. Dříve dostačujících 8 

zpětných kroků již nyní nepostačuje k spolehlivé predikci. Také se začíná vý-

znamně projevovat schopnost složitějších neuronových sítí odfiltrovat šum ze 

signálu a naučit se tak predikovat budoucí vývoj signálu. 

 



 

 15

39,5 40 40,5 41
-2

-1.5

-1

-0.5

0

0.5

1

1.5

2

2.5

3

cas(s)

y

Predikce zasumeneho signalu

y
perceptron
NN 5-1
NN 10-8-1

 

Obr. 3-6 Predikce zašuměného signálu 

K trénování neuronové sítě použité k predikci na Obr. 3-6 bylo použito 

prvních 20s záznamu - 200 hodnot signálu. To je 2x více při trénování predikce 

signálu bez šumu, samozřejmě čím více hodnot použijeme při trénování tím 

větší je šance, že se nám podaří odfiltrovat šum. Na obrázku je patrné, že použi-

tí malé neuronové sítě nebo perceptronu je téměř totožné a má poměrně znač-

nou chybu. Naproti tomu použití větší neuronové sítě dosahuje mnohem lep-

ších výsledků. 

Důležitým poznatkem byla také nutnost zvětšení oblast pro validaci 

učení. Validace se používá především proto, aby se neuronová síť naučila gene-

ralizovat a nepřimkla se příliš na trénovaní data. Pokud je však testovací oblast 

příliš malá dojde k předčasnému ukončení učení a výsledky mohou být ještě 

horší než dává predikce s užitím perceptronu. 
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Na závěr si ještě ukážeme jak se dá trénovat perceptron bez použití 

MATLABu a Neural Network Toolboxu. Jak víme z předchozí kapitoly je per-

ceptron „obyčejnou“ sčítačkou s lineární výstupní funkcí. Výstup perceptronu 

se dá zapsat podle rovnice (4). 

 

 K3*32*21*10 uauauaay +++=  (4) 

 

V rovnici (4) nahradíme vstupy u1,u2,u3 za minulé hodnoty signálu, tedy 

u1=y(k-1), u2=y(k-2) atd. Tím dostaneme rovnici: 

 

 K)3(*3)2(*2)1(*10)( −+−+−+= kyakyakyaaky  (5) 

 

Pokud si nyní zapíšeme několik kroků za sebou do matice dostaneme: 
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Tu maticově zjednodušíme na: 

 aXy rr
⋅=  (7) 

Neznámou jsou zde pouze váhy jednotlivých signálů, tedy vektor a. Vy-

řešením soustavy lineárních rovnic získáme nastavení konstant perceptronu. 

Protože jde o přeurčenou soustavu rovnic musíme přistoupit ještě k jednoduché 

úpravě: 

 aXXyX TT rr
⋅=  (8) 

 ayXXX TT rr
=−1)(  (9) 

Vyřešením rovnice (9) dostaneme koeficienty vah vstupů perceptronu. 
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3.3. Model soustavy 

V předchozí podkapitole jsme si ukázali neuronovou síť ve funkci pre-

diktor. Nyní vstupy a výstupy neuronové sítě rozšíříme a budeme ní vytvářet 

model systému. Oproti prediktoru nám na vstupu k minulým hodnotám vý-

stupu přibudou ještě minulé a současné hodnoty vstupu. 

 

Neuronová
síť

y(k-2)

y(k-1)

u(k-2) y(k)

u(k-1)

u(k)

System

1
--
z

Bílý šum

1
--
z

1
--
z

1
--
z

u y

 

Obr. 3-7 Modelování systému 

 

Z Obr. 3-7 je patrné z jakých dat trénujeme neuronovou síť. Na vstup 

modelovaného systému přivedeme bílý šum (tedy jeho aproximaci, signál s ši-

rokou škálou frekvencí), tím máme zaručeno vybuzení systému na všech frek-

vencích. V závislosti na našem odhadu řádu systému volíme počet zpožďova-

cích prvků 1/z. Samozřejmě nemusíme volit stejný počet zpožďovacích prvků 

pro vstup a výstup, jejich volba závisí pouze na našich znalostech o daném 

systému.  

Proč vytváříme nelineární model systému, když většina metod návrhu 

řízení počítá s linearizovaným modelem? Protože tento model můžeme použít 
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k otestování regulátoru navrženého pro linearizovaný model a ověřit tak jeho 

robustnost. Nebo můžeme model využít v návrhu prediktivního regulátoru. A 

hlavně ve vztahu k zadání, můžeme tento model využít v PLC pro predikci 

chyby. 

Nejlépe si celý proces učení neuronové sítě ukážeme na praktickém pří-

kladu. Je zřejmé, že nemá smysl modelovat lineární systém. K tomu je postaču-

jící ARX model. Zaměříme se proto na modelování nelineárního systému. Kla-

sickým příkladem nelineárního systému je kyvadlo a tak ani my neuděláme 

výjimku. 

Systém kyvadla je popsán rovnicí (uvedenou např. v [5]) 

 

 ϕϕωϕδϕ cos
2
3sin2 2

0 x
l
&&&&& −−−= , (10) 

 

která popisuje výchylku kyvadla ϕ v závislosti na poloze vozíku x. 

V rovnici δ udává tlumení kmitání a ω0 je netlumená úhlová rychlost kmitů ky-

vadla. 

Rovnice (10) je ve formě Simulinkového schématu zobrazena na Obr. 3-8 

(konstanty modelu jsou převzaty z [5]) . 
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Obr. 3-8 Model kyvadla 

 

Systém má jeden vstup a jeden výstup. Vstupem do systému je zrychlení 

vozíku a výstupem je úhel výchylky kyvadla. 

Na vstup systému nyní připojíme budící signál a budeme měřit výstup 

ze systému. Tato situace je znázorněna na Obr. 3-9. 

 

1
Vystupni vektor

Zrychleni voziku Uhel

KYVADLO na VOZIKU

Signal 1

Budici signal

 

Obr. 3-9 Generování trénovacích dat 
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Začneme ARX modelem a perceptronem. Praxe ukazuje, že nejvhodněj-

ším vstupním signálem, kterým budíme systém, je obdélníkový signál s časově 

náhodně proměnlivou střídou. 
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Obr. 3-10 Signál vstupující do systému při tvorbě ARX modelu 

Protože o systému víme, že je druhého rádu, volíme i počet zpožďova-

cích prvků roven dvěma. Pokud zvolíme vyšší řád systému, nedosáhneme tím 

již žádného podstatného zlepšení (viz. Obr. 3-11). 
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Obr. 3-11 Porovnání ARX modelů různých řádů 



 

 21

Nakonec nalezený ARX model porovnáme s modelem, který bychom 

získali linearizací a diskretizací rovnice (10). 
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Linearizací těchto rovnic dostaneme: 
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Matice A,B,C,D jsou stavové matice spojitého systému. Po diskretizaci 

vzorkovací periodou Ts=0,01s a převodu ze stavového popisu na přenos dosta-

neme: 

 
0.9995+z1.998-z

0.000075 - z 0.000075-
2==

U
YG elinearizac . (13) 

 

Naproti tomu z ARX modelu dostaneme přenos: 

 

 
0.9995+z1.998-z

0.000048-0.00009z-
2==

U
YGARX . (14) 

 

Póly systému jsou v obou případech stejné, ARX model naprosto přesně 

aproximoval vlastní dynamiku systému. Nuly systému se již mírně liší. To je 

způsobeno závislostí ARX modelu na vstupním signálu. Pro jiný budící signál 

bychom dostali jiné (ale řádově stejné) hodnoty čitatele přenosu. 

Nyní si ukážeme souvislost mezi ARX modelem a perceptronem. Výstu-

pem ARX modelu je diskrétní přenos a to není nic jiného než vážená sčítačka 
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minulých hodnot vstupu a výstupu. A stejně tak perceptron (s lineární výstupní 

funkcí) je pouhou sčítačkou. Pokud tedy na vstup perceptronu zapojíme minulé 

vstupy a výstupy (např. podle Obr. 3-7) dostaneme stejný model jaký nám dá 

ARX model s jedním rozdílem. Výstup perceptronu je závislý nejen na hodno-

tách na jeho vstupech, ale také na velikosti biasu (na nějž je „připojen“ vstup se 

stálou hodnotou rovnou jedné) . To nám nabízí možnost modelovat i offset 

(stejnosměrné posunutí signálu) způsobený například nedokonalým měřením. 

 

SystemBudící signál
u y +

Offset

+

 

Obr. 3-12 Měření výstupu systému s chybou offsetu 
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Obr. 3-13 Model systému určený z dat s chybou offsetu 

Z Obr. 3-13 je patrné, že zatímco standardní ARX model posun výstupu 

o jeden stupeň úplně ignoruje, perceptron dokáže modelovat systém společně s 

touto odchylkou výstupu. Proč tomu tak je, je zřejmé. Z ARX modelu získáme 

diskrétní přenos systému s jedním vstupem a jedním výstupem, který 

z principu neumožňuje současně modelovat i offsetovou chybu výstupu. Řešení 

je však jednoduché, pouhé přičtení odchylky k výstupu ARX modelu. 

Zatímco pro tvorbu ARX a perceptronového modelu je nejvhodnějším 

budícím signálem obdélníkový signál s proměnou střídou, je při modelování 

neuronovou sítí vhodnější použít jako budící signál náhodný šum. To proto, že 

složitější neuronová síť nedokáže ze vstupních dat -1,+1 správně aproximovat 

výstupy pro jiné hodnoty vstupu. Neuronová síť se při učení obdélníkovým 

signálem „naučí“, že na vstupu ani jiný signál nemůže být a maximálně přesně 



 

 24

aproximuje chování systému pro vstupy -1,+1. Proto při učení neuronové sítě 

budíme systém náhodným šumem. 
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Obr. 3-14 Porovnání modelů systému 

Z Obr. 3-14 je vidět, že ARX a perceptronový model jsou téměř totožné 

(rozdíl je pouze v tom,že perceptronový model má ještě navíc nenulový bias – 

ovšem blížící se nule). Model vytvořený neuronovou sítí naprosto přesně apro-

ximuje systém kyvadla. 

3.4. Neuronový regulátor naučený lidským operátorem 

V této kapitole si ukážeme jak může být natrénována neuronová síť jako 

regulátor s využitím regulace lidským operátorem. Hlavní roli zde sehraje 

schopnost generalizace z trénovacích dat. Protože člověk není stroj jsou tréno-
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vací data poměrně pestrá a neuronová síť z nich „vytáhne“ data důležitá pro 

řízení dané soustavy. Využijeme také možnosti zpomalit model soustavy, která 

by byla příliš rychlá pro řízení člověkem. 

3.4.1. Popis systému s kyvadlem 

Nejlépe si celý proces tvorby regulátoru naučeného na základě řízení lid-

ským operátorem ukážeme na příkladu řízení inverzního kyvadla na vozíku. 

Jedná se o často prezentovaný příklad řízení nestabilního systému a proto bu-

deme moci naše výsledky porovnat s jinými způsoby řízení. 

Vycházíme z práce [6], ve které je uveden matematický popis systému 

inversního kyvadla na vozíku a dále z [5], kde byl model dále upřesněn a rozší-

řen o model motoru pohybující vozíkem s kyvadlem.  

Celý řízený systém je zobrazen na Obr. 3-15. 

 

motor

vozik

kyvadlo

 

Obr. 3-15 Model inverzního kyvadla na vozíku 

 

Systém se skládá ze dvou částí, motoru pohybujícího vozíkem a 

z kyvadla. Tyto části byly následně samostatně identifikovány [5]. Toho využi-
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jeme a nejprve budeme řídit samostatné kyvadlo. Vstupem bude přímo zrych-

lení vozíku. Poté přistoupíme k rozšíření dynamiky o motor s vozíkem. 

3.4.2. Tvorba modelu pro realtimové řízení 

Z počátku zde byla snaha vytvořit realtimový model přímo s využitím 

MATLAB RealTime Toolbox. Tento nástroj se však pro toto použití ukázal jako 

příliš robustní a jeho samotné nastavování a následné kompilace kódu se uká-

zaly být tvrdým oříškem. Nakonec bylo upuštěno od požadavku naprosto 

přesné realtimové simulace a spokojili jsme se s přibližným modelováním. 

Předpokládali jsem, že i z dat zatížených chybou nepřesného vzorkování budu 

schopen naučit neuronovou síť. Tento předpoklad se ukázal, jak uvidíme dále, 

být správným. Je otázkou, o kolik by se zlepšila regulace při přesném vzorko-

vání s použitím MATLAB RealTime Toolboxu. 

Dříve než se pustím do popisu vlastního modelu řízení v přibližně reál-

ném čase, bych rád naznačil problémy s kterými jsem se setkal u RealTime 

Toolboxu a ospravedlnil tak jeho nepoužití. Prvním problémem bylo čím sou-

stavu řídit. Realtime Toolbox obsahuje množství ovladačů pro nejrůznější PCI 

karty, které zprostředkovávají I/O rozhraní mezi počítačem a okolním. Avšak 

základní ovladače pro klávesnici případně myš mají značné omezení. Problémy 

nastaly při  kompilaci. Ta je nutná právě z důvodů realtimové komunikace. 

Kód MATLABu totiž není překládán, ale interpretován a to značně zpomaluje – 

především při použití cyklů. Ohledně problémů s kompilací jsem přímo od 

podpory MATLABu obdržel doporučení obejít Realtime Toolbox cyklickým 

načítáním v MATLABu za předpokladu, že není nutné přesné vzorkování. Si-

tuace kolem kompilace se možná vyjasní s využitím nové verze MATLAB 7.0 (v 

době tvorby diplomové práce nebyl ještě k dispozici). Kompiler této verze již 

nepřekládá kód přímo, ale využívá se „na pozadí“ běžícího MATLABu a JIT 

(just in time) kompilace. Tato možnost však již nebyla testována. 
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Principem přibližného realtimového řízení pomocí myši v MATLABu je 

„nekonečná“ smyčka, v které se zjišťuje poloha myši a v časových krocích se 

spouští model systému. Dopouštíme se tak několika nepřesností: 

• různá doba trvání smyčky, 

• úprava počátečních podmínek modelu v každém kroku simulace. 

Takto pojatý model má ale i své výhody. Můžeme například měnit rych-

lost simulace. Pokud je systém příliš rychlý, než aby jej bylo možno řídit (jako 

v našem případě) můžeme simulaci libovolně zpomalit. Vezměme si systém 

kyvadla s příliš krátkým kyvadlem. Lžičku na prstě neubalacujete naproti tomu 

koště ano. Problém je v dynamice soustavy, krátké kyvadlo má příliš rychlou 

dynamiku než aby jej bylo možno udržet pomalým regulátorem. 

Celý cyklus se skládá z následujících kroků: 

1. Inicializace 

2. Zjištění velikosti akčního zásahu 

3. Krok simulace – posun o čas Ts 

4. Čekání než celková doba běhu smyčky bude větší než N*Ts a poté 

jdi na 2.  

V předcházejícím popisu je Ts doba, po kterou necháváme spuštěnu 

simulaci v rámci jednoho simulačního kroku.  N určuje kolikrát chceme 

simulaci zpomalit. V našem případě se jako vhodné ukázaly konstanty Ts=0,01s 

a N=10. Tedy celý proces řízení vzorkujeme každých 0,01s reálného běhu 

soustavy s tím, že soustava je 10x zpomalena. 
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Grafické rozhraní, na kterém probíhá řízení vypadá následovně: 

 

Obr. 3-16 GUI řízení 

Model je řízen x-ovou polohou kurzoru myši, která udává velikost 

vstupního napětí motoru.  V pravém horním rohu je zobrazována doba běhu 

simulace a integrál polohy vozíku za celou dobu řízení. 

Při řízení lidským operátorem sbíráme data pro trénování neuronové sí-

tě. Vstupní veličinou je napětí motoru a výstupními veličinami jsou poloha vo-

zíku a vychýlení kyvadla. 

3.4.3. Učení neuronové sítě 

Na základě dat získaných podle předchozí kapitoly budeme trénovat 

neuronovou síť. Trénovací data jsou zobrazena na Obr. 3-17. 
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Obr. 3-17 Trénovací data 

 

Je vidět, že ani při nejlepší snaze se nepodařilo kyvadlo stabilizovat a 

rozptyl je značný (±15°). Ani vozík se nepodařilo udržet na místě. Především to, 

že vozík se většinu trénovacího času pohyboval vpravo od výchozího bodu 

ovlivní učení neuronové sítě. Ve fázi řízení kyvadla lidským operátorem máme 

možnost sledovat integrál polohy vozíku v pravém horním rohu a tím elimino-

vat tuto chybu. Tato trénovací data byla zvolena úmyslně, aby ukázala vliv tré-

novacích dat na výsledné chování neuronové sítě.  

Z vygenerovaných dat při řízení člověkem byly vybrány hodnoty reálně 

použitelné při řízení. V hodnotách získaných při řízení na modelu 

v MATLABu, je možné získat přesně derivace výstupních složek (výstupy ze 

stavů systému). Hodnoty derivací však již nejsou jednoduše měřitelné 

v reálném provozu, kde výstupy vzorkujeme. Z derivací se stávají diference a ty 
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při zašuměném signálu mohou způsobit problémy (šum o malé střední hodnotě 

je jen nepatrně znát přímo na výstupu, ale projeví se velice nepříznivě na deri-

vacích potažmo diferencích). Z těchto důvodů jsme pro vstupy a výstupy neu-

ronové sítě zvolili pouze měřitelné hodnoty – tedy polohu vozíku a úhel vychý-

lení kyvadla. Aproximaci derivací provádíme pomocí diference a to tím, že na 

vstupy a výstupy neuronové sítě přivádíme i minulé hodnoty a předpokládá-

me, že neuronovou síť z nich sama vyšší derivace aproximuje. 

 

Vstupy při učení neuronové sítě: 

• minulé úhly a současný úhel vychýlení kyvadla 

• minulé a současná poloha vozíku 

• minulé hodnoty řízení – napětí motoru 

 

Výstupem z neuronové sítě je pak: 

• současná hodnota řízení – napětí motoru 
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3.4.4. Výsledné průběhy 
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Obr. 3-18 Výchylka inverzního kyvadla 

Průběh řízení je do značné míry závislý na počátečním nastavení neuronové 

sítě. Pro většinu počátečních podmínek nastavení sítě dostaneme průběh velice 

obdobný. Ovšem pro některé případy se může stát, že se nepodaří kyvadlo sta-

bilizovat. Z tohoto důvodu neexaktnosti získaného regulátoru nemůžeme tento 

typ regulátoru v řízení doporučit. Zvolen byl pouze jako ukázkový příklad 

schopnosti neuronové sítě přizpůsobit se nelineárnímu modelu a dokázat řídit i 

nestabilní stav soustavy. 
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4. Jazyk ST dle IEC 61131.3 

Standardizace je velice důležitým prvkem ve vývoji. Díky ní je možná 

jednotná spolupráce mnoha firem. Firmy mohou používat produkty jiných fi-

rem bez nutnosti složitého přizpůsobení. Standardizace přináší výhody i pro 

zaměstnance, například ve formě ustálení terminologie, možnosti přejít na nové 

pracoviště bez nutnosti přeškolení atd. Významným pokusem o standardizaci 

v oblasti programovatelných logických automatů je norma IEC 61131 [6], [7]. 

Tato norma je rozdělena do sedmi částí: 

• 61131-1 – Všeobecné informace 

• 61131-2 – Požadavky na řízení a zkoušky 

• 61131-3 – Programovací jazyky 

• 61131-4 – Podpora uživatelů 

• 61131-5 – Komunikace 

• 61131-7 – Programování fuzzy řízení 

V této kapitole se zaměříme na třetí část normy a největší pozornost bu-

deme věnovat programování v jazyce strukturovaného textu. 

4.1. Jazyky normy IEC 61131-3 

Norma IEC 61131-3 popisuje celkem 5 jazyků rozdělených do dvou ro-

din na textové a grafické. 

Textové jazyky: 

• IL – instruction list – jazyk instrukcí 

• ST – structured text – jazyk strukturovaného textu 

• SFC – sequentuial function chart – textová verze funkčních grafů 
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Grafické jazyky: 

• LD – ladder diagram – jazyk kontaktních schémat 

• FBD – function block diagram – jazyk funkčního blokového sché-

matu 

• SFC – sequentuial function chart – grafická verze funkčních grafů 

4.2. Základní stavební prvky 

Nejdůležitějším prvkem je POU – program organisation unit - progra-

mová jednotka. Norma rozlišuje 3 typy POU: 

• Function – funkce 

• Function block – funkční blok 

• Program – program 

Můžeme říci, že funkce je nejnižším typem POU a program nejvyšším. 

Každá programová jednotka se skládá ze tří částí. První částí je hlavička POU. 

Druhou částí je deklarace proměnných s přiřazením daného datového typu. O 

datových typech se zmíníme v další podkapitole. V deklarační části také uvá-

díme, které proměnné budou vstupní, výstupní, vstupně-výstupní a vnitřní. 

Druhou částí POU je vlastní programový kód. Pro psaní kódu můžeme využít 

jeden ze 4 programovacích jazyků (IL, ST, LD nebo FBD). Jazyk SFC neslouží 

přímo pro programování kódu, ale k rozvržení vazeb PLC programu. Jednotli-

vé části pak mohou být naprogramovány různými jazyky. 

Při deklaraci proměnných můžeme specifikovat jejich počáteční hodnotu, 

zálohovatelnost baterií nebo přiřazení k určité fyzické adrese. Při deklaraci také 

rozlišujeme, které proměnné budou vstupní, výstupní, atd. K tomu nám slouží 

deklarační bloky VAR_*  …  END_VAR: 

 VAR  lokalni:BOOL; END_VAR (* lokální proměnná *) 

 VAR_INPUT vstupni:BOOL; END_VAR (* vstupní proměnná *) 

 VAR_OUTPUT vytupni:BOOL; END_VAR (* výstupní proměnná *) 

 VAR_IN_OUT  vstupvystup:BOOL; END_VAR (* vstupně-výstupní proměnná *) 

 VAR_EXTERNAL  externi:BOOL; END_VAR (* externí proměnná *) 

 VAR_GLOBAL  globální:BOOL; END_VAR (* globální proměnná *) 



 

 34

Pouze v POU program můžeme použít všechny typy deklarací. V POU 

function_block můžeme použít všechny kromě VAR_GLOBAL a v POU function 

můžeme použít pouze VAR a VAR_INPUT. Ve funkci tedy nemůžeme přistu-

povat ani k externím proměnným (ani vytvářet instance funkčních bloků, což 

jak uvidíme lehce komplikuje univerzálnost implementace genetických algo-

ritmů – viz. kapitola 6). 

 

Typ proměnné Přístupová práva Použitelné v Popis 
 externí interní   

VAR - RW P,FB,F 
lokální proměnná, viditelná pouze pro da-
nou programovou jednotku 

VAR_INPUT W R P,FB,F 

vstupní proměnná daného bloku, uvnitř 
bloku je daná proměnná jen pro čtení a 
jako parametr při volání F,FB je pouze pro 
zápis 

VAR_OUTPUT R RW P,FB 

výstupní proměnná, uvnitř bloku může být 
čtena i změněna, volacímu bloku je pří-
stupná pouze pro čtení jako výstup vola-
ného bloku 

VAR_INOUT RW RW P,FB 
vstupně výstupní proměnná, může být 
změněna ve volaném i volajícím bloku 

VAR_EXTERNAL RW RW P,FB 
externí proměnná, musí být nejprve dekla-
rována v jiném POU jako global 

VAR_GLOBAL RW RW P 

globální proměnná, může být deklarována 
jen v programu a je přístupná ostatním 
POU přes var_external 

Tab. 4-1 Typy proměnných 

 

Norma neumožňuje vnoření deklarací POU, jako některé vyšší progra-

movací jazyky. Tedy například uvnitř funkčního bloku nemůžeme deklarovat 

funkci. Deklarace POU je vždy globální a viditelná pro všechny ostatní POU. 

Proto i jméno POU musí být v celém programu jedinečné. Toto je poněkud 

omezující, především pro programování obecnějších struktur, ale toto omezení 

musíme respektovat. 
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Popsané vlastnosti jsou společné pro všechny POU, nyní se podíváme na 

speciality jednotlivých POU. 

Funkce 

Funkce neobsahuje paměť a to je zřejmě největší odlišností od ostatních 

POU. Při zavolání funkce se stejnými vstupními parametry dostaneme vždy 

stejný výstup. 

Funkční blok 

Funkční blok navíc oproti funkci obsahuje paměť. Příkladem může být 

například čítač. Hodnota čítače je uložena ve vnitřní paměti funkčního bloku, 

která se uchová i do příštího zavolání. 

Funkční blok si též můžeme představit jako datový typ (případně ob-

jekt). Jeho samotná deklarace k používání nestačí. Musíme ještě vytvořit instan-

ci daného funkčního bloku. Instance se vytváří stejně jako proměnná v definič-

ním bloku ohraničeným VAR … END_VAR. Názorně je to vidět na následují-

cím příkladu, kde funkční blok FBtest používáme v hlavním programu. 

 FUNCTION_BLOCK FBtest 

  VAR_INPUT 

   vstupni:BYTE; 

  END_VAR (* vstupní proměnná *) 

  VAR_OUTPUT  

   vystupni:BYTE; 

  END_VAR (* výstupní proměnná *) 

  VAR 

   lokalni:BYTE := 2; 

  END_VAR (* lokální proměnná *) 

  vystupni := vstupni AND lokalni; 

 END_FUNCTION_BLOCK 

 

 PROGRAM Plcc  

  VAR 

   test1 : FBtest; 

   vysledek : BYTE; 

  END_VAR 

  test1(vstupni := 15); 

  vysledek := test1.vystupni; 

 END_PROGRAM 
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Program 

Program představuje „hlavní program“. Samozřejmě obsahuje statickou 

paměť, stejně jako funkční blok. Navíc oproti funkčnímu bloku umožňuje defi-

novat provázání proměnných na  fyzické adresy (například vstupy a výstupy 

PLC nebo vnitřní proměnné PLC – v programovatelných automatech Teco jsou 

uloženy v registru S). 

 

Snad ještě závěrem je dobré říci, že z programu můžeme volat funkční 

blok i funkci. Z funkčního blok je možno volat funkční blok. Je však zakázáno 

volání sebe sama, případně zprostředkované volání sebe sama přes jiný funkční 

blok. Jinými slovy není dovoleno rekurzivní chování algoritmu a je potřeba jej 

obejít například použitím cyklů. Z funkce je možno volat jen funkci (opět bez 

rekurze). Tím je dána jistá hierarchie v níž je nejvýše program pod ním funkční 

blok a poslední je funkce. 

4.3. Datové typy a proměnné 

K ukládání dat v programu, funkčním bloku i ve funkci slouží proměn-

né. Norma definuje několik základních datových typů a striktně mezi nimi roz-

lišuje. Základní datové typy shrnuje následující tabulka: 

 

ANY 
ANY_BIT ANY_NUM ANY_DATE  

 ANY_INT ANY_REAL   
BOOL INT UINT REAL DATE TIME 
BYTE SINT USINT LREAL TIME_OF_DAY STRING 

WORD DINT UDINT  DATE_AND_TIME  
DWORD LINT ULINT    
LWORD      

Tab. 4-2 Základní datové typy 

 

Části tabulky pod klíčovými slovy ANY_* slouží k obecné identifikaci 

daných typů proměnných. Tak například operace sčítání (ADD, +) je definová-
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na pro proměnné typu ANY_NUM. Nikoli pro proměnné typu ANY_BIT. Proto 

pokud chceme sečíst 2 čísla typu BYTE je potřeba je nejprve přetypovat (např. 

pomocí BYTE_TO_INT), poté sečíst a provést zpětnou konverzi. Norma nám 

tedy neumožňuje automatickou konverzi mezi datovými typy a je jí vždy zapo-

třebí explicitně uvádět. 

Ze základních datových typů norma umožňuje vytvářet odvozené složi-

tější datové typy jako struktury, výčtové typy nebo pole. 

 

 TYPE 

  LongFloat : LREAL; 

  Floatpoint : LongFloat;  (* odvozeny datový typ, shodný s LREAL *) 

  TrueBool : BOOL := TRUE;  (* odvozený typ s počátecní podmínkou *)  

  Pole : ARRAY [1..10] OF INT;  (* pole *) 

  Struktura  

   STRUCT 

    Hodnota : INT; 

    Barva   : (cerna, bila, seda); (* výčtový typ *) 

   END_STRUCT; 

 END_TYP 

 

Zápis je velice podobný formě známé z jazyka PASCAL. Naproti tomuto 

jazyku však norma neumožňuje vytváření ukazatelů a s tím i dynamických pro-

měnných. 

Při deklaraci proměnných je možno změnit počáteční hodnotu, případně 

nastavit některou z následujících vlastností: 

• RETAIN – zálohování baterií 

• CONSTANT – konstantní hodnota (není možno ji v programu 

měnit) 

• R_EDGE – náběžná hrana 

• F_EDGE – sestupná hrana 

• READ_ONLY – pouze pro čtení 
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4.4. Programovací jazyky dle normy IEC 61131.3 

Jak bylo napsáno v úvodu této kapitoly popisuje norma 4 programovací 

jazyky. Jedná se o jazyky: 

Textové jazyky: 

• IL – instruction list – jazyk instrukcí 

• ST – structured text – jazyk strukturovaného textu 

Grafické jazyky: 

• LD – ladder diagram – jazyk kontaktních schémat 

• FBD – function block diagram – jazyk funkčního blokového sché-

matu 

Jazyk IL je jazykem nejbližším asembleru. Proto i překlad vyšších jazyků 

často probíhá nejprve přes překlad do IL a poté do kódu PLC.  V jazyce IL je na 

každé řádce zapsán vždy jeden příkaz ( případně i s operandem).  

Vyšším textovým jazykem je jazyk strukturovaného textu (ST). Tento ja-

zyk je velice podobný jazyku PASCAL. Umožňuje nám snadno zapisovat vět-

vení programu, cykly nebo složitější logické výrazy. Tím se kód programu vý-

razně zpřehlední. 

Jazyky LD a FBD jsou jazyky grafickými a umožňují nám graficky zná-

zornit vazby mezi proměnnými, logické výrazy, atd.  
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5. Implementace neuronových sítí v PLC 

Úkolem této práce bylo nejen ověřit využitelnost některých systémů 

umělé inteligence v PLC, ale především možnost implementovat tyto systémy v 

PLC. V této kapitole se budeme zabývat překladem naučených neuronových 

sítí z prostředí MATLAB do jazyka strukturovaného textu podle normy IEC 

61131.3 popsaného v předcházející kapitole. Nejprve si projdeme strukturu ob-

jektu neuronové sítě vytvořené v prostředí MATLAB a zdůrazníme prvky, kte-

ré jsou pro nás důležité při převodu do PLC. Poté si popíšeme strukturu funkč-

ního bloku, který bude v PLC reprezentovat neuronovou síť. Ukážeme si algo-

ritmus překladače, jehož vstupem je objekt neuronové sítě a výstupem funkční 

blok v jazyce strukturovaného textu. A nakonec se podíváme na výpis progra-

mu jednoduché neuronové sítě v jazyce strukturovaného textu. 

5.1. Struktura objektu neuronové sítě v prostředí MATLAB 

Objekt neuronové sítě v prostředí MATLAB je velice komplexní. Popisu-

je samozřejmě vnitřní strukturu neuronové sítě, ale též použitou trénovací 

funkci, funkci pro určení chyby učení, cíl učení (maximální velikost chyby), 

maximální počet učebních epoch a další parametry potřebné především pro 

trénování sítě. Způsob učení (trénování) neuronové sítě pro nás při překladu do 

jazyka strukturovaného textu není důležitý a proto se zde nebudeme těmito 

parametry podrobněji zabývat. Objekt neuronové sítě neklade ani žádné speci-

fické nároky na uspořádání sítě. Doslova může být propojen každý neuron 

s každým. To je vhodné například u asociativních pamětí, Hopfieldových sítí 

nebo celulárních sítí. Propojení jsou reprezentována maticově. Například v 

net.layerConnect je uloženo, zda-li jsou vrstvy propojeny. Pokud se na pozici (i,j) 

nachází jednička, znamená to, že do vrstvy i je na vstup některého jejího neuro-

nu připojen výstup některého neuronu vrstvy j. V matici net.LW{i,j} poté na-

jdeme hodnoty vah propojení těchto neuronů. V neuronové síti se mohou obje-
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vovat smyčky a dokonce výstup neuronu může být přiveden opět na jeho 

vstup. To je však matematicky neřešitelné a je zapotřebí zavést zpoždění. I s tím 

se ale v objektu počítá. Vidíme, že jen prvky objektu popisující strukturální 

uspořádání jsou značně složité a to jsme ani nezačali s parametry pro trénování 

sítě. Čtenáře, který by se chtěl o tomto objektu dozvědět více, odkazuji na [9]. A 

my se nyní podíváme podrobněji na některé parametry struktury neuronové 

sítě a uvedeme si také několik omezení, s kterými budeme při překladu do ja-

zyka strukturovaného textu muset počítat. 

 

5.2. Export z prostředí MATLAB 

Protože export celé škály neuronových sítí popsaných objektem 

v prostředí MATAB by byl velice náročný a v PLC jen těžko využitelný, byl ex-

port zjednodušen pouze na dopředné sítě bez zpoždění. 

Při exportu neuronové sítě budou pro nás nejdůležitější prvky objektu 

neuronové sítě (net) popsané v Tab. 5-1 na následující stránce. Některé prvký 

objektu neuronové sítě jsou opět objekty a proto jsou jejich důležité prvky opět 

rozepsány. 

Pro export můžeme zvolit dvě cesty. První z nich je vytvoření funkčního 

bloku neuronové sítě v jazyce ST přímo v prostředí MATLAB. Druhou možnos-

tí je export potřebných parametrů (viz Tab. 5-1) do souboru a jeho následné 

zpracování a vytvoření funkčního bloku neuronové sítě v jazyce ST. 
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net.numLayers udává počet vrstev neuronové sítě (nepočítá se 

vstupní vrstva) 

net.inputs sdružuje parametry o jednotlivých vstupech 

 net.inputs.size počet prvků vstupujících do vstupní vrstvy 

net.outputs sdružuje parametry o výstupech z jednotlivých 

vrstev 

 net.outputs.size počet prvků vystupujících z dané vrstvy 

net.layers sdružuje parametry o dané vrstvě 

 net.layers.size počet neuronů dané vrstvy 

 net.layers.transferFcn zobrazení použité v neuronech dané vrstvy 

net.IW určuje vstupní váhy ve vstupní vrstvě 

net.LW určuje váhy vstupů v jednotlivých vrstvách 

net.b prahové hodnoty jednotlivých neuronů 

Tab. 5-1 Popis objektu neuronové sítě 

5.2.1. Přímý překlad z prostředí MATLAB 

Při přímém překladu vycházíme přímo z objektu neuronové sítě naučené 

v prostředí MATLAB. Přímý překlad má své výhody, ale i nevýhody. Mezi vý-

hody patří snadné zpracování objektu neuronové sítě a snadná algoritmizace 

přímo v MATLABu. Nevýhodou je malá robustnost, omezujeme se zde na neu-

ronové sítě naučené pouze v prostředí MATLAB. Pokud se struktura objektu 

neuronové sítě v prostředí MATLAB v budoucnu změní budeme nuceni celý 

algoritmus překladu znovu přepsat. 
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5.2.2. Překlad přes XML soubor 

Pokud budeme chtít vytvářet neuronové sítě v jiném programu než 

MATLAB, budeme nuceni napsat vlastní překladač neuronové sítě do jazyka 

ST. Nabízí se však možnost exportovat neuronovou síť do některého ze stan-

dardizovaných typů souboru a ten poté použít jako základ pro překlad do jazy-

ka ST. 

Vytváření vlastní struktury a oddělení jednotlivých prvků v souboru by 

byla poměrně náročná práce a navržený formát výstupních dat by bylo obtížné 

dále rozšiřovat. I pro jeho zpracování by bylo nutné vytvořit speciální program. 

Zdá se tedy, že překlad přes externí soubor by sebou přinesl více nevýhod než 

výhod. Problém vyřešíme použitím XML – technologie ukládání a výměny dat. 

XML – eXtensible Markup Language je dnešním standardem pro uklá-

dání, popis a sdílení dat. O XML se již hodně napsalo a jeho podstata je dobře 

známá, proto jen ve stručnosti. XML je jazykem tagů, ovšem tagy nejsou pře-

dem definovány (oproti HTML – Hyper Text Markup Language – kde defino-

vány jsou!) a vytváří si je uživatel sám. Tagy jsou strukturovány do přísné stro-

mové struktury a poskytují tak vhodnou základnu pro ukládání složitých dat. 

Více informací najdeme např. v [10]. 

Protože prostředí MATLAB v současné době nepodporuje export pro-

měnných do XML, musíme provést export manuálně. Můžeme rekurzivně pro-

jít celou strukturu objektu neuronové sítě a pro každý prvek vytvořit vlastní tag 

a XML soubor tak strukturovat. Narazíme však na problém reprezentace objek-

tů funkcí a složených polí v XML. Objekty funkcí nemůžeme uložit vůbec a slo-

žené pole jsou zbytečně velká. Výsledný soubor by tak nakonec obsahoval zby-

tečně mnoho dat neužitečných pro překlad do ST. Exportní XML soubor proto 

vytvoříme pouze z dat uvedených v úvodu této podkapitoly a shrnutých v Tab. 

5-1. Výsledný XML soubor pro síť s 2 vstupy, 1 výstupem a 1 vnitřní vrstvou se 

3 neurony může vypadat například takto: 
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<?xml version="1.0" ?>  

<network> 

 <insize>2</insize> 

 <outsize>1</outsize> 

 <maxsize>3</maxsize> 

 <IW> 

  <layer> 

   <typ>tansig</typ> 

   <neuron> 

    <input>0.1501982874</input> 

    <input>-0.128997963</input> 

    <bias>-1.979898987</bias> 

   </neuron> 

   <neuron> 

    <input>0.02862604028</input> 

    <input>0.195909545</input> 

    <bias>1.979898987</bias> 

   </neuron> 

  </layer> 

 </IW> 

 <LW> 

  <layer> 

   <typ>tansig</typ> 

   <neuron> 

    <input>2.284110736</input> 

    <input>-0.8141487241</input> 

    <bias>-2.424871131</bias> 

   </neuron> 

   <neuron> 

    <input>-1.995188703</input> 

    <input>1.37812265</input> 

    <bias>0</bias> 

   </neuron> 

   <neuron> 

    <input>2.424579255</input> 

    <input>0.03762228036</input> 

    <bias>2.424871131</bias> 

   </neuron> 

  </layer> 

  <layer> 

   <typ>purelin</typ> 

   <neuron> 

    <input>0.4189427854</input> 

    <input>-0.1422152693</input> 

    <input>-0.3907652663</input> 

    <bias>-0.6206925049</bias> 

   </neuron> 

  </layer> 

 </LW> 

</network> 
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První řádek výpisu je povinná hlavička XML souborů, následuje povinný 

kořenový tag jehož vnořené tagy jsou již volitelné. První tři z nich jsou redun-

dantní a informace v nich obsažená by se dala získat z ostatních dat. Informace 

je tedy redundantní, ale je zde z důvodů zvýšení rychlosti. Kvůli zjištění zá-

kladních parametrů sítě nemusíme procházet celou strukturu XML dokumentu. 

Pro překlad z XML souboru do jazyka ST již můžeme využít náš oblíbe-

ný programovací jazyk s podporou XML (nebo si knihovnu s funkcemi pro 

zpracování XML dokumentů můžeme pro většinu jazyků získat na internetu). 

Druhou a značně elegantnější metodou je využití XSL. Standard XLS slouží k 

transformacím XML dokumentů. Jedná se o velice sofistikovanou, ale bohužel 

také složitou rodinu jazyků. Do rodiny XSL patří: 

XSL Transformation (XSLT) – slouží k přeměně XML dokumentu na jiný 

dokument (nejčastěji opět XML dokument, ale to není podmínkou) 

XML Path Language (XPath) – jazyk používaný XSLT pro přístup a na-

vigaci po XML dokumentu 

XSL Formatting Objects (XSL-FO) – zabývá se formátovací sémantikou, 

vzhledem výsledného dokumentu 

XSL-FO necháme stranou protože nás vzhled (velikost stránky, odsazení, 

font…) výsledného programu neuronové sítě v jazyce ST nezajímá a budeme se 

soustředit především na XSLT a XPath. Jazyk XSLT je psán v XML s již přesně 

definovanými tagy s určitou funkcí. Bližší informace o XSL jsou např. v [11]. 

Pro následné zpracování pomocí XSL (XSLT) využijeme utilitu firmy 

Microsoft – msxsl.exe, která je volně dostupná na stránkách firmy Microsoft 

(utilita vyžaduje nainstalovaný .NET Framework verze 1.1). 

Celý XSLT kód převádějící neuronovou síť uloženou v XML souboru je 

uveden v příloze této práce. Protože struktura neuronové sítě v XML je stále 

stejná i pro různé velikosti sítí i různé váhové funkce neuronů, využijeme 

v XSLT pouze jednu šablonu pro celý dokument. U větších a složitějších doku-

mentů je vhodné vytvořit samostatné šablony pro jednotlivé části dokumentu, 
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to ale v našem případě není nutné. Podstatou celé šablony je několik cyklů, kte-

ré procházejí nejprve vstupní vrstvu a následně všechny vnitřní vrstvy až po 

vrstvu výstupní. 

 

<xsl:for-each select="network/LW/layer"> 

... 

</xsl:for-each> 

 

Každou vrstvu opět projdeme dalším obdobným cyklem neuron po neu-

ronu a pro každý vytvoříme ST kód. Abychom v PLC ušetřili paměť používáme 

k předávání dat mezi vrstvami jen 2 pole (layer1 a layer2). Vezmeme tedy 

vstupní data vstupující do neuronové sítě a výstup z vstupní vrstvy uložíme do 

layer1. Layer1 potom vezmeme jako vstup do další vrstvy a výsledek uložíme 

do layer2, atd. Ještě než začneme procházet neurony je proto potřeba určit, zda-

li procházíme lichou nebo sudou vrstvu. To proto, že v ST kódu výstup 

z vstupní vrstvy uložíme do proměnné layer1, v druhé vrstvě bereme jako 

vstup layer1 a výstup uložíme do layer2, ve třetí vrstvě je vstupem layer2 a vý-

stup ukládáme do layer1, atd. K rozlišení procházené vrstvy užijeme funkci 

position() z XPath, která nám říká, kolikátá je to položka v dané větvi XML 

stromu. A jelikož chceme výstup poslední vrstvy uložit do proměnné vystup 

musíme ještě použít XML instrukci <xsl:variable name="jmeno" se-

lect="hodnota">, do které uložíme jméno výstupní proměnné (layer1, layer2, 

vystup). 

Výsledný XSLT kód se nakonec skládá z 2 vnořených cyklů a několika 

podmínek rozlišujících o jakou vrstvu se jedná. Na první pohled může být vý-

sledný kód možná méně přehledný než kód napsaný například v jazyce C++, 

Java nebo v prostředí MATLAB. Nabízí nám však několik výhod, mezi něž pat-

ří především snadná rozšiřitelnost i naprostá nezávislost na platformě. 
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5.3. Blok neuronové sítě v ST 

5.3.1. Rozhraní funkce 

Výsledný kód neuronové sítě v jazyce ST je vhodné vložit do bloku 

s definovaným vstupním a výstupním rozhraním. Takovýto blok je poté možno 

použít několikrát, přičemž jednotlivé instance tohoto bloku jsou na sobě nezá-

vislé. Vytvoření bloku je v jazyce ST možno provést pomocí funkce nebo funkč-

ního bloku. Protože budeme implementovat malé neuronové sítě jejichž výpo-

čet bude podstatně kratší než doba cyklu automatu PLC, vystačíme s funkcí. 

Funkčního bloku by bylo možno využít pro implementaci velkých neurono-

vých sítí jejichž výpočet by byl příliš časově náročný a bylo by jej potřeba rozdě-

lit do několika cyklů automatu. Při výpočtu bychom poté využili schopnost 

funkčního bloku pamatovat si stav vnitřních proměnných. 

Do rozhraní funkce stačí zahrnout informace o vstupu a výstupu. Veli-

kost a vnitřní uspořádání neuronové sítě jsou z pohledu uživatele funkce ne-

podstatné. 

 

 

 

 

 

 

 

 

Obr. 5-1 Rozhraní funkce 

 

V ST si proto nejprve vytvoříme datové typy Tvstup a Tvystup, které 

využijeme při definici funkce. 

 

 

 

NEURONOVÁ 

SÍŤ 
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(* --TYP-- *) 

TYPE 

  Tvstup : ARRAY [1..n] OF REAL; 

  Tvystup : ARRAY [1..m] OF REAL; 

END_TYPE 

 

(* --FUNKCE-- *) 

FUNCTION neuronovasit : Tvystup 

  VAR_INPUT 

    vstup : Tvstup; 

  END_VAR 

 

  . 

  . 

  . 

 

END_FUNCTION;   

(* --KONEC FUNKCE-- *) 

 

Vlastní kód pro výpočet neuronové sítě je „jen sčítáním a násobením“ s 

výsledným průchodem nelineární funkcí. Pro každý neuron vezmeme jeho 

vstupy a vynásobíme je příslušnými váhami a výsledky sečteme. K součtu při-

čteme ještě prahovou hodnotu (bias) a na celý součet aplikujeme nelineární vý-

stupní zobrazení neuronu. Výsledek uložíme jako vstup do další vrstvy nebo 

v případě poslední vrstvy jej uložíme do výstupní proměnné neuronové sítě. 
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(* --VSTUPNI VRSTVA-- *) 

   

suma :=  vstup[1] * (-0.1308) +  vstup[2] * (0.1487) + 1.0 * (1.98) 

layer1[1] := 2.0/(1.0+exp(-2.0*suma))-1.0;  

   

suma :=  vstup[1] * (0.06679) +  vstup[2] * (-0.1864) + 1.0 * (1.98) 

layer1[2] := 2.0/(1.0+exp(-2.0*suma))-1.0;  

   

(* --VNITRNI VRSTVA-- *) 

     

suma := layer1[1] * (2.425) + layer1[2] * (0.03762) + 1.0 * (-2.425) 

layer2[1] := 2.0/(1.0+exp(-2.0*suma))-1.0; 

   

suma := layer1[1] * (-1.209) + layer1[2] * (2.102) + 1.0 * (0) 

layer2[2] := 2.0/(1.0+exp(-2.0*suma))-1.0; 

   

suma := layer1[1] * (2.371) + layer1[2] * (-0.5081) + 1.0 * (2.425) 

layer2[3] := 2.0/(1.0+exp(-2.0*suma))-1.0; 

 

. . . 

  

(* --VYSTUPNI VRSTVA-- *) 

     

suma := layer2[1]*(-0.3908)+layer2[2]*(-0.6207)+layer2[3]*(-

0.6131)+1.0*(0.3644) 

vystup[1] := suma; 

5.4. Ukázka použití v prostředí Mosaic 

V předchozích odstavcích jsme si ukázali jak natrénovat a jak implemen-

tovat neuronovou síť v jazyce strukturovaného textu. Co můžeme od neurono-

vých sítí očekávat jsme si řekli v kapitole 3. Nyní se podíváme jak je tomu 

v praxi. Z PLC budeme řídit inverzní kyvadla na vozíku. Systém je velice rychlý 

(jak jsme již zmiňovali dříve) a tak jej není možno řídit přímo. Z PLC proto bu-

deme řídit jen zpomalený model. Toto je důležitá věc, kterou si musíme uvě-

domit. S pomocí PLC můžeme řídit pouze pomalé systémy. Řádově by měla být 

nejkratší časová konstanta procesu asi 10x větší než průměrná doba jednoho 

cyklu PLC. Tím máme zaručeno, že PLC stihne v dostatečných intervalech číst 
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vstupy a zapisovat výstupy. Tuto vlastnost PLC se nám nepodaří obejít ani po-

užitím neuronových sítí. 

Protože kyvadlo tuto podmínku nesplňuje, budeme řídit jeho zpomalený 

model. Řízenou soustavu realizujeme a zpomalíme v MATLABu, stejně jako 

tomu bylo při řízení lidským operátorem (viz kapitola 3.4). Programovatelný 

logický automat budeme simulovat ve vývojovém prostředí Mosaic. Takto si-

mulované PLC se chová jako reálné PLC s všemi vlastnostmi a náležitostmi 

(scan vstupů, běh programu, zápis výstupů). Bohužel vývojové prostředí 

Mosaic, pro programovatelné automaty TECO, neumožňuje přímou komunika-

ci s MATLABem a proto jsme nuceni využít prostředníka. Tím je vizualizační 

prostředí Reliance, které využijeme nejen k zobrazování veličin řízeného proce-

su, ale též jako DDE (Dynamic Data Exchange) server umožňující výměnu dat 

mezi MATLABem a Mosaicem. 

5.4.1. DDE 

Komunikační protokol DDE slouží k výměně dat mezi aplikacemi. Apli-

kace může být buď klient nebo server. V našem případě je Reliance DDE server, 

který poskytuje data přečtená z simulovaného PLC a MATLAB vystupuje jako 

DDE klient, který sdílená data může číst i do nich zapisovat. MATLAB je vždy 

ten co žádá o výměnu dat, Reliance sama od sebe nemůže data do MATLABu 

automaticky vyslat (například při změně některé hodnoty přečtené z PLC), ale 

musí vždy vyčkat na žádost MATLABu. 

Pohled na komunikace ze stany MATLABu vypadá asi následovně: 

• MATLAB vytvoří DDE kanál 
channel = ddeinit(’reli_rts’,’DdeServer’) 

channel 
Proměnná MATLABu reprezentující kanál k D-

DE serveru 

reli_rts 
Název serveru aplikace se kterým budeme ko-

munikovat 
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DdeServer Název projektu v Relianci 

 

• Čtení dat 
data = ddereq(channel,’variable’) 

data 
Proměnná v MATLABu do které se uloží data 

přečtená z DDE serveru 

variable Název sdílené proměnné uložené v Relianci 

 

• Zápis dat 
ddepoke(channel,’variable’,value) 

value 
Hodnota kterou chceme zapsat do proměnné 

„variable“ 

 

• Ukončení spojení 
ddeterm(channel) 

 

Vidíme, že protokol nezajišťuje žádnou synchronizaci a proto se o ni mu-

síme postarat sami. To je obzvláště důležité při řízení, mohlo by se totiž stát, že 

si MATLAB vyžádá data v době, kdy je Reliance vyčítá z Mosaicu. Tím bychom 

mohli dostat část dat platných a část dat která ještě nebyla z PLC vyčtena (tedy 

data stará jeden krok). 

5.4.2. Synchronizace a řízení 

Největší problém, který nás při realizaci v PLC potká je synchronizace. 

Situaci výrazně ztěžuje to, že každá smyčka v PLC může být různě dlouhá. Na-

víc i simulace v MATLABu neumožňuje přesný běh v reálném čase. Zjednodu-

šeně řečeno MATLAB i MOSAIC běží každý jinak rychle, to znamená, že zatím-

co v simulovaném PLC uběhne jedna vteřina, může se řízená soustava v 

MATLABu pohnout o vteřiny dvě. Obě simulace je proto nutné synchronizovat. 
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Připomínám, že v reálném provozu by tato situace nenastala (PLC i řízený pro-

ces běží oba v reálném čase).  

Jednu stranu si musíme zvolit jako referenční a rychlost běhu druhé stra-

ny průběžně přizpůsobovat. Ze dvou možností se jako výhodnější jeví zvolit 

jako referenční model v MATLABu. Na první pohled se takto zvolený přístup 

může jevit jako méně výhodný, například proto, že PLC neobsahuje instrukce 

čakání (pause) nemůžeme tedy jeho běh zpomalit. Pokud si ale uvědomíme, jak 

jsme trénovali neuronovou síť a jaká data do ní vstupují, poznáme, že nepotře-

bujeme PLC zpomalovat, pouze jej necháme provádět smyčky „naprázdno“, 

tedy bez akčního zásahu. Připomeňme si: 

 

Vstupy při učení neuronové sítě: 

• minulé úhly a současný úhel vychýlení kyvadla 

• minulé a současná poloha vozíku 

• minulé hodnoty řízení – napětí motoru 

 

Výstupem z neuronové sítě je: 

• současná hodnota řízení – napětí motoru 

 

Přitom vstupy i výstup byly při učení vzorkovány každých 0,01s. Stejnou 

periodu tedy musíme použít i pro řízení soustavy. Výhodou neuronové sítě je 

schopnost generalizovat a tak nám nevadí pokud nebude vzorkování úplně 

přesné (dostačující je i interval vzorkování v rozmezí 0,005s – 0,02s). Samozřej-

mě při nepřesném vzorkování dostaneme horší průběh řízených veličin (polohy 

vozíku a vychýlení kyvadla). 

Z MATLABu tedy budeme předávat informace o čase běhu simulace a 

pokud běh simulace překročí násobek 0,01s, přečteme data z MATLABu a vy-

počítáme akční zásah. Ještě přidáme jeden semafor (logickou proměnnou), která 
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zabrání MATLABu zapsat data v době, kdy jsou čtena programovatelným lo-

gickým automatem.  

5.4.3. Ukázka vizualizace 

Vizualizace řízeného procesu byla realizována, jak již bylo řečeno dříve, 

ve vizualizační prostředí Reliance. Z vizualizace je možno ovládat následující 

prvky modelu soustavy v MATLABu: 

• Rychlost simulace 

• Spouštění, pozastavení a reset simulace 

Na vizualizační obrazovce máme dále k dispozici informace o aktuálním 

akčním zásahu, poloze vozíku a výchylce kyvadla. Na obrazovce jsou také 2 

grafy zobrazující průběh polohy vozíku a výchylky kyvadla v závislosti na ča-

se. 

Soubory vizualizace i s ukázkami průběhu řízení zobrazeného ve vizua-

lizaci lze nalézt na přiloženém CD. 
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6. Genetické algoritmy 

Součástí zadání bylo také analyzovat možnosti implementace genetic-

kým algoritmů v PLC. Nezůstalo však jen u analýzy, ale došli jsme až k vlastní 

realizaci genetických algoritmů v PLC. Realizace sebou přinesla řešení někte-

rých klíčových problémů vycházejících ze samotné podstaty PLC, o kterých se 

podrobněji zmíníme v následujících podkapitolách. Nyní se podíváme na zá-

klady genetických algoritmů obecně (podrobnější informace v [12]). 

Genetické algoritmy se řadí do třídy evolučních algoritmů a jsou stejně 

jako neuronové sítě inspirovány skutečnými živými organismy. Podobně jako 

v přírodě i v genetických algoritmech se jedinci snaží co nejlépe přizpůsobit 

daným podmínkám. Celý proces můžeme označit jako hledání optima ve sta-

vovém prostoru. Zatímco pro malé prostory je možno řešení najít hrubou silou 

neboli otestováním všech možností, pro větší prostory je to již neproveditelné 

(především kvůli časové náročnosti). Pro prohledávání větších prostorů se tak 

musejí použít postupy, které usnadňují hledání nebo zmenšují prohledávaný 

prostor. Tyto metody se nazývají heuristiky. Genetické algoritmy v sobě kom-

binují oba přístupy. Na jedné straně náhodně vybíráme a generujeme jedince 

daného prostoru, na straně druhé používáme i heuristiky při jejich křížení a 

výběru nejlepších jedinců. Další odlišností u genetických algoritmů je, že nepo-

užíváme pro prohledávání jen jediného jedince, jehož vlastnosti neustále vylep-

šujeme, ale stavový prostor prohledáváme celou skupinou jedinců – populace. 

Tato skupina jedinců se v čase mění a proto když mluvíme o populaci 

z časového hlediska označujeme ji jako generace. 

Změny probíhající v dané generaci nad jejími jedinci jsou také inspirová-

ny živými organismy. Jde zejména o selekci, změnu (obvykle křížení), mutaci. 

Formální zápis genetického algoritmu vystihuje Obr. 6-1. 
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G = inicializace generace; 

ohodnocení jedinců; 

while not test_ukončení do 

 G = selekce jedinců; 

 G = změna jedinců (křížení, mutace); 

 G = mutace; 

 ohodnocení jedinců; 

end 

Obr. 6-1 Formální tvar GA  

 

Algoritmus začíná vygenerováním prvním generace – inicializace gene-

race. První generace může být vybrána zcela náhodně a tak tomu bývá u větši-

ny případů, ale náhodnou volbou nejsme omezeni. Pokud máme informace o 

daném typu úlohy, které nám umožní vybrat „lépe“ počáteční generaci nic nám 

v tom nebrání. 

Po vygenerování následuje ohodnocení jedinců dané generace. Ohodno-

cením je myšleno určení kvality jedinců podle zadaných kritérií. Kritérium bývá 

většinou jen jedno protože nám pak umožňuje lépe porovnat jedince mezi se-

bou. Spolu s ohodnocením se také určují některé statistické veličiny o populaci. 

Selekce je přirozeným Darwinovským výběrem nejsilnějších jedinců 

v dané generaci. Jedinci, kteří mají nejlepší ohodnocení tak mají největší šanci 

na přežití. Operátor selekce je důležitým prvkem GA, ale bez operátoru změn 

by nebyl příliš užitečným. Opakovaným používáním operátoru selekce (bez 

uplatnění změn) by po nějakém čase byly všichni jedinci generace stejní. 

Abychom dosáhli lepších řešení (lepších jedinců), než jaké jsme získali 

při inicializaci, je nutné také jedince nějakým způsobem modifikovat. K tomu 

slouží operátor změny. Rozlišujeme většinou 2 základní typy: 

• křížení, 

• mutace. 
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Operátorů křížení i mutace existuje mnoho druhů, závisí například na 

druhu reprezentace jedince, velikosti populace atd. Křížení je operací snažící se 

z již exitujících jedinců vytvořit jedině nové na základě údajů obsažených 

v těchto jedincích. Naproti tomu mutace je prvek ryze náhodný, který ovlivňuje 

vždy jen jednoho jedince. Mutace je výrazně závislá na způsobu implementace 

jedinců v generaci. V implementační části se budeme zabývat tzv. standardními 

genetickými algoritmy (SGA), kde je také možno nalézt přesnější popis operáto-

rů křížení a mutace v SGA. 

6.1. Implementace GA v PLC 

Pro implementaci GA v PLC byl použit opět jazyk ST popsaný v kapitole 

4. Cílem bylo navrhnout algoritmus, který by dokázal počítat GA a byl zároveň 

co nejvíce rozšiřitelný. Při analýze musíme vyjít hned z několika omezení. Na-

příklad v PLC není možno vytvářet dynamické proměnné, nebo předávat od-

kaz na funkci. Dále všechna jména POU (viz kap. 4) jsou známá v celém pro-

gramu, není tedy možné vytvářet zaobalení tak jak to známe z objektů (v objek-

tech je možné vytvořit privátní funkce jen pro „vnitřní“ použití, které nejsou 

viditelné zvenčí, to nám ale norma IEC 61131.3 neumožňuje). Dalším význam-

ným omezením je hierarchičnost POU, z funkce totiž nemůžeme volat funkční 

blok a proto i na místech, kde by bylo logické využití funkce budeme nuceni 

použít funkční blok. 

Cílem implementace bylo podtrhnout cykličnost genetických algoritmů. 

Cykličností je myšleno střídání generací. A když vezmeme v úvahu jak probíhá 

program v PLC tak je spojení nasnadě. Spojení cyklického vývoje generací s 

cykly PLC je hlavní výhodou implementace a výrazně usnadňuje rozdělení 

programu do částí. 

Druhým cílem je navrhnout univerzální blok snadno modifikovatelný 

pro řešení jiné úlohy. Jediným takovým blokem, který norma IEC 61131.3 po-

skytuje je funkční blok. 
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6.1.1. Generování náhodných čísel v PLC 

Dříve než začneme s vlastní implementací GA, je nutno si uvědomit je-

den velice významný problém a to generování náhodného čísla. Tato ač na prv-

ní pohled triviální věc je v PLC záludným oříškem. PLC samo o sobě žádnou 

instrukcí rand nedisponuje. Je proto nutné si tuto instrukci naprogramovat. 

Algoritmy pro generování náhodných čísel vycházejí z násobení a dělení vel-

kých čísel, řádově 232. Násobení dvou takových čísel v PLC, je možné pouze 

v plovoucí desetinné čárce a pokud je jako výsledek bráno číslo x mod 232 tak 

algoritmus selhává. Dalším prvkem je iniciační číslo daného algoritmu (algo-

ritmy jsou samozřejmě deterministické a na zvolené počáteční číslo poskytují 

sadu náhodných čísel, kdy tato sada bude pro stejné iniciační číslo stále stejná). 

V počítači se obvykle volí aktuální čas a datum. V PLC jsem jako dobré iniciační 

číslo zvolil registr %S5, což je čítač desítek milisekund reálného času. Zprvu 

jsem si myslel, že čtení tohoto údaje a jeho částečnou transformací získám ná-

hodné číslo. Bohužel poněkud překvapivé bylo, že se hodnota registru %S5 

v průběhu cyklu nemění. Proč je však zřejmé. Známou a základní vlastností 

PLC je cykličnost. Na začátku (konci) každé smyčky se přečtou (zapíší) vstupní 

(výstupní) hodnoty z (na) vstupních (výstupních) rozhraní PLC. To stejné 

ovšem platí i pro systémový registr S. Máme tedy k dispozici pouze jednu do-

statečně náhodnou hodnotu pro jeden cyklus PLC. To je zřejmě málo pokud 

bychom chtěli vygenerovat populaci 100 náhodných jedinců. Celou situaci jsem 

obešel vygenerováním 400 náhodných čísel v MATLABu. Tato čísla jsem v PLC 

uložil do pole v rámci funkčního bloku rand. Generování náhodných čísel tak 

vypadá následovně. Po zavolání funkčního bloku se přečte hodnota registru 

%S5 a k ní se přičte počet volání funkčního bloku. Zde vidíme vlastnost funkč-

ního bloku popisovanou v kapitole 4, funkční blok má schopnost uchovávat 

hodnotu proměnné mezi voláními a toho využíváme k inkrementaci vnitřní 

proměnné počítající počet volání funkčního bloku. Náhodnost takto generova-
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ných čísel je dostatečná i když pro genetický algoritmus, který je založen pře-

vážně na náhodných číslech by bylo možno tímto směrem zaměřit ještě další 

úsilí. 

6.1.2. Inicializace generace 

Prvním krokem algoritmu je vygenerování první generace. Protože 

v PLC není možno vytvářet dynamické proměnné, musí být velikost populace 

předem známa. To je výrazné omezení, které nelze snadno obejít. Bohužel se mi 

nepodařilo ani najít možnost definovat konstantu. Konstantou zde myslím kon-

stantu z obdobné deklarace jako v jazyce C: 

#define   jedincu_v_generaci  10 

 

Tedy konstanty, kterou překladač (přesněji preprocesor) vezme a dosadí 

na všechna místa výskytu v kódu. To je značné omezení, protože bychom počet 

jedinců v generaci museli dosazovat do všech cyklů, kde nějakou operaci pro-

vádíme nad všemi prvky z dané generace. Toto omezení se mi podařilo obejít 

alespoň částečně vytvořením datového typu a dále vytvořením proměnné 

s kvalifikátorem CONSTANT, kterou poté dále předáváme jako parametr funk-

cí a funkčních bloků (bohužel tuto proměnnou není samozřejmě možno použít 

v definici typu). Velikost populace je tak nutno zadávat na dvou místech – 

v definici typy a v deklaraci konstanty. 

Při inicializaci narazíme ještě na jedno omezení ze strany PLC. V jazyce 

ST (a nejen v něm – takto vlastnost je obecná pro normu IEC 61131.3) jsou strikt-

ně rozlišovány typy proměnných. Proto pokud jednou určíme, že jedinci budou 

reprezentováni jako INT, musíme to všude dále v programu respektovat a 

program tomu přizpůsobit. Není bohužel možné programovat přetížené funkce 

nebo funkční bloky. To by do jisté míry značně usnadnilo přetypování a další 

nezbytné operace s daty. Bohužel toto není možné a proto je typ jedinců 

generace striktně dán. 
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Na závěr ještě dodám, že je nutno funkci inicializace generace implemen-

tovat jako funkční blok ačkoli není nutno ukládat žádné vnitřní proměnné. Dů-

vodem je volání funkčního bloku pro náhodná čísla a jak je uvedeno v úvodu 

této kapitoly, není možno volat funkční blok z funkce. 

6.1.3. Ohodnocení a selekce jedinců 

Dalším prováděným úkonem v GA je ohodnocení jedinců. To slouží 

k tomu abychom určili, který jedinec je lepší a který horší. Toto hodnocení ná-

sledně použijeme k výběru jedinců pro další generaci. Například pokud pomocí 

GA ladíme parametry regulátoru, může být hodnotící funkcí převrácená hod-

nota doby ustálení (převrácená proto, že čím kratší doba tím vyšší hodnota). 

Můžeme ale přidat penalizaci například za překmit, atd. Jediným omezením je 

doba výpočtu, nesmíme zapomínat, že hodnotící funkci budeme v každém cyk-

lu počítat pro každého jedince. 

Cílem selekce jedinců je na základě jejich ohodnocení vybírat jedince pro 

další generaci. V SGA je výběr popsaný tzv. ruletovým kolem. Princip je násle-

dující. Seřadíme jedince sestupně podle ohodnocení (jedinec s nejvyšším ohod-

nocením první). Sečteme všechna hodnocení a uložíme. Poté určíme pravděpo-

dobnosti pro každého jedince tak, že jeho ohodnocení vydělíme součtem. Tím 

prvek s nejvyšším ohodnocením bude mít největší pravděpodobnost výběru. 

Nyní pro každý prvek provedeme následující iterační postup, P(i) = P(i-1) + P(i), 

s tím že začínáme od i = 2 (postup je známý jako kumulativní součet). Poslední 

prvek tak bude mít P(n) = 1. Nyní vygenerujeme náhodné číslo od nuly do jed-

né a jdeme nahoru po vzniklé posloupnosti dokud nenarazíme na číslo větší 

než je námi vygenerované číslo, tím získáme kandidáta pro další generaci. 

Jediným rozšířením SGA implementovaným do PLC je zachování nejlep-

šího jedince do příští generace. Jedinec s nejlepším ohodnocením je automaticky 

překopírován do následující generace beze změny (sám se však podílí i na kří-

žení a mohou z něho vzniknout i další mutovaní jedinci). 
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6.1.4. Změnové operátory 

Ačkoli selekce významně zlepší statistické hodnoty, k řešení samotnému 

nás nedovede. Kromě výběru nejlepších jedinců musíme přistoupit i k změnám 

jedinců. Mohou nám tak vzniknou horší, ale i lepší jedinci a je na selekci, aby 

nám ty horší v příští generaci odfiltrovala. Základní změnové operátory jsou 

křížení a mutace. 

Křížení je procesem v němž kombinujeme 2 jedince (rodiče) a vznikají 

nám (obvykle) 2 potomci. Otázkou je, které jedince vybereme ke křížení a v ja-

kých místech je budeme křížit. Obvykle se jedinci pro křížení vybírají náhodně 

(existují ale i postupy křížení nejlepších s nejslabšími, atd.). Bod křížení je také 

obvykle náhodný. Nejlépe proces křížení vystihuje Obr. 6-2. 

1       0       1       0       0       1       0       0       1       1

*
0       0       0       1       1       0       0       0       0       1

rodičové potomci

0       0       0       1       1       0       0       0       1       1

*
1       0       1       0       0       1       0       0       0       1

 

Obr. 6-2 Křížení jedinců 

Na něm je ukázáno binární křížení. Tedy křížení dvou jedinců uložených 

jako posloupnost bitů. Tak jsou ostatně definováni jedinci v SGA a my se této 

reprezentace jedinců budeme držet. 

Mutace je druhým ze změnových (rekombinačních) operátorů. Pro bito-

vou reprezentaci jedinců je její použití snadné. Náhodně určíme pozici v jedinci 

a s daným bitem provedeme operaci negace viz. Obr. 6-3. 

0       0       0       1       1       0       0       0       0       1

původní jedinec mutovaný jedinec

0 0       0       0       1       1       0       0       0       0       11

 

Obr. 6-3 Mutace jedince 

Vlastní realizace v PLC vyžaduje několik operací s daty. Jde především o 

konverze. Ke křížení a mutacím je vhodné reprezentovat jedince jako binární 

čísla, tedy datové typy BYTE (WORD, atd.). Bohužel nad těmito typy není 
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možné provádět matematické operace jako sčítání, násobení, atd. To značně 

ztěžuje a zpomaluje výpočet hodnotící. Proto čísla reprezentujeme jako datové 

typy INT a konverzi na binární typ provádíme jen před křížením nebo mutací. 

Pro mutaci jsem chtěl využít standardní funkce expt definované v normě – 

expt(2,3) = 23. Například mutace na páté pozici je x xor expt(2,4). 

Funkce je podle normy definována pro datové typy ze skupiny ANY_NUM, 

v PLC Tecomat bohužel nefunguje a hlásí chybu již při překladu. Na chybu 

jsem firmu Teco upozornil, ale nedostal jsem zatím žádnou odpověď. 

6.1.5. Implementované verze GA 

Protože není možné vytvářet dynamické proměnné ani přetěžovat funk-

ce byl jsem nucen vytvořit 2 varianty GA. První varianta je méně náročná na 

paměť, má však významné omezení přesnosti na 8bitů. Jedinec tak může nabý-

vat hodnot například od 0 do 255 odstupňovaných po jedné. 

Druhá varianta umožňuje maximálně 32 bitové rozlišení. Přičemž toto 

rozlišení je volitelné. Na jedince můžeme klást další omezení. Například je 

možno určit, že jedinec bude v rozsahu 15 až 50 s přesností 15bitů (215 = 32768 

možností). Budeme tak testovat jedince 15 až 50 s krokem (50-15)/(215-1)= 

0,001068. 

To nám umožňuje nalézt řešení na daném intervalu se zvolenou přesnos-

tí. Samozřejmě čím větší volíme přesnost tím déle bude výpočet trvat. Paměťo-

vá náročnost však zůstává stejná, protože jedinci jsou v paměti stále uloženi 

jako 32 bitová čísla, pouze se horní část nad zvolenou bitovou přesností ignoru-

je. 

Z [12] jsme převzali ukázkový příklad na hledání maxima funkce jedné 

proměnné. Jedná se o funkci: 

 )02.0cos(05.01)( xxxf π++= . (15) 
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Hledáme maximum této funkce na intervalu 0 až 127. Přičemž pro celá čísla 

maximum funkce nabývá pro x = 115 a f(115) = 7,3378. Průběh řešení v PLC je 

zobrazen na následujícím obrázku. 
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Obr. 6-4 Vývoj nejlepšího jedince GA v čase 

Protože je úloha velice jednoduchá je řešení nalezeno už ve čtvrté gene-

raci. Jednotlivé generace jsou viditelné jako schody v grafu. V grafu je také zob-

razena střední hodnota testovaných jedinců. 
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7. Závěr 

Cílem práce bylo implementovat v PLC některé prvky umělé inteligence. 

Hlavní důraz byl kladen na implementaci neuronových sítí. Nejprve se bylo 

nutno seznámit s MATLAB Neural Network Toolboxem a v něm navrhnout a 

naučit neuronové sítě. Navrženy byly neuronové sítě ve funkci prediktoru, mo-

delu soustavy regulátoru. Pro funkci regulátoru byl také vytvořen přibližný 

realtimový model inverzního kyvadla na vozíku řiditelný pomocí myši. Říze-

ním tohoto modelu byla získána trénovací data pro učení neuronové sítě. 

Naučenou neuronovou síť bylo třeba následně přenést do PLC. Neuro-

nová síť měla být v PLC implementována v jazyce strukturovaného textu podle 

normy IEC 61131.3. Znalosti nabyté při studiu této normy jsou ve zkratce shr-

nuty v 4 kapitole. Pro převod z MATLABu do jazyka ST bylo zvoleno 

XML/XSLT. Struktura neuronové sítě je nejprve uložena do XML souboru 

s předem definovanou strukturou a ta je následně transformována pomocí 

XSLT do jazyka ST. Tím je zaručena významná nezávislost na programu 

v kterém, jsou neuronové sítě trénovány. Pokud k trénování neuronové sítě po-

užijeme například balík Mathematica, stačí výslednou síť opět exportovat do 

XML a následně již stejnou transformačním XSLT šablonou převést na kód 

v jazyce ST. 

Pro předvedení implementace bylo zvoleno řízení inverzního kyvadla na 

vozíku. Protože je však soustava příliš rychlá, než aby ji bylo možno řídit po-

mocí PLC, bylo nutno přistoupit k řízení zpomaleného modelu. Řízený systém 

je tak reprezentován v MATLABu a řízen z vývojového prostředí Mosaic, které 

simuluje reálné PLC. Předávání dat mezi systémem a regulátorem bylo realizo-

váno pomocí vizualizačního programu RELIANCE. Program v PLC beží 

v cyklech s předem ne známou dobou, naproti tomu řízení neuronovou sítí je 

obdobou diskrétního řízení v přesně daných intervalech. Abychom získali ale-

spoň přibližně přesné vzorkovací intervaly, musí trvat smyčka PLC asi desetinu 
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vzorkovací periody zásahů neuronové sítě. Tak máme zaručeno, že i když bude 

z nějakých důvodů cyklus v PLC 10x delší budeme náš regulační zásah zapsán 

na výstup PLC ve správný okamžik. Toto je standardní postup i pro návrh PID 

regulátorů v PLC. 

Druhou částí byla implementace genetických algoritmů v PLC. Cílem by-

lo navrhnout co možná nejzákladnější strukturu GA, která by byla snadno roz-

šiřitelná a mohla sloužit jako podklad pro další práci, ale zároveň byla využi-

telná k řešení alespoň základních optimalizačních úloh. 

To se myslím podařilo, i když bylo nutno řešit několik problémů při 

vlastní implementaci. PLC nedisponuje instrukcí pro generování náhodných 

čísel. To byl zásadní problém, protože genetické algoritmy jsou ze své podstaty 

založeny na náhodných číslech ( náhodný výběr počáteční populace, náhodný 

výběr jedinců pro křížení a mutaci, křížení dvou jedinců probíhá v náhodném 

bodě, atd.). Proto jako první byl vypracován algoritmus generování náhodného 

čísla na základě systémového času PLC a deterministickým posouváním v poli 

hodnot. 

Další omezení vychází ze standardu IEC 61131.3. Ten neumožňuje vy-

tváření dynamických proměnných, zapouzdření více funkcí pod jeden funkční 

blok, přetěžování funkcí, atd. Z toho důvodu musí být velikost populace známá 

a konstantní po celou dobu výpočtu genetického algoritmu. Z důvodů nemož-

nosti přetěžování funkcí byly vytvořeny 2 verze GA. Jedna 8 bitová a druhá 32 

bitová. Výhodou 8bitové verze je její rychlost a malá paměťová náročnost. Dru-

há 32bitová verze je více paměťově náročná a také pomalejší. Umožňuje nám 

však vyřešit problém s vyšší zvolenou přesností. U 32bitové verze je možno 

volit kolika bity má být zvolený rozsah hodnot zakódován. Jde tedy o řešení 

úlohy s čísly s plovoucí desetinou čárkou, se zvolenou přesností. 
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